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Google Knowledge Graph
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Video：Introducing the Knowledge Graph

Video：Explore lists and collections with Google search



KG对搜索的改变
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原来的结果：
相关的网页

现在的结果：
精准的知识



分类浏览
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推荐
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推理
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背后的知识图谱

Freebase：4000多万实体，上万个属性关系，24多亿个事
实三元组

百度百科：实体1000万

互动百科：实体800万，5万个分类，68亿文字
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相关的知识图谱

语言知识图谱

WordNet：155, 327个单词，同义词集117,597个，同义词集之间由
22种关系连接

事实性知识图谱

OpenCyc： 23.9万个实体，1.5万个关系属性，209.3万个事实三元
组

DBpedia：400多万实体，48,293种属性关系，10亿个事实三元组

YAGO2 ：980万实体，超过100个属性关系， 1亿多个事实三元组



相关的知识图谱

领域知识图谱

Kinships：描述人物之间的亲属关系，104个实体，26种关系,  
10,800个三元组

UMLS：医学领域，描述医学概念之间的联系，135个实体，49种关
系，6,800个三元组。

Cora：2,497个实体，7种关系，39,255个三元组

机器自动构建的知识图谱

NELL： 519万实体，306种关系， 5亿候选三元组

Knowledge Vault:  4500万实体，4469种关系，2.7亿三元组



产业界：以阿里为例

• 以商品、产
品、品牌、
条码、分类
为核心

• 整合关联了
百科、国家
行业标准等
9大类一级
本体，包含
了百亿级别
的三元组，
形成了巨大
的知识图谱

• 应用于搜
索、前端
导购、平
台治理、
智能问答
、品牌商
运营等核
心、创新
业务



产业界-其它应用
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学术界-国际

国际上顶级会议相关的文章和专题：云图



学术界-国内

全国知识图谱与语义计算大会

会议 地点 时间

全国知识图谱与语义计算大会(CCKS 2017) 成都 2017年8月26-29日

全国知识图谱与语义计算大会(CCKS 2016) 北京 2016年9月19-22日

第三届全国中文知识图谱研讨会(KG 2015) 宜昌 2015年11月9日-10日

第二届全国中文知识图谱研讨会(KG 2014) 苏州 2014年10月17日

第一届全国中文知识图谱研讨会(KG 2013) 武汉 2013年10月12日



课程目的

以知识图谱为代表的知识工程的基本问题和基本方
法

基于知识图谱的语义计算的关键技术

使得学生初步具备建立通用或领域知识图谱，以及
基于知识图谱进行数据分析、文本分析应用的能力

脉络梳理

兼顾学术和应用

教学相长
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人工智能

人工智能（Artificial Intelligence），也称机器智能（
Machine intelligence），是计算机科学的一个分支，试
图了解智能的本质，并生产出一种新的能以人类智能相
似的方式做出反应的智能机器。

1956年，以麦卡赛、明斯基、罗切斯特和申农等为首的
一批有远见卓识的年轻科学家在一起聚会，共同研究和
探讨用机器模拟智能的一系列有关问题，并首次提出了
“人工智能”这一术语，它标志着“人工智能”这门新
兴学科的正式诞生。

E. A. Feigenbaum《人工智能手册》（1981年）：人工
智能是计算机科学的一个分支，涉及智能计算机系统的
设计，该系统显示人类行为中与智能相关的特征。
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孕育（1956年之前）

1821年，“现代计算之父和人工智
能鼻祖”，英国数学家Babbage，
发明了两台最先进的差分机和分析
机，其中分析机的设计思想与现代
电子计算机十分相似。他认为一台
通用计算机系统应该具有5个主要组
成部分：输入、存储器、运算器、
控制器和输出，为电子计算机的发
展奠定基础。
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孕育（1956年之前）

1945年，普林斯顿大学教授，“计
算机之父”和“博弈论之父”冯·诺
依曼（John von Neumann），提
出“数字计算机的数制采用二进制
；计算机应该按照程序顺序执行”
，——冯诺依曼理论，也称为冯诺
依曼体系结构。冯诺依曼理论对计
算机的设计具有决定性的影响，至
今仍为电子计算机设计者所遵循。
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孕育（1956年之前）

1946年，宾夕法尼亚大学两位
青年科学家，38 岁的物理学家
、气象学家约翰·威廉·莫希利（
John William Mauchly）博士
和他的助理、26 岁的项目总工
程师小普雷斯伯·埃克特（J. 
Presper Eckert Jr.）研制成功
世界上第一台通用电子计算机
ENIAC（Electronic  
Numerical Integrator And 
Computer）。

20



孕育（1956年之前）

1947年，英国天才数学家A. 
Turing发表了一篇人工智能的预言
性文章“计算机和智能”，提出了
计算机能否思考的问题，他肯定机
器是可以思维的，并提出了著名的
图灵测试，成为一种测试机器是不
是具备人类智能的方法。

一个人在不接触对方的情况下，通过一种
特殊的方式，和对方进行一系列的问答，
如果在相当长时间内，他无法根据这些问
题判断对方是人还是计算机，那么，就可
以认为这个计算机具有同人相当的智力，
即这台计算机是能思维的。
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1950年美国数学家、信息论的创
始 人 香 农 （ Claude Elwood
Shannon）在《科学美国人》发
表有关计算机下棋的文章。

在1950年第一个估计出国际象棋
的穷举复杂度大概在10^120种
变化左右，具体数字被后人称为
“香农数”。

围棋的穷举复杂度又远远超出国际
象棋，达到了惊人的10^360。

作为比较，目前可观测宇宙中的原
子总数据估计“只有”10^75个。
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孕育（1956年之前）



缘起和形成（1956-1970）

 Dartmouth Artificial Intelligence Conferences

 1956年在达特茅斯学院召开的夏季讨论班，为期一个月

会议的议题：“智能的任何其他特性的每一个方面都应能被精确地
加以描述，使得机器可以对其进行模拟。”
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组织者
 达特茅斯学院的数学系助理教授

麦卡锡（John McCarthy）

 哈佛大学数学与神经学初级研究
员明斯基（Marvin Minsky）

 IBM信息研究经理罗切斯特（
Nathaniel Rochester）

 贝尔电话实验室数学家，信息论
的创始人克劳德•香农（Claude 
Shannon）

标志人工智能成为一门真正
的学科。达特茅斯会议之后
的几年，人工智能得到蓬勃
发展。 2006年，五十年后，当事人重聚达特茅斯。（左起：摩尔，麦卡

锡，明斯基，赛弗里奇，所罗门诺夫）



解决疑难问题是人工智能早期的主要成果，它导致了问题求解技术的
发展，其中启发式搜索技术取得很大的进展。

 1956年，纽厄尔和西蒙合作研制成功了“逻辑理论机LT”（the Logic 
Theory Machine），是第一个处理符号而不是数字的计算机城西，是用机
器证明数学定理的最早尝试。

 1956年，塞缪尔研制成功“跳棋程序”，该程序在1962年击败了它的设计
者，1962年击败了美国某个州的跳棋冠军。

 1960年，纽厄尔和西蒙又研制成功“通用问题求解程序GPS(General 
Problem Solving)系统”，解决不定积分、三角函数、代数方程等十几种性
质不同的问题，机器定理证明成为人工智能研究的基本课题之一。

 1960年，麦卡锡提出并研制成功“表处理语言LISP”，不仅能处理数值，
还可以处理符号。适用于符号微积分计算、数学定理证明、数理逻辑中的
命题演算、博弈、图像识别等人工智能研究的多个领域，成为一种重要的
人工智能程序设计语言。
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缘起和形成（1956-1970）



科学家们认识到：人工智能系统要解决复杂问题，不能只有一般的问
题求解方法，还需要领域专门知识。1970年开始，科学家们提出各种
知识表示技术，搜索技术也日趋成熟。

有代表性的专家系统：

1965年，斯坦福大学教授，人工智能鼻祖费根鲍姆和化学家
C.Djerassi等研制出第一个专家系统DENDRAL，可以根据分子式及
其质谱数据推断分子结构。

1971年，MIT研发的数学专家系统MACSYMA投入使用，可以求解
600多种数学问题。

1974年，绍特里夫研制成功医疗专家系统MYCIN，可以为细菌感
染疾病提供抗菌剂建议，该系统解决了一系列人工智能应用技术
问题，包括知识表示、搜索策略、人机联系和知识获取等。

1976年，斯坦福大学开始研制地质勘探专家系统PROSPECTOR，
1982年，该系统准确地预测了华盛顿州一个勘探地段的钼矿位置。
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发展和实用化（1971-1980）



知识表示方法的进展：

1968年，Quillian提出了语义网络知识表示法，试图解决记忆的心理
学模型。后来，Simmon在利用语义网络表示自然语言方面取得了
很大的进展。

1974年，Minsky提出了知识表示的另一种方法——框架理论，能够
较好地描述范围较广的一类问题，可供智能系统理解视觉、自然
语言和其他复杂行为，使得知识表示理论更趋于完善。

非精确推理方面的进展：主要研究如何处理专家知识的不确定性和推
理证据的不确定性。

1976年，R. O. Duda提出在PROSPECTOR系统中采用主观贝叶斯理
论，该方法后来被很多专家系统采用。
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发展和实用化（1971-1980）



归结原理：

1965年Robinson提出归结原理

接着柯瓦斯基提出以逻辑为基础的程序设计语言PROLOG（
PROgramming in LOGic）的思想。

PROLOG是一阶谓词逻辑的Horn子集为语法，以Robisson的归结原
理为工具，加上深度优先控制策略，形成的人工智能通用程序设
计语言。

PROLOG的特点是能像人脑一样自动进行逻辑推理。是比LISP更
高级的人工智能语言，被广泛应用于专家系统、自然语言处理、
问题求解和数理逻辑等人工智能的多个领域。

1972年，科麦瑞尔在法国马赛大学实现了第一个Prolog系统。

27

发展和实用化（1971-1980）



 1977年，在第五届国际人工智能会议上，美国斯
坦福大学计算机科学家费根鲍姆教授(E．A．
Feigenbaum) 发表特约文章“人工智能的艺术
：知识工程课题及实例研究”，系统地阐述了“
专家系统”的思想，并提出了“知识工程”的概
念，确定了知识在人工智能中的重要地位。

 1984年，“ARTIFICIAL INTELLIGENCE: THE 
SECOND COMPUTER AGE ”

知识工程很快渗透到人工智能的各个领域，促进
了人工智能从实验室研究走向实际应用。
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知识工程和专家系统（1980-1990）

Knowledge is power, and the computer 
is an amplifier of that power. We are 
now at the dawn of a new computer 
revolution... Knowledge itself is to 
become the new wealth of nations.



深蓝 (Deep Blue)
美国IBM公司生产的一台超级国际象棋电

脑，重1270公斤，有32个大脑（微处理
器），每秒钟可以计算2亿步。

输入了一百多年来优秀棋手的对局两百多
万局。

深蓝在国际象棋合理的步骤范围内，把棋
局的10的46次方的可能性优化到一个可
计算的范围，并给出所有的可能性。

 1997年的深蓝可搜寻及估计随后的12步
棋，而一名人类象棋好手大约可估计随后
的10步棋。

人机大战
 1996年2月10日，超级电脑深蓝首次挑战

世界冠军卡斯帕罗夫，但以2-4落败。

 1997 年 5 月 11 日，深蓝首次击败了卡
斯帕罗夫（2胜1负3平）。 29

国际象棋（1990-）：搜索



沃森 (Watson)
美国IBM公司生产的一台超级问答系统

 90台IBM服务器、360个CPU组成，每
个CPU主频可达4.1GHz

 15TB内存、每秒可进行80万亿次运算

存储了大量图书、新闻和电影剧本资
料、辞海、文选和《世界图书百科全
书》(World Book Encyclopedia)等海量的
资料

核心技术是DeepQA

人机大战
 2011年，沃森在美国智力竞赛节目《
危险边缘Jeopardy! 》中上演“人机问
答大战”，战胜人类选手
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深度问答（1990-）：DeepQA



深度学习的突破：语音、图像和视频

http://www.csdn.net/article/1970-01-01/2821893



深度学习的突破：语音识别

http://humphreysheil.blogspot.com/2014/10/named-entity-recognition-short-tutorial.html



深度学习的突破：自然语言处理

[Bahdana et al. ICLR 2015]



阿尔法围棋（AlphaGo）
由位于英国伦敦的Google旗下DeepMind公司一款围棋人工智能

程序。

主要工作原理是利用深度神经网络学习大量围棋棋谱。

在传统蒙特卡洛搜索树的基础上，结合了一个价值网络和一个策略
网络，使得系统能够有效降低搜索空间。
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深度学习的突破：围棋

人机大战

2015年10月，阿尔法围棋
以5:0完胜欧洲围棋冠军、
职业二段选手樊麾；

2016年3月对战世界围棋
冠军、职业九段选手李世
石，并以4:1的总比分获
胜 。



深度学习, 为什么成功?

模型
 深度神经网络：更丰富的连接网络可以建模更多的复杂任务

 152 layers [ResNet 16], 1000+layers [DN with Stochastic Depth 16]

 每2.4年，神经网络中隐含层节点翻番

资源
 每个类别5,000个标注样本可以达到理想的性能

 超过亿级标注样本就可以超过人类能力

计算
 更快的CPU、GPU和TPU，更快的连接网络

 更好的分布式计算平台

(Ian Goodfellow, Yoshua Bengio et, al. Deep Learning, 2016)

Larger networks are able to achieve higher accuracy on more complex tasks with 
larger datasets.



人工智能的发展历史

1956 1970 1990

达特茅斯
会议标志
AI的诞生

2006

感知机，将
人工智能推
向第一个高
峰

计算能力不
足、复杂问
题、数据不
足，AI进入
第一个低谷

Minsky：
感知机无法
解决XOR问
题

专家系统、
第五代机、
知识工程
知识和逻辑

LISP市
场的崩
溃

IBM深
蓝

IBM沃
森

深度卷
积神将
网络

RBM Google
知识图谱

AlphaGo

SVM
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智能

智能是人类运用知识解决问题的能力

演绎能力和归纳能力

人工智能

研究怎样使计算机来模仿人脑所从事的推理、学习、思
考、规划等思维活动，解决需人类专家才能处理的复杂
问题。将人的思考过程、智能活动一部分机械化

智能系统

智能系统利用人工智能技术解决实际问题，是知识工程
研究的目标

智能、人工智能和智能系统



人工智能的研究领域

专家系统
一个智能的计算机程序，它运用知识和推理步骤来解决只有专家才能

解决的复杂问题。

自然语言处理
研究使用计算机理解和生成自然语言的基础理论和基本技术

机器学习
研究如何使用计算机模拟或实现人类学习活动的科学

定理证明
利用计算机证明非数值型的结果，即判断它们的真假。很多非数值领

域的任务，如医疗诊断等都可以转化成一个定理证明问题。

博弈和游戏
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人工智能的研究领域

机器人
一种可再编程序的多功能的操作装置，是在电子学、控制理论、机械工

程、仿生学和人工智能等各学科发展基础上出现的一门综合技术。

模式识别
对表征事物或现象的各种形式的（数值的、符号的)信息进行处理和分析

，以对事物或现象进行描述、辨认、分类和解释的过程。

计算机视觉
研究如何使机器“看”的科学，更进一步的说，就是是指用摄影机和电

脑代替人眼对目标进行识别、跟踪和测量等机器视觉，并进一步做图形
处理，使电脑处理成为更适合人眼观察或传送给仪器检测的图像。

人工神经网络
从信息处理角度对人脑神经元网络进行抽象， 建立某种简单模型，按不

同的连接方式组成不同的网络。
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互联网和英特网

互联网

internet

泛指由多个计算机网络相互连接而成的一个大型网络

英特网

Internet
特指由美国的ARPA网发展演变而来的、目前全球最大的一个互联网

，它通过网络通讯协议TCP/IP实现互联

因特网提供的主要应用有：万维网（WWW）、文件传输（FTP）、
电子邮件（E-mail）、远程登录（Telnet）等



万维网

World Wide Web(WWW，W3，Web)

英国人Tim Berners-Lee提出的一种因特网应用

思想：将互联网上的资源在一个网页中直观地表示出来，而
在资源之间在网页上可以链来链去。

实现：

Web服务器：一个由许多互相链接的网页组成的系统。
− 网页是WWW的基本信息单位，由文字、图片、动画、声音等多

种媒体信息以及链接组成，用HTML编写，通过链接实现与其他
网页的关联和跳转。

− 每个网页都由一个“统一资源标识符”（URI）标识，这些资源
通过超文本传输协议（HTTP）传送给用户，用户通过点击链接
来获得资源。

Web客户端：常用浏览器，用户通过Web客户端访问浏览
Web服务器上的网页。



万维网之父：Tim Berners-

Lee

技术
 Internet 

hypertext (HTML)

Web Browser

HTTP 

CERN
欧洲核子研究组织，是世界上最大

型的粒子物理学实验室，也是万维
网的发祥地。它的内部深藏着一个
升降机，整个机构位于瑞士日内瓦
西部接壤法国的边境。

Engineer changed the World

http://info.cern.ch

世界上第一个万维网网站，1989



WWW的发展史

World Wide Web (Web 1.0)

Social Web (Web 2.0)

Semantic Web (Web 3.0)

Web Science



Web 1.0

href：Hypertext Reference的缩写，超文本引用。
标签的 href 属性用于指定超链接目标的URI。

特点:
 网站管理者负责制定网站内容，话语

权是掌握在各大网站的手里
 绝大多数网络用户只充当浏览者的角

色

技术：
 hypertext (HTML)
 Web Browser
 HTTP 

描述：
 以内容为中心，以信息的发布、传输、

分类、共享为目的的互联网应用称为
Web1.0。



Social Web – Web 2.0

Web2.0 是相对Web1.0 的新一类互联网应用的统称。Web2.0 更注重
用户的交互作用，用户既是网站内容的浏览者，也是网站内容的制造者。

 http://en.wikipedia.org/wiki/Web_2.0

“Web 2.0 … has … come to refer to what some people describe as 
a second phase of architecture and application development for the 
World Wide Web.”

 The Web where “ ordinary ” users can meet, collaborate, and
share using social software applications on the Web (tagged
content, social bookmarking, AJAX, etc.)



Web2.0：支撑技术

P2P

Peer to Peer，对等连接或对等网络，特征之一是弱化了
服务器的作用，甚至取消服务器，任意两台PC互为服务器，
同时又是客户机。

Blog

Web Blog，网络日志，是一种由个人管理、不定期张贴新
的文章的网站。一个典型的博客结合了文字、图像、其他博
客或网站的链接及其它与主题相关的媒体，能够让读者以互
动的方式留下意见。



Web2.0：支撑技术

Wiki

wee kee wee kee, 夏威夷语，“维基”或“维客”

一种超文本系统

在Web的基础上对Wiki文本进行浏览、创建和更改，而且创
建、更改、发布的代价远比HTML文本小。

还支持面向社群的协作式写作，为协作式写作提供必要帮助

Wiki的写作者自然构成了一个社群，Wiki系统为这个社群提
供简单的交流工具。

与其它超文本系统相比，Wiki有使用方便及开放的特点，所
以Wiki系统可以帮助我们在一个社群内共享某领域的知识。



Web2.0：支撑技术

XML

eXtensible Markup Language，可扩展标记语言

允许定义数量不限的标记来描述文档中的内容，允许嵌
套的信息结构

相对于HTML 主要用于描述Web 页的显示格式，XML 
着重描述Web 页面的内容（XML 不会替代 HTML)

XML 数据以纯文本格式进行存储，因此提供了一种独立
于软件和硬件的数据存储方法。这让创建不同应用程序可
以共享的数据变得更加容易。
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Web2.0：支撑技术

Ajax

Asynchronous JavaScript and XML，通过在用户和
服务器之间添加一个中间层来实现用户操作与服务器响应
的异步化。

应用Ajax后，原本服务器承担的一些简单工作被转移到
客户端，由客户端在闲置时完成。这样不但可以减轻服务
器的工作压力，还可以实现节约带宽的双重目的。



万维网技术的局限性

万维网现在采用的超文本标记语言HTML，是面向人的存
储和共享信息的媒介，Web上的内容是提供给人而不是机
器来理解和浏览的。由于Web内容没有采用形式化的表示
方式，并且缺乏明确的语义信息，故而计算机“看到的
”Web内容只是普通的二进制数据，对其内容无法进行识
别。如果机器不能充分理解网页内容的含义，就无法实现
Web内容的自动处理。
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万维网技术的局限性(cont.)

万维网是按“网页的地址”，而非“内容的语义”来定位
信息资源的（缺少语义联接），网上所有信息都是由不同
的网站发布的，相同主题的信息分散在全球众多不同的服
务器上，又缺少有效工具能将不同来源的相关信息综合起
来，因此形成了一个个信息孤岛(其中有大量重复)，查找
自己所需的信息就像大海捞针一样困难。
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网络内容转化为知识

What we need is to go from data to information, then from 
information to meaning: adding semantics to data and 
services is the solution!

网络内容 知 识



由万维网创始人的Tim Berners-Lee在1998年提出的对未来
网络的一个设想，它是一种智能网络。

语义网就是以Web数据的内容（即数据的语义）为核心，用
机器能够理解和处理的方式链接起来的海量分布式数据库。

语义网是对现有Web增加了语义支持，它是现有万维网的延
伸与变革，其目标是帮助机器在一定程度上理解Web信息的
含义，使得高效的信息共享和机器智能协同成为可能。语义
网将会为用户提供动态、主动的服务，从而更便于机器和机
器、人和机器之间的对话及协同工作。

语义网：Semantic Web



The Semantic Web is an extension of the current web in 
which information is given well-defined meaning, better 
enabling computers and people to work in co-operation.  

– Tim Berners-Lee, James Hendler, Ora Lassila, The Semantic Web, Scientific 
American, May 2001                                        

Annotated

Web pages

Annotated

Web pages
Ontology

Agents

Agents

语义网

定义



Semantic Web

Current Web

User Centric &

Human Understanding

User Centric &

Computer Understanding

Semantic Web: Web 3.0

动机



语义网的特征和目标
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 语义网不同于WWW，是WWW的扩展与延伸

 WWW的操作单元是文档，而语义网的操作单元是文档描述的语义内容

 WWW是面向人的网络服务，而语义网是面向机器的网络服务

 语义网更利于计算机“理解与处理”，并具有一定的判断、推理能力

 计算机理解海量网络资源的语义，从而将万维网中一个个现存的信息孤

岛，连接成一个巨大的语义清晰的数据库。

 在搜索数以万计的网页时，通过“智能代理”从中筛选出相关的有用信

息。而不像现在的万维网，只给你罗列出数以万计的无用搜索结果。从

而使人类用户从搜索相关网页的繁重劳动中解放出来。



语义网的实现
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数据的语义标注和链接

通过一套统一的数据标准对网络信息进行详细的语义标记，

使得语义网能够精准的识别信息，区分信息的含义和作用

基于可扩展标记语言XML和资源描述框架RDF实现

通过亿万个体实现

具有语义分析能力的信息搜索引擎

能够理解人类的自然语言，并且具有一定的推理和判断能力
，从而提供符合用户需求的信息服务



语义网的关键技术

三大关键技术：XML、RDF和Ontology

可扩展标记语言XML

一种标准的元数据语法规范

资源描述框架RDF

一种标准的元数据语义描述规范

本体Ontology

一种描述客观世界的概念化规范
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Semantic Web的体系结构

2000

2002

2004

2007

http://www.w3.org/2001/sw/

http://www.w3.org/2000/Talks/1206-xml2k-tbl/sweb-stack.gif
http://www.w3.org/2002/Talks/04-sweb/sw-stack-2002.png
http://www.w3.org/2004/Talks/0319-RDF-WGs/sw_stack.png


Linked data in Sep. 2014



知识图谱是Semantic Web的基件

The Knowledge Graph is a system that understands facts
about people, places and things and how these entities are all
connected.



Tim Berners-Lee获得图灵奖

万维网（World Wide Web）的发明人、麻省理工学院教授
Tim Berners-Lee刚刚获得了由美国计算机协会（ACM）颁
发的图灵奖（A.M. Turing Award），该奖项是全球范围内计
算机科学领域最负盛名的大奖，通常被称为“诺贝尔计算机
奖”。该奖项的100万美元奖金由Google提供的。
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Google Knowledge Graph
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知识组织：一些容易混淆的术语

Ontology vs. Knowledge Base
Ontology：共享概念化的规范，涉及概念、关系和公理三个要素

Knowledge：服从于ontology 控制的知识单元的载体

Ontology是蛋糕的模具，Knowledge Base是蛋糕

公理：Formal Ontology vs. Lightweight Ontology
Formal Ontology: 大量使用公理

Lightweight Ontology: 不用或很少使用公理



Ontology
树状结构，不同层节点之间是严格的IsA关系

优点：可以适用于知识的推理

缺点：无法表示概念的二义性（运动员：体育？人物？）

Taxonomy
树状结构，上下位节点之间非严格的IsA关系

优点：可以表示概念的二义性（体育运动员）

缺点：不适用于推理，无法避免概念冗余（餐厅：美食？机构？地
点？）

Folksonomy
类别标签，更加开放

优点：能够涵盖更多的概念

缺点：如何进行标签管理？

目前网络知识资源大多采用Folksonomy与Taxonomy结合的组织形式

知识组织：一些容易混淆的术语



知识图谱的构成

Root

Concept Concept

Concept Concept Concept

Instance InstanceInstanceInstance……

……

……

Subclass Subclass Subclass

InstanceOf InstanceOf InstanceOf InstanceOf InstanceOf

Attribute Relation

Attribute Relation

Taxonomy

实体三元组：
(Ent1, Relation, Ent2)



知识图谱形式化表示（符号表示）

知识库是一个有向图

多关系数据(multi-relational data)

节点：实体/概念

边：关系/属性

关系事实 = (head, relation, tail)

 head：头部实体

 relation：关系/属性

 tail：尾部实体

（姚明，born in，上海）

head tailrelation



知识图谱形式化表示（符号表示）



知识图谱的形式化表示（分布式表示）



KG的基本概念

Node：领域（Domain/Topic）



KG的基本概念

Node：概念（Concept）



KG的基本概念

Node：实例/实体（Entity/Objects/Instance）



KG的基本概念

Node：值（Value）
实体（Entity）

 （姚明，出生地，上海市）

字符串（String）
 （北京大学，学术传统，兼容并包、思想自由）

数字（Number）
 平方公里： （北京市，面积， 1.641万）

 公斤： （姚明，体重，140公斤）

 米： （姚明，身高， 2.29米）

 …

时间（Date）
 （姚明，出生年份，1981年）

枚举 （Enumerate）
 （姚明，性别，男）

……



KG的基本概念

边：关系
 Type：类型

 Subclass：子类

 Relation：关系

 Property、Attribute：属性

Root

Concept Concept

Concept Concept Concept

Instance InstanceInstanceInstance……

……

……

Subclass Subclass Subclass

InstanceOf InstanceOf InstanceOf InstanceOf InstanceOf

Attribute	Relation

Attribute	Relation

Ontology实体三元组：
(Ent1,	Relation,	Ent2)(旺财, Is-A, 狗）

(狗, Is-A, 哺乳动物）

(旺财, 颜色, 黄色）

(旺财, 朋友, 小白）



KG的基本概念

关系：Taxonomic Relation vs. Non-taxonomic Relation
Taxonomic Relation： is-a/Hypernym-Hyponym

Non-taxonomic Relation:  概念之间的相互作用
 Meoronymy 部分整体

 Attribute 属性

 Thematic roles 论旨角色

 Possession 领属

 Casuality 因果

 ……



KG的基本概念

Node：高阶三元组
与时间、地点相关

 （（美国，总统，特朗普），开始时间，2017）

事件
 Compound Value Type：组合值类型

A Compound Value Type is a Type within
Freebase which is used to represent data
where each entry consists of multiple fields.
Compound value types, or CVT's are used in
Freebase to represent complex data.



Example of CVT



Example of CVT



KG中的知识分类

百科知识



知识分类

领域知识



知识分类

事实性知识
 (乔布斯，CEO，苹果）

 (中华人民共和国，首都，北京）

主观性知识

n 外形

n 电池

n 屏幕

n 操作

n 通话质量

“我今年天让入手诺基亚5800，把玩不到24小时，目前感
觉5800屏幕很好，操作也很方便，通话质量也不错，但是
外形有些偏女性化，不适合男生。这些都是小问题，最主
要的问题是电池不耐用，只能坚持一天，反正我觉得对不
起这个价格。”



知识分类

场景知识
订机票的步骤

红烧肉的做法

语言知识
 (乔丹，SameAs， 佐敦)

 (乔丹，SameAs, Jordan)

 (Microsoft， SameAs, MS)

 (hasFounded, SameAs, isFounderof)

常识知识 (Common-sense Knowledge)
 hasAbility(鸟，飞）， hasAbility(人，说话）

 hasProperties(水，透明）， hasShape(球，圆的）

moreHeavy(大象，小狗）

Mother(x,y) ^ Brother(z,x)  Uncle(z,y)



提纲

课程介绍

知识图谱发展历史

知识图谱基本概念

知识图谱的生命周期

代表性知识图谱

知识图谱的现有应用

85



知识图谱中的四个关键问题

知识体系（表示）

知识获取

知识服务

知识集成



生命周期—领域知识建模

输入：
领域 (医疗、金融...)

应用场景

输出：领域知识本体
领域实体类别体系

实体属性

领域语义关系

语义关系之间的关系

关键技术：
Ontology Engineering



生命周期—知识获取

输入：
领域知识本体

海量数据：文本、垂直站点、百科

输出：领域知识
实体集合

实体关系/属性

主要技术：
信息抽取

文本挖掘



生命周期—知识集成

输入：
抽取出来的知识

现有知识库

知识本体

输出：
知识置信度

统一知识库

关键技术：
Ontology Matching

Entity Linking

Ontology matching

n The	popularity	of	ontologies	is	rapidly	growing,	and	

the	number	of	ontologies	continues	increasing

à Ontology	matching

n The	process	of	determining	correspondences	between terms

13

10



生命周期—知识存储/查询/推理

输入：
大规模知识库知识

输出：
知识库存储/查询/推理服务

主要技术：
知识表示

知识查询语言

存储/检索引擎

推理引擎



知识图谱的生命周期

知识建模
建模领域知识结构

知识获取
获取领域内的事实知识

知识集成
估计知识的可信度，将碎片知识组装成知识网络

知识存储/查询/应用
提供高性能知识服务
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通用知识图谱

类别 名称 其他

人工构建
Cyc http://www.cyc.com/platform/researchcyc

WordNet wordnet.princeton.edu

基于维基百科

DBPedia dbpedia.org

YAGO yago-knowledge.org

Freebase freebase.com

WikiTaxonomy
http://www.h-

its.org/english/research/nlp/download/wiki
taxonomy.php

BabelNet babelnet.org

开放知识抽取

KnowItAll openie.cs.washington.edu

NELL rtw.ml.cmu.edu

Probase
http://research.microsoft.com/en-

us/projects/probase/

企业知识图谱
百度知心，搜狗知立方 www.baidu.com, www.sougou.com

Google KG，MS sotori google.com, bing.com



代表性知识图谱

人工构建知识图谱
WordNet

CYC

基于Wikipedia的知识图谱
Yago

DBPedia

Freebase

文本抽取知识图谱
NELL



WordNet

WordNet是什么?
一部在线词典数据库系统，采用了与传统词典不同的方式，即按照

词义而不是词形来组织

词语被聚类成词义簇(synset)，词义之间通过语义关系连接成大的概
念网络

1985年由普林斯顿大学认知科学实验室建立

1978年Miller
“自动化词典

”

1985年
WordNet开
始实际运作

1986年
Bienkowski用LISP
语言写了Grinder的

第一个版本

20世纪70—
90年代添加词
表并对词进行

分类

1991年
WordNet1.0

正式公布

1989年
WordNet：词
典浏览器->自足

的词汇数据库
WordNet

3.0



WordNet包含的知识

描述的对象

• compound（复合词）

• phrasal verb（短语动词）

• collocation（搭配词）

• idiomatic phrase（成语）

• word（单词）

对象之间的

语义关系

• 同义反义关系（synonymy，antonymy）

• 上下位关系（hypernym, hyponymy, 

troponymy）

• 部分整体关系（entailment，meronymy）

部分句法信息
• 简单的动词基本句式信息（Verb Sentence 

Frames）



WordNet的核心概念

Synset： WordNet 将英语的名词、动词、形容词、和副词
组织为Synsets，每一个Synset表示一个基本的词汇概念

概念关系
同义关系

反义关系

上位关系

下位关系

整体关系（名词）

部分关系（名词）

蕴含关系（动词）

因果关系（动词）

近似关系（形容词）

newspaper词义的上位synsets
newspaper, paper

=> press, public press

=> print media

=> medium

=> instrumentality

=> artifact, artefact

=> whole, unit

=> object, physical object

=> physical entity

=> entity 



WordNet组织示例：上下位、同义
WordNet: Content

{ camera, 
photographic camera}

{ camera, 
television camera}

“television equipment 
consisting of a lens system 
that focuses an image on a 
photosensitive mosaic”

{equipment}

Concept 
(“synset”)

Synonymous 
words for 
the concept

Gloss  
describing 
the concept

Concept 
hierarchy



WordNet组织示例：近义、反义

watery

damp

moist

humid

soggy

wet

parched

dried-up

dry

arid

sere

anhydrous

近似关系
反义关系

基于反义、近义组织的形容词synset



WordNet的构建方法

人工构建+机器辅助（后续有很多自动构建技术研究）

Brown语料库

Laurence Urdang (1978)
《同义反义小词典》

Urdang(1978)
《 Rodale同义词词典》

Robert Chapmand (1977)
《罗杰斯同义词词林》

美国海军研究与发展中心的Fred 
Chang的词表，15%的重合词语

Ralph Grishman和他在纽约大
学的同事的一个词表，包含
39143个词，这个词表实际上包
含在著名的COMLEX词典中。
WordNet当时词表与该词表重合
率为74%（1993年）。

语料库

已有词表

WordNet

词汇



WordNet规模

POS Unique Terms Synsets Total Word-Sense Pairs

Noun 109195 75804 134716

Verb 11088 13214 24169

Adjective 21460 18576 31184

Adverb 4607 3629 5748

Totals 146350 111223 195817



WordNet的应用

WordNet在自然语言处理中被广泛应用
作为词义消歧的目标知识库

作为高质量的Taxonomy

用于计算语义相似度



WordNet综述WordNet: Summary

Content Adjectives, verbs, nouns and adverbs of the 
English language

Format Visualization tool
data downloadable in Prolog-like format

Main strength High quality lexicon for English

Technique Manual

Size Words: 155k

Senses: 117k

Word-sense pairs: 207k

License Proprietary, free use

Reference [Miller, Comm ACM 1995]

URL http://wordnet.princeton.edu

http://wordnet.princeton.edu/wordnet/man2.1/wnstats.7WN.html

WordNet: A lexicon of the English language.

一个高质量英文电子词典和语言本体



代表性知识图谱

人工构建知识图谱
WordNet

CYC

基于Wikipedia的知识图谱
Yago

DBPedia

Freebase

文本抽取知识图谱
NELL



Cyc

Cyc 是一个由Douglas Lenat 在1984年启动的人工智能项目，
其目的是构建一个完整的、机器可使用的本体体系和人类常识
知识库
500万条知识

50万概念

OpenCyc 是其开放出来免费供大众使用的一部分知识
24万概念

200万条知识

ResearchCyc是提供Research Liscence供研究使用的完整版



Cyc构建方法--人手工构建

1986年, Doug Lenat估计整个Cyc需要包括25万条规则，
耗费350人年

近年来，也开始使用自动构建方法，从自然语言中抽取知识

2008年开始，Cyc开始将其资源与Wikipedia、DBpedia和
Freebase等资源开始建立Link



知识表示语言--CycL

CycL: 自己设计的知识表示语言
基于First Order Predicate Logic (FOPL)

采用类似于LISP语言的语法

Constants: 概念名字
Cyc,  DougLenat,  BaseKB,  EnglishWord

Variables
以?开头

?TYPE

Predicates
 isa,   genls,   comment

Functions
(FruitFn AppleTree)  Apple



知识表示语言-CycL

Formulas
形式为(predicate arg1 arg2 …)的表达式

5种真值: {true, default true, false, default false, unknown}

示例:
 (isa Dog BiologicalSpecies)

 (genls Dog Carnivore)

 (skillCapableOf  LinusVanPelt  PlayingAMusicalInstrument  performedBy)

Logical connectors
not, and, or, implies

Quantifiers
任一, 存在



Cyc中包含的知识

Cyc中包含的大部分知识都是常识
Every tree is a plant(所有树都都是植物)

Plants die eventually（植物都会死）

核心概念：
 Individuals: #$BillClinton, #$France

Collections:
 #$Tree-ThePlant（包含了所有的树）

 #$EquivalenceRelation(包括所有的等同关系)



Cyc中包含的知识-Sentences

事实：通过CycL sentences 来表示
(#$isa #$BillClinton #$UnitedStatesPresident)

 Bill Clinton is a President of the United States.

(#$genls #$Tree-ThePlant #$Plant)

 All trees are plants.

规则: 包含变量(以?开头)的句子
如果一个对象是SUBSET的成员，同时SUBSET是SUPERSET的子类

，那么OBJ是SUPERSET的成员



Thing

Intangible
Thing

Individual

Temporal
Thing

Spatial
Thing

Partially
Tangible

Thing
Paths

Sets
Relations

Logic
Math

Human
Artifacts

Social
Relations,

Culture

Human
Anatomy &
Physiology
Emotion

Perception
Belief

Human
Behavior &

Actions

Products
Devices

Conceptual
Works

Vehicles
Buildings
Weapons

Mechanical
& Electrical

Devices

Software
Literature

Works of Art

Language

Agent
Organizations

Organizational
Actions

Organizational
Plans

Types of
Organizations

Human
Organizations

Nations
Governments
Geo-Politics

Business, 
Military

Organizations

Law

Business &
Commerce

Politics
Warfare

Professions
Occupations

Purchasing
Shopping

Travel
Communication

Transportation
& Logistics

Social
Activities

Everyday
Living

Sports
Recreation

Entertainment

Artifacts

Movement

State Change
Dynamics

Materials
Parts

Statics

Physical
Agents

Borders
Geometry

Events
Scripts

Spatial
Paths

Actors
Actions

Plans
Goals

Time

Agents

Space

Physical
Objects

Human
Beings

Organ-
ization

Human
Activities

Living
Things

Social
Behavior

Life
Forms

Animals

Plants

Ecology

Natural
Geography

Earth &
Solar System

Political
Geography

Weather

Tens of thousands of Predicates
between,  owns,  isa,  beliefs

Hundreds of thousands of Concepts

CityOfLjubljanaSlovenia,

Witbrock, Slovenia,

SlovenianLanguage

The Cyc Ontology and Content

General Knowledge various domains

Specific data, facts, and observations about those domains



推理引擎与应用

Cyc提供了非常多的推理引擎，支持演绎推理和归纳推理；
同时也提供了扩展推理机制的模块

支持对自然语言的解析，对自然语言文本中的名词、动词等
映射到概念和frame下，可以利用Cyc定义的规则进行推理

English Words 18,796

Syntactic Frame Links 23,336

Single-word Denotation Mappings 27,681

Multi-word Phrase Denotation Mappings 44,298

Verbal Semantic Frame Links 3,701

Noun Semantic Frame Links 2,578

WordNet 2.0 Links 11,322

Names
(Includes chemical symbols, 
person/place/organization names, acronyms, etc.)

100,811

Predicate-based Phrasal Links
(genTemplates for paraphrase)

9,637



基于Cyc的自然语言解析示例



Cyc综述 Cyc: Summary

Cyc SUMO

Content Common sense knowledge, 
axioms

Common sense knowledge, 
axioms

Main strength Huge ontology, with tools Free research project

Technique Manual Manual

License proprietary, OpenCyc is 
Apache License V2.0

GNU GPL

Entities 500k 20k

Assertions 5m 70k

Relations 15k

Tools Reasoner, NL tool Reasoner

URL http://cyc.com http://ontologyportal.org

References [Lenat, Comm. ACM 1995] [Niles, FOIS 2001]

http://cyc.com/cyc/technology/whatiscyc_dir/whatsincyc in 2010 http://ontologyportal.org

SUMO is a 
research 
project in a 
similar spirit, 
driven by 
Adam Pease.

一个人工撰写

的常识知识库



代表性知识图谱

人工构建知识图谱
WordNet

CYC

基于Wikipedia的知识图谱
Yago

DBPedia

Freebase

文本抽取知识图谱
NELL



Wikipedia

免费的在线百科全书
2001年开始

crowdsource的方式构建

目标：构建全世界最大的百科全书

高质量数据源
500万概念
多语言
富含丰富语义结构
的文档：
Infobox，table，
list，category…
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Wikipedia: 文档结构

唐太宗

唐太宗李世民（598年1月28日－649年7月10日[1][2][3]）

，中国唐朝第二任皇帝。祖籍陇西郡成纪县（今甘肃省
天水市秦安县北），生于陕西武功县，626年至649年在
位。父亲是唐高祖李渊，母亲是窦皇后

•分类：598年出生, 649年逝世 唐朝皇帝

标题=概念

概念文本描述

Infobox:以(属性，值)对形式呈现的信息表格

每个页面有多个类别，类别组成Taxonomy

https://zh.wikipedia.org/wiki/%E5%94%90%E5%A4%AA%E5%AE%97#cite_note-Tang_book_01-1
https://zh.wikipedia.org/wiki/%E5%94%90%E5%A4%AA%E5%AE%97#cite_note-Tang_book_new_01-2
https://zh.wikipedia.org/wiki/%E5%94%90%E5%A4%AA%E5%AE%97#cite_note-xintangshu-3
https://zh.wikipedia.org/wiki/%E4%B8%AD%E5%9C%8B
https://zh.wikipedia.org/wiki/%E5%94%90%E6%9C%9D
https://zh.wikipedia.org/wiki/%E7%A5%96%E7%B1%8D
https://zh.wikipedia.org/wiki/%E9%9A%B4%E8%A5%BF%E9%83%A1
https://zh.wikipedia.org/wiki/%E6%88%90%E7%B4%80%E7%B8%A3
https://zh.wikipedia.org/wiki/%E7%94%98%E8%82%85%E7%9C%81
https://zh.wikipedia.org/wiki/%E5%A4%A9%E6%B0%B4%E5%B8%82
https://zh.wikipedia.org/wiki/%E7%A7%A6%E5%AE%89%E7%B8%A3
https://zh.wikipedia.org/wiki/%E6%AD%A6%E5%8A%9F%E5%8E%BF
https://zh.wikipedia.org/wiki/%E5%94%90%E9%AB%98%E7%A5%96
https://zh.wikipedia.org/wiki/Special:%E9%A1%B5%E9%9D%A2%E5%88%86%E7%B1%BB
https://zh.wikipedia.org/wiki/Category:598%E5%B9%B4%E5%87%BA%E7%94%9F
https://zh.wikipedia.org/wiki/Category:649%E5%B9%B4%E9%80%9D%E4%B8%96
https://zh.wikipedia.org/wiki/Category:%E5%94%90%E6%9C%9D%E7%9A%87%E5%B8%9D


出发点

基于Wikipedia的知识库都基于几乎相同的思路：
从Wikipedia丰富的半结构化信息中挖掘知识

包括：Infobox，Category，超链接, Table，List...

不同之处在于
如何处理有歧义的属性映射

如何构建知识库的Taxonomy

在世 598年1月28日－649
年7月10日（52岁）

出生 隋文帝仁寿四年
604年

BirthDate（李世民，598年）

BirthDate（李元吉，604年）

https://zh.wikipedia.org/wiki/%E9%9A%8B%E6%96%87%E5%B8%9D


这些知识库具有相同的模型

一个知识库包含一个集合的实体
猫王、李世民、赵高、唐朝、分封制...

实体被划分到不同的类别中
歌手(猫王)，皇帝(李世民), 朝代(唐朝), 制度(分封制)

类别通过上下位等关系相互关联
SubClassOf(歌手，人)， SubClassOf(皇帝，人)

实体和类别都通过属性和相互之间的关系来描述
BirthDate（李世民，598年）, Has(歌手，歌曲)

关系可以通过蕴含关系来进行推理
歌曲作品， 收购  持有



DBPedia

2007年开始，其主要目标是构建一个社区，通过社区成员
来定义和撰写准确的抽取模板，从维基百科中抽取结构信息
，并将其发布到Web上

社区通过人工的方式构建了Taxonomy
280个类别

覆盖约50%的维基百科实体

D B p e d ia  Tu to ria l 0 9 .0 2 .2 0 1 5 h ttp ://d b p e d ia .o rg

W h a t's D B p e d ia ?

–

–

–



抽取方法

DIEF - DBpedia Information Extraction Framework 
目标：抽取WIkipedia中的结构化信息

方法：基于属性mapping的Infobox抽取，Raw Infobox 
Extraction, Feature Extraction, Statistical Extraction 

编程语言：Scala & Java 

DBPediaLive：持续保持与Wikipedia的同步
2013年六月，英语维基百科有将近330万次编辑(每分钟越77次) 



抽取框架图

D B p e d ia  Tu to ria l 0 9 .0 2 .2 0 1 5 h ttp ://d b p e d ia .o rg33



抽取知识示例

D B p e d ia  Tu to ria l 0 9 .0 2 .2 0 1 5 h ttp ://d b p e d ia .o rg35

N eed for validation

●over  3 m io. violation



基于RDF表示抽取出来的知识

支持复杂的结构化query，SPARQL语言查询

支持与Web上其他数据集的链接和集成

D B p e d ia  Tu to ria l 0 9 .0 2 .2 0 1 5 h ttp ://d b p e d ia .o rg18

A  b rie f in tro d u ctio n  to  R D F



DBPedia综述 DBpedia

Content Entities of public interest 

Format RDF, API, SPARQL

Sources Wikipedia, YAGO/WordNet

Main strengths Focus on coverage,
interlinking with other data sets

Technique Extraction from Wikipedia + manual supervision by 
the community

Size Entities: 3.5m (in manual taxonomy: 1.7m)
Facts: 670m
Attributes: 9k (manually defined: 1k)
Manual Classes: 280

License CC-BY-SA & GNU FDL

URL http://dbpedia.org

Reference [Auer, ISWC 2007], [Bizer09, JWS 2009]

一个部分结构化的Wikipedia，

社区人工构建Taxonomy



Yago

德国马普研究所从2007年开始的一个项目

融合WordNet和Wikipedia 
从Wikipedia的结构中抽取信息：Infoboxes,类别...

包括时间和地点标注

人工采样评估

>1亿事实和100种关系



Yago Taxonomy构建

使用WordNet的Taxonomy作为基础

将Wikipedia中的类别加入到WordNet中YAGO: Classes

Rock Singer 

type

1935born

Singer

subclassOf

Person

subclassOf
Singer

subclassOf

Person

WordNet

Elvis Presley

Blah blah blub fasel
(do not read this, 
better listen to the 
talk) blah blah Elvis 
blub (you are still 
reading this) blah 
Elvis blah blub blah 
blubbeldiblub

Categories: Rock singer

~Infobox~
Born: 1935
...

• Use selected categories as types
• Add WordNet for Taxonomy



Yago语义关系

人工定义了100多种语义关系
wasBornOnDate，locatedIn，hasPopulation

抽取方法：采用手写的规则抽取
 Infobox Harvesting:信息框

Word-Level Techniques:重定向页

Category Harvesting:类别信息抽取

Type Extraction: 维基类别,WordNet类别



抽取示例

Bor

B

B

Died:  August 16, 1977

Attribute   Relation    Inverse    Manifold    Indirect

……                                       

Died diedOnDate

…       

Elvis Presley diedOnDate

Infobox Attribute Map

August 16, 1977

Relation Map

Relation              Domain         Range

…

diedOnDate person       yagoDate

…



抽取准确率



Yago综述YAGO: Summary
Content Entities of public interest

Format TSV, RDF, XML, N3, Web Interface

Sources Wikipedia, WordNet, Geonames

Main strength Focus on precision, geotemporal annotations, multilingual

Precision 95%

Technique Extraction from Wikipedia + matching with WordNet & 
Geonames + consistency checks

Size Entities: 3 m (+ geonames -> 10m)
Facts:  120m (+geonames -> 460m)
Relations: 100, Classes: 200k, Languages: 200

License Creative Commons BY-SA

URL http://mpii.de/yago

References [Suchanek, WWW 2007] [Hoffart, WWW 2011] 
[deMelo, CIKM 2010]

一个部分结构化的Wikipedia，

Taxonomy：WordNet+Wikipedia Categories



Freebase

Metaweb公司2000年开始构建，2010年
被Google收购

从Wikipedia和其他数据源（如IMDB、
MusicBrainz）中导入知识

核心想法：
在Wikipedia中，人们编辑文章

在Freebase中，人们编辑结构化知识

Freebase

Freebase started in 2000, driven by 
Metaweb,  part of Google since 2010

1935born

Imports data from Wikipedia and other 
sources (e.g., ChefMoz, NNDB, and 
MusicBrainz).

Main idea:
In Wikipedia, people edit articles. 
In Freebase, people edit facts.



用户是Freebase知识构建的核心

编辑实体
创建实体

将实体分到类别

增加/修改属性/关系

上传图片

编辑Schema
定义新类别

定义类别的属性

Review
验证知识准确性

投票

删除错误知识

DataGame
寻找别名

抽取事件日期

使用Yahoo图片搜索加入
图片

用户在Freebase中的作用



Freebase综述
Freebase: Summary

Content Entities with public information

Format API, RDF

Construction by the community
data import from public sources

Sources Wikipedia, Libraries, WordNet, MusicBrainz…

Main strength free and large

Size Facts: several millions

Entities: 20 m

License Creative Commons Attribution (CC-BY)

URL http://download.freebase.com

Freebase is a large collaborative knowledge base owned by Google.

http://wiki.freebase.com/wiki/FAQ#How_big_is_Freebase.3F

一个大规模协同构建知识库，

整合Wikipedia，WordNet以及多个百科知识库

目前归Google所有



代表性知识图谱

人工构建知识图谱
WordNet

CYC

基于Wikipedia的知识图谱
Yago

DBPedia

Freebase

文本抽取知识图谱
NELL



NELL

2009年开始的CMU项目

输入：
初始本体（~800类别和关系）

每个谓词的一些实例（~10-20个种子实例）

web(~10亿页面, ClueWeb)

间歇性的人工干预

任务：
24 x 7 持续运行(从2010年开始)

每天
 抽取更多知识来补充给定本体

 学习如何更好的构建抽取模型

结果：超过9千万实例（不同置信度）



抽取结果示例

http://rtw.ml.cmu.edu





抽取步骤

把名词短语划分到给定类别
Entity Set Expansion: 基于Pattern的Bootstrapping

分类名词短语之间的语义关系
Coupling Learning



抽取步骤(cont.)

名词短语被映射到概念, 动词短语被映射到关系
Entity Linking, Entity Resolution



抽取步骤(cont.)

识别新的推理规则，用于发现新的关系实例
PathRank



完整的抽取框架



NELL综述Read the Web/NELL

Content Entities mentioned on Web pages

Format TSV

Construction by a perpetual extractor

Sources The Web

Main strength Not limited to a specific source

Size Facts: 800k

Categories & relations: 633

Reference [Carlson, AAAI 2010]

URL http://rtw.ml.cmu.edu/

NELL is an information extraction system that runs continuously.

http://rtw.ml.cmu.edu/rtw/overview

一个基于文本信息抽取技术持续不断更新的知识库



代表性知识图谱综述

人工构建知识图谱
WordNet： 英文电子词典

CYC：常识知识库

基于Wikipedia的知识图谱
Yago： Wikipedia+WordNet

DBPedia：基于社区抽取Wikipedia结构化信息

Freebase：知识编辑社区协同构建

文本抽取知识图谱
NELL：从文本中持续自动抽取海量知识

还有许多其他知识库没有覆盖：Wikidata、BabelNet、
OpenMind...



通用知识图谱 vs. 领域知识图谱

面向通用领域

以常识性知识为主

结构化的百科知识

强调知识的广度

使用者是普通用户

面向某一特定领域

基于行业数据构建

基于语义技术的行业知识库

强调知识的深度

潜在使用者是行业人员



通用知识图谱 + 领域知识图谱

通用知识图谱的广度，领域知识图谱的深度，相互补充，形
成更加完善的知识图谱

通用知识图谱中的知识，可以作为行业知识图谱构建的基础
；而构建的行业知识图谱，再融合到通用知识图谱中。



影视领域知识图谱

方 励

朴 树

韩 寒

钟汉良

冯绍峰

邓紫棋

中国合伙人

致青春

那些年
，

小时代3

大话西游

白发魔女传

isA

Film or TV?

Film

Film

食人女

isA关系验证:
相关实体:

双语文字对齐:

movie:directed_by 
“Han Han”@en,  
“韩寒”@zh .

movie:genres
“Comedy”@en,  
“喜剧”@zh .

movie:summary
“The Continent is 

directed and written by Han 
Han…”@en,

“《后会无期》是一部由
韩寒担任编剧及导演…“@zh  .

 影视知识融合

http://zh.wikipedia.org/wiki/File:The_White_Haired_Witch_of_Lunar_Kingdom.jpg


事件知识图谱

 灾难> 自然灾害> 地震： 2014年鲁甸地震事件

0

属性

主题
infobox



计算知识图谱

 计算知识引擎WolframAlpha

http://www.wolframalpha.com/

http://www.wolframalpha.com/


跨语言知识图谱

演员/Actor

Google KG

http://babelnet.org/

http://babelnet.org/


跨语言知识图谱XLORE

http://xlore.org/

http://xlore.org/


提纲

课程介绍

知识图谱发展历史

知识图谱基本概念

知识图谱的生命周期

代表性知识图谱

知识图谱的应用

152



问答



精准语义搜索

154



精准语义搜索



关系搜索



分类浏览



推荐



推理



领域知识图谱的应用



金融证券领域

企业风险评估
基于企业的基础信息、投资关系、诉讼、失信等多维度关联数据，

利用图计算等方法构建科学、严谨的企业风险评估体系，有效规避
潜在的经营风险与资金风险。



金融证券领域

反欺诈
不一致性验证可以用来判断一个借款人的欺诈风险，类似交叉验证

。比如借款人A和借款人B填写的是同一个公司电话，但借款人A填
写的公司和借款人B填写的公司完全不一样，这就成了一个风险点，
需要审核人员格外的注意。



医疗领域

中医药知识服务平台
辅助中医专家厘清学术发展脉络，浏览中医知识，发现知识点之间

的联系。



医疗领域

Watson辅助诊断与治疗
安德森癌症中心联合IBM Watson 开展终结癌症的任务



医疗领域

Open PHACTS 新药物发现
欧盟重大联合攻关项目：面向药物研发的开放数据访问平台开发，

其核心技术就是采用语义技术为有关研究人员提供高效的数据访问
技术环境的支持。



当前KG的限制和不足

领域限制
一些知识库侧重于语言: WordNet,BabelNet

一些知识库侧重于Schema： ConceptNet, UMBEL

一些知识库侧重于Fact: DBPedia, Yago

对时空属性的建模
对动态性的实体，如Event建模不足

Yago 3在一定程度上考虑时间和地理属性

自动构建
自动构建是维护和保持KG质量和覆盖的核心技术

与LOD的集成
缺乏Schema之间的alignment

往往只用到底层的表达能力，OWL的高级功能很少涉及



KG展望

新的知识表示模型
Ontology engineering已经被用了超过15年

新类型的知识图谱
不再围绕实体和关系的存储

如Event-centric KG

知识图谱自动构建技术
在Freebase中，71%的人没有出生日期

新技术：Distant Supervision, KG embedding, 知识集成（如
Google的Knowledge Vault）



教师简介

赵 军

中国科学院自动化研究所研究员，博士生导师。中

国科学院大学岗位教授。长期从事自然语言处理、知
识图谱和问答系统方向的研究，承担国家自然科学基
金重点课题、973计划、863计划等多个重要科研项目
，在IEEE TKDE、ACL、SIGIR、IJCAI、AAAI、
COLING、EMNLP、CIKM、WWW等国际顶级期
刊和会议上发表论文80多篇，曾获国际计算语言学大
会COLING 2014最佳论文奖；主持研发的推荐系统
获得2011 SIGKDD CUP第二名（2/1792）；主持研

发了汉语分析、知识图谱、知识问答等软件工具和平
台，在中国大百科全书出版社、华为、蚂蚁金服等得
到应用，曾获CCF-腾讯犀牛鸟基金优秀专利奖和华
为重点专利奖。



教师简介

刘 康

中科院自动化所模式识别国家重点实验室副研究员

。研究领域包括信息抽取、网络挖掘、问答系统等，
同时也涉及模式识别与机器学习方面的基础研究。在
自然语言处理、知识工程等领域国际重要会议和期刊
发表论文四十余篇（如TKDE、ACL、IJCAI、
EMNLP、COLING、CIKM等），获得KDD CUP 
2011 Track2 全球亚军，COLING 2014最佳论文奖，
首届“CCF-腾讯犀牛鸟基金卓越奖”、2014年度中
国中文信息学会“钱伟长中文信息处理科学技术奖-
汉王青年创新一等奖”、2015、2017 Google 
Focused Research Award等。



教师简介

王 泉

中科院信息工程研究所第二研究室副研究员。研究

方向为机器学习、文本挖掘、自然语言处理，现主要
研究知识的自动获取、表示和推理等关键技术及其在
文本处理领域中的应用。在SIGIR、IJCAI、ACL、
EMNLP、ACM TOIS、IEEE TKDE等国际顶级会议

和期刊上发表多篇学术论文。主持国家自然科学基金
青年基金等项目。曾于2011年获微软学者奖，2014年

获中国中文信息学会优秀博士学位论文提名，入选
2014年中国科学院信息工程研究所优秀青年人才计划
，入选2015年微软亚洲研究院青年教师铸星计划。



助教简介

陈玉博

陈玉博，中科院自动化所模式识别国家重点实验室
助理研究员，2017年获得中国科学院大学工学博士学

位，研究方向为事件抽取、知识图谱和自然语言处理
。在ACL、EMNLP、WWW等国际重要会议发表论
文多篇。获得2016年全国计算语言学大会最佳论文奖
、2017年全国知识图谱与语义计算大会最佳论文奖。

北京市优秀博士毕业生。参与国家自然科学基金重点
项目、973计划、863计划以及多项企业（华为、讯飞
、Docomo等）合作科研项目的研发。



课程安排

第1章 课程介绍及知识图谱基础 （3学时）赵军
课程简介

知识图谱概述

已有知识图谱介绍

第2章 机器学习基础 （4学时）刘康
机器学习基础

深度学习基础

典型深度学习模型（一）

典型深度学习模型（二）

第3章 知识表示方法 （3学时）王泉
基于符号的知识表示方法概述

语义网络

基于分布式的知识表示方法



课程安排

第4章 知识图谱框架 （3学时）刘康
知识框架的学习

知识框架对齐

研讨：知识融合

第5章 实体识别（3学时）赵军
命名实体识别（一）

命名实体识别（二）

实体扩展

第6章 实体消歧（3学时）赵军
实体消歧概述

基于无监督的实体消歧

基于知识库链接的实体消歧

第7章 关系抽取（3学时）赵军



课程安排

限定域关系抽取

开放域关系抽取（一）

开放域关系抽取（二）

第8章 研讨课：事件抽取（3学时）赵军
事件知识表示

事件知识抽取

基于事件的故事概要抽取

第9章 知识的存储和检索（3学时）王泉
基于关系数据库的知识图谱存储

基于图数据库的知识图谱存储

知识图谱的检索

第10章 知识推理（3学时）王泉
推理概述

归纳推理



课程安排

演绎推理

常识推理

基于表示学习的推理

第11章 研讨课：知识图谱构建（3学时）赵军
领域知识图谱框架构建

半结构化文本中的知识抽取

非结构化文本中的知识抽取

第12章 知识图谱应用1（3学时）刘康
问答系统

基于语义解析的知识库问答

基于检索的知识库问答

第13章 知识图谱应用2（3学时）刘康
基于深度神经网络的端到端知识库问答

基于知识图谱的对话系统



考核方式

演绎推理

常识推理

基于表示学习的推理

第11章 研讨课：知识图谱构建（3学时）赵军
领域知识图谱框架构建

半结构化文本中的知识抽取

非结构化文本中的知识抽取

第12章 知识图谱应用1（3学时）刘康
问答系统

基于语义解析的知识库问答

基于检索的知识库问答

第13章 知识图谱应用2（3学时）刘康
基于深度神经网络的端到端知识库问答

基于知识图谱的对话系统



参考

 李涓子、刘康、韩先培、王昊奋等老师的工作



谢谢

jzhao@nlpr.ia.ac.cn



机器学习基础
刘康  

中国科学院自动化研究所



研讨课安排

• 研讨课

• 第4章 知识图谱框架 （3学时）刘康（10月10日）

• 第8章 研讨课：事件抽取（3学时）赵军（11月7日）

• 第11章 研讨课：知识图谱构建（3学时）赵军（11月28日）

• 形式

• 分组汇报（每组：6-8人，15分钟汇报一篇相关的文章）

• 候选Topic：

• 知识融合(1-6组，内容可以参考OAEI评测相关文章)

• 事件抽取（7-12组，内容可以包括事件抽取；事件关系预测；事件框架生成；事件预测）

• 知识图谱构建（13-18组，内容可以包括实体识别；实体消歧；关系抽取）



研讨课安排

• 分组办法

• 有道云协作：http://163.fm/4dMfuC4t

• 请组长进群后填写本组相关信息

• 信息填写截止时间：2017年9月20日晚8：00（周三）

• 文章下载地址：http://www.aclweb.org/anthology/     只要Topic属于上述候选Topic即可，也可
以从其他期刊或者会议下载

• 编号规则：请大家按编辑先后顺序编写自己的小组序号，先到先得，例如：第一个编辑的小组可以
选择1-18中的任意编号，第二个小组可以选择除了第一个小组以外的其它编号，如果后填写的小
组看到自己的小组号码或者文章题目和已经填写好的小组冲突，请后面的小组更换为不冲突的编号
和文章。

• 切记：这个协作笔记有操作记录，请大家只编辑自己小组的信息，不要更改其余小组的信
息！！！！！！



参考书籍

• 1. Knowledge Representation and Reasoning (Ronald J.Brachman, Hector 
J.Levesque)

• 2. Artificial Intelligence: A Modern Approach (Stuart Russell, Peter Norvig)
• 3. A Semantic Web Primer（Grigoris Antoniou等）
• 4. Speech and Language Processing （Daniel Jurafsky，James H.Martin）



目录

•机器学习基础理论与概念
•神经网络与深度学习基础
•卷积神经网络
•循环神经网络



机器学习
• 机器学习(Machine Learning, ML)是一门多领域交叉学科，涉及概率
论、统计学、逼近论、凸分析、算法复杂度理论等多门学科。专门研
究计算机怎样模拟或实现人类的学习行为，以获取新的知识或技能，
重新组织已有的知识结构使之不断改善自身的性能

• 机器学习是人工智能的一个分支,其目的在于使得机器可以根据数据进
行自动学习,通过算法使得机器能从大量历史数据中学习规律从而对新
的样本做决策

• 它目前是人工智能的核心，是使计算机具有智能的根本途径，其应用
遍及人工智能的各个领域，它主要使用归纳、综合而不是演绎



机器学习

输出 y模型

学习算法

输入 x

训练样本 (x,y)

机器学习主要是研究如何使计算机从给定的数据中学习规律，即从观测数据
（样本）中寻找规律，并利用学习到的规律（模型）对未知或无法观测的数据
进行预测。目前，主流的机器学习算法是基于统计的方法，也叫统计机器学习



机器学习概要

训练数据：(xi, yi),1 ≤ i ≤ m

模型：
线性方法：y = f (x) = wTx + b

非线性方法：神经网络

优化：
损失函数： L(y, f (x))

经验风险最小化：

正则化：

优化目标函数：

1
( ) ( ( ))1 , ,m

i ii
Q L y f x

m
θ θ

=
= ⋅∑

2|| |( |)Q θ λ θ+

2|| ||θ

奥卡姆剃刀原则



机器学习

狭义地讲，机器学习是给定一些训练样本 (xi, yi),1 ≤ i ≤ N （其中 xi 是 输入，yi 是需要预

测的目标），让计算机自动寻找一个决策函数 f (· ) 来建立 x 和 y 之间的关系。

这里，𝑦"是模型输出, 𝜃为决策函数的参数，Φ(𝑥)表示样本 x 对应的特征表示。
因为 x 不一定都是数值型的输入，因此需要通过 Φ(𝑥)	将 x 转换为数值型的输入。

( ( ),  )y f x θ
∧
= Φ



损失函数
在机器学习算法中，一般定义一个损失函数 L(y, f (x, θ ))，在所有的训练样本上来评价决

策函数的好坏（风险）。

风险函数 R(θ	)	是在已知的训练样本（经验数据）上计算得来的，因此被称之为经验风险。

参数的求解其实就是寻求一组参数，使得经验风险函数达到最小值，就是我们常说的经验

风险最小化原则（Empirical Risk Minimization）

( ) ( ) ( )( )( )
i 1

1 , ,
N

i iR L y f x
N

θ θ
=

= ∑

( )*= arg min R
θ

θ θ



损失函数
如何度量错误的程度。

0-1 损失函数

平方损失函数

( )( ) ( )
( )

( )( )

0 ,
, ,

1 ,

,

if y f x
L y f x

if y f x
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θ
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损失函数

交叉熵损失函数对于分类问题，模型输出f (x, θ ) 为每个类 y 的条件概率。

假设 y ∈ {1,···,C}，模型预测样本属于第 i 个类的条件概率P(y = i | x) = fi(x,θ )，则 f (x,θ ) 满足

fy(x,θ ) 可以看作对于所标注类别 y 的似然函数。参数可以直接用最大似然估计来优化。考虑到
计算问题，我们经常使用最小化负对数似然，即负对数似然损失函数（Negative Log Likelihood
function）。

( ) [ ] ( )
1

, 0,1 , , 1
C

i i
i

f x f xθ θ
=

∈ =∑

( )( ) ( ), , log ,yL y f x f xθ θ= −



损失函数
如果我们用 one-hot 向量𝑦来表示目标类别 c，其中只有 yc = 1，其余向量元素都为 0。
则目标函数可以写为：

𝑦)是所标注真实类别的分布，上式恰好是交叉熵的形式。因此，损失函数也称之为交叉
熵损失函数（Cross Entropy Loss function）。

( )( ) ( )
1

, , log ,
C

i i
i

L y f x y f xθ θ
=

= −∑



损失函数

Hinge 损失函数对于两类分类问题，假设 y 和 f (x,θ ) 的取值为 {−1,+1}。Hinge
损失函数（Hinge Loss Function）的定义如下：

( )( ) ( )( )
( )

, , max 0,1 ,

1 ,

L y f x yf x

yf x

θ θ

θ
+

= −

= −



过拟合 overfitting



结构风险最小化原则

为了解决过拟合问题，一般在经验风险最小化的原则上加参数的正则化（Regularization），
也叫结构风险最小化原则（Structure Risk Minimization）。

λ 用来控制正则化的强度，正则化项也可以使用其它函数，比如 L1 范数

( )
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2
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学习

在机器学习问题中，我们需要学习到参数 θ，使得风险函数最小化。

如果用梯度下降法进行参数学习，

搜索步长 λ 在机器学习中也叫作学习率（Learning Rate）。
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梯度下降法



学习率



学习率设置：自适应法

AdaGrad（Adaptive Gradient）算法是借鉴 L2 正则化的思想。在第 t次迭代时，

其中，ρ 是初始的学习率，gτ ∈ R|θ| 是第 τ 次迭代时的梯度。随着迭代次数的增加，梯度逐渐缩小

1
2

1

t t tt
g

gττ

ρθ θ −

=

= −
∑



开发集

在梯度下降训练的过程中，由于过拟合的原因，在训练样本上收敛的参数，并不一定在测

试集上最优。因此，我们使用一个验证集（ValidationDataset）（也叫开发集（Development
Dataset））来测试每一次迭代的参数在验证集上是否最优。如果在验证集上的错误率不再下

降，就停止迭代。如果没有验证集，可以在训练集上进行交叉验证

训练集 开发集 测试集



机器学习问题类型

回归（Regression） y 是连续值（实数或连续整数），f (x) 的输出也是连续值。

这种类型的问题就是回归问题。对于所有已知或未知的 (x, y)，使得 f (x,θ )
和 y 尽可能地一致。损函数通常定义为平方误差。

分类（Classification） y 是离散的类别标记（符号），就是分类问题。损失

函数有一般用 0-1	损失函数或负对数似然函数等。在分类问题中，通过学习

得到的决策函数 f	(x,θ )	也叫分类器。



机器学习算法类型

有监督学习（Supervised Learning）是利用一组已知输入 x 和输出 y 的数据来学习模型的参数，

使得模型预测的输出标记和真实标记尽可能的一致

无监督学习（Unsupervised Learning） 用来学习的数据不包含标注信息，需要学习算法自动学

习到一些有价值的信息，例如聚类(Clustering）

半监督学习（Semi-Supervised Learning）是利用少量已知输入 x 和输出 y 的数据以及未标注

的样本，来学习模型的参数



分类、回归和聚类

Clustering



• 主动学习（Active Learning）
• 集成学习（Ensemble Learning）
• 迁移学习（Transfer Learning）
• 多任务学习（Multi-task Learning）
• 强化学习（Reinforcement Learning）
• 终生学习（Life-long Learning）
• 课程学习（Curriculum Learning）
• 零样本学习 (One/zero shot Learning)
• ……

机器学习分类



• 主成分分析
• 流形学习
• 核方法
• 主题模型
• 度量学习
• Embedding
• ….

特征表示：特征选择、特征抽取



线性分类

线性分类是机器学习中最常见并且应用最广泛的一种分类器。

( )1 0
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T
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T
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Logistic Regression

Logistic回归
我们定义目标类别 y = 1 的后验概率为：

其中，σ(· ) 为 logistic函数，x 和 w 为增广的输入向量和权重向量。

y = 0 的后验概率为

𝑃 𝑦 = 1 𝑥 = 𝜎 𝑤/𝑥 =
1

1 + exp	(−𝑤/𝑥)

𝑃 𝑦 = 0 𝑥 = 1 − 𝑃 𝑦 = 1 𝑥 =
exp(−𝑤/𝑥)

1 + exp	(−𝑤/𝑥)



Logistic 函数

σ′ (x) = diag(σ (x) ⊙ (1 − σ (x)) )

logistic函数经常用来将一个实数空间的数映射到 (0,1) 区间，记为 σ (x)

其导数为

σ′ (x) = σ (x)(1 − σ (x))

当输入为 K 维向量 x = [x1, ··· , xK]T 时，其导数为

( ) 1
1 xx

e
σ −=

+



Logistic Regression

y = σ (w x + b)



多类线性分类

对于多类分类问题（假设类别数为 C(C > 2)），一般有两种多类转两类的转换方式：

• 把多类分类问题转换为 C	个两类分类问题，构建 C	个一对多的分类器。每个两类分类问
题都是把某一类和其他类用一个超平面分开

• 把多类分类问题转换为 C(C	−	1)/2	个两类分类问题，构建C(C	−	1)/2	个两两分类器。每个两
类分类问题都是把 C	类中某两类用一个超平面分开。

缺陷：一起区域中，点的类别是不能区分确定的



多类线性分类

为了避免上述缺陷，可以使用一个更加有效的决策规则，直接建立多类线性分类器。假设 y =

{1,··· ,C} 共 C 个类别，首先定义 C 个判别函数：

这里𝑤6为类 c 的权重向量。对于空间中的一个点 x，如果存在类别 c，对于所有的其他类别
𝑐̃(𝑤6/𝑥 ≠ 𝑐)	都满足𝑓6(𝑥)	>	𝑓6̃(𝑥)，那么 x	属于类别 c。相应的分类函数可以表示为：

1
arg max

C
T
c

c
y w x
∧

=
=

𝑓6 𝑥 = 𝑤6/𝑥, 							𝑐 = 1,⋯ , 𝐶



Softmax 回归

SoftMax 回归是 Logistic回归的多类推广。

我们定义目标类别 y = c 的后验概率为：
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评价方法
常见的评价标准有正确率、准确率、召回率和 F值等。

给定测试集 T = (x1,y1),··· ,(xN,yN)，对于所有的 yi ∈ {ω1,··· ,ωC}。
假设分类结果为 Y = 𝑦>?,··· , 𝑦@?。
则正确率（Accuracy，Correct Rate）为：

其中，| · | 为指示函数
和正确率相对应的就是错误率（Error Rate）。

正确率是平均的整体性能。
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评价方法
在很多情况下，我们需要对每个类都进行性能估计，这就需要计算准确率和召回率。正确率和
召回率是广泛用于信息检索和统计学分类领域的两个度量值，在机器学习的评价中也被大量使
用。

准确率（Precision，P），是识别出的个体总数中正确识别的个体总数的比例。对于类 c 来说，

召回率（Recall，R），也叫查全率，是测试集中存在的个体总数中正确识别的个体总数的比例。

1

1
1

i

i

N

i i
i

y c
c N

i

y c

y y

P
∧

∧

∧

=

=

=

=

=

=

∑

∑

1

1
1

i

i

N

i i
i
y c

c N

i
y c

y y

R

∧

=
=

=
=

=

=

∑

∑



自然语言处理

• 让机器理解自然语言



自然语言难点

• 分词
• 中国人为了实现自己的梦想

• 中国/ 人为/ 了/ 实现/ 自己/ 的/ 梦想
• 中国人/ 为了/ 实现/ 自己/ 的/ 梦想
• 中/ 国人/ 为了/ 实现/ 自己/ 的/ 梦想

• 其他例子
• “大学生”、“研究生物”、“从小学起”、“为人民工

作”、“中国产品质量”、“部分居民生活水平”、“南京
市长江大桥”等等

• 指代消解
• 我们把香蕉给猴子，因为它们饿了
• 我们把香蕉给猴子，因为它们熟透了



自然语言难点

更困难的例子

冬天，能穿多少穿多少；夏天，能穿多少穿多少。
剩女的原因：一是谁都看不上，二是谁都看不上。
单身的来由：原来是喜欢一个人，现在是喜欢一个人。
女致电男友：地铁站见。如果你到了我还没到，你就等着吧。如果
我到了你还没到，你就等着吧！！

大舅去二舅家找三舅说四舅被五舅骗去六舅家偷七舅放在八舅柜子
里九舅借十舅发给十一舅工资的1000元

问：
1、究竟谁是小偷？
2、钱本来是谁的？



情感分类：分类问题

这个电影很好看。

这个电影太糟糕了。

分类模型

模型表示 特征抽取 参数学习 解码算法



情感分类

诺基亚5800屏幕很好，操作也很方便，通
话质量也不错，

诺基亚 1
5800 1
屏幕 1
很好 1
操作 1
也 2
很 1
方便 1
通话 1
质量 1
不错 1 分类器

(1,0,0,1,0,1,1…..,0,1)



中文分词：分类问题

自 ⋮ 然 ⋮ 语 ⋮ 言 ⋮ 处 ⋮ 理

0 1 0 1 0

窗口大小 样本𝑥 类别标签𝑦

2
“自⋮然” 0

“然⋮语” 1

“语⋮言” 0

4

“自然⋮语言” 1

“然语 ⋮言处” 0

“语言⋮处理” 1

单字符串特征 𝑥BC𝑦D,𝑥B>	𝑦D, 𝑥D𝑦D, 𝑥>𝑦D,𝑥C𝑦D

双字符串特征 𝑥B>𝑥D𝑦D,𝑥D𝑥>𝑦D,𝑥B>𝑥>𝑦D,

三字符串特征 𝑥B>𝑥D𝑥>𝑦D

马氏链特征 𝑦B>𝑦D

[000010001000100011001]

1/0



中文分词：分类问题

B:词的开始字符
M:词的中间字符
E:词的结尾字符
S:单字符词

上海/ 计划/ 到/ 本/ 世纪/ 末/ 实现/ 人均/ 国内/ 生产/ 总值/ 五千美元/ 。/

上/B 海/E 计/B 划/E 到/S 本/S 世/B 纪/E 末/S 实/B 现/E 人/B 均/E 国/B 

内/E 生/B 产/E 总/B 值/E 五/B 千/M 美/M 元/E 。/S



深度学习和神经网络基础



Machine Learning

Representation Objective Optimization



Traditional Machine Learning

• 人工特征工程+分类器

特征抽取
（Segmentation、
PCA、Shape）

分类器
（SVM、NB、

Maximum	Entropy、
CRF）



Deep Learning
• 自动学习多尺度的特征表示

Low-level	
Features

Mid-level	
Features

High-level	
Features Classifier



History



目录
• 感知机
• 前馈神经网络



感知机 Perceptron



感知机 Perception
• 感知器是对生物神经细胞的简单数学模拟,是最简单的人工

神经网络, 只有一个神经元。 感知器也可以看出是线性分
类器的一个经典学习算法。

• 细胞体(Soma)中的神经细胞膜上有各种受体和离子通道,胞
膜的受体可与相应的化学物质神经递质结合,引起离子通透
性及膜内外电位差发生改变,产生相应的生理活动:兴奋或抑
制。 细胞突起是由细胞体延伸出来的细长部分,又可分为树
突和轴突。

• 树突(Dendrite)可以接受刺激并将兴奋传入细胞体。每个神经
元可以有一或多个树突。

• 轴突 (Axons) 可以把兴奋从胞体传送到另一个神经元或其他组
织。 每个神经元只有一个轴突。

• 抑制与兴奋
• 神经 细胞的状态取决于从其它的神经细胞收到的输入信号量,及

突触的强度(抑制或加强)。当信号量总和超过了某个阈值时,细胞
体就会兴奋,产生电脉冲。电脉冲沿着轴突并通过突触传递到其
它神经元。



感知机



感知机
• 给定输入 x = (x1 ,x2 ,x3 ,!xn)

y = f (x)= sign(w i x +b) sign(x)= +1, x ≥0
−1, x <0

⎧
⎨
⎪

⎩⎪

x = (b,x1 ,x2 ,x3 ,!xn)
w = {1,w1 ,w2 ,w3 ,!wn}

y = f (x)= sign(w i x)



感知机几何解释

w i x +b=0



感知机参数学习

𝐿(𝑤, 𝑏) =
1
2
H (𝑦) − (𝑤 I 𝑥J + 𝑏))

C

KL∈N

𝜕𝐿(𝑤, 𝑏)
𝜕𝑏 = − H (𝑦)−𝑦)P )	

KL∈N

𝜕𝐿(𝑤, 𝑏)
𝜕𝑤 = − H (𝑦)−𝑦)P )𝑥J

KL∈N

𝑤 ← 𝑤 + 𝜆 H (𝑦)−𝑦)P )𝑥J
KL∈N

𝑏 ← 𝑏 + 𝜆 H (𝑦)−𝑦)P )	
KL∈N

𝑦)P = 𝑤 I 𝑥J + 𝑏



The Problems of Perception
• 异或问题 1969, Minsky and Papert



Non-linear Hidden Layer



Example
• [0,0]

• max	(0, 1 1
1 1

0
0 + 0

−1 = 0
0

• 1
−2

U
× 0
0 + 0 = 0

• [1,0]
• max	(0, 1 1

1 1
1
0 + 0

−1 = 1
0

• 1
−2

U
× 1
0 + 0 = 1

• [0,1]
• max	(0, 1 1

1 1
0
1 + 0

−1 = 1
0

• 1
−2

U
× 1
0 + 0 = 1

• [1,1]
• max	(0, 1 1

1 1
1
1 + 0

−1 = 2
1

• 1
−2

U
× 2
1 + 0 = 0



Non-linear Neurons

𝑧 = 𝑤 I 𝑥 + 𝑏

𝑦 = 𝑓(𝑧)



Sigmoid

Sigmoid	Function 𝑦 = 𝜎 𝑧 =
1

1 + 𝑒BY =
1

1 + exp	(− ∑ 𝑤[[ 𝑥[ − 𝑏)



Training

𝐸 = >
C H (𝑡 − 𝑦)C
^_`a_`

𝑧 =H𝑤)𝑥)
)

𝑦 = >
>bcde

𝜕𝐸
𝜕𝑤)

=
𝜕𝐸
𝜕𝑦

𝜕𝑦
𝜕𝑧

𝜕𝑧
𝜕𝑤)

𝜕𝐸
𝜕𝑦 = −(𝑡 − 𝑦)

𝜕𝑦
𝜕𝑧 = 𝑦(1 − 𝑦)

𝜕𝑧
𝜕𝑤)

= 𝑥)

fg
fhi

= −(𝑡 − 𝑦) 𝑦(1 − 𝑦)𝑥)
yzw2

w1

w3



Other Activation Functions

rectifier(x) = max(0, x) 

rectifier 函数被认为有生物上的解释性。神经科学家发现神经元具有单侧抑制、宽兴奋边界、稀
疏激活性等特性。采用 rectifier 函数的单元也叫作正线性单元(rectified linear unit, ReLU) 



前馈神经网络



前馈神经网络 Feed Forward Neural Networks



前馈计算
• L表示神经网络的层数
•𝑛k表示第𝑙层神经元的个数
•𝑓k(𝑧)表示第𝑙层的激活函数
•wk表示第𝑙层的权重
•bk表示第𝑙层神经元的偏置
• zk表示第𝑙层神经元的状态
•yk表示第𝑙层神经元的输出

zk = wk I ykB> + bk

yk = 𝑓k(zk)

zk = wk I 𝑓k(zkB>) + bk



前馈计算

x → z> → 𝑓> z> → zC → 𝑓C zC → …… → zk → 𝑓k zk → 	…… → zs → 𝑓s (zs) → 𝑦



训练：梯度下降法

𝐸 = >
C H (𝑡[ − 𝑦[)C
^_`a_`

wk

wkB>

𝐸 = >
C H (𝑡[ − 𝑦[)C
^_`a_`

𝑤)[ ← 𝑤)[ − 𝜆
𝜕𝐸
𝜕𝑤)[



训练：Error Back Propagating

𝐸 = >
C H (𝑡[ − 𝑦[s)C
^_`a_`

𝜕𝐸
𝜕𝑧[

k =
𝜕𝑦[k

𝜕𝑧[
k
𝜕𝐸
𝜕𝑦[

k =
𝜕𝐸
𝜕𝑦[

k 𝑦[
k(1 − 𝑦[k)

𝜕𝐸
𝜕𝑤)[

k =
𝜕𝑧[k

𝜕𝑤)[
k
𝜕𝐸
𝜕𝑧[

k =
𝜕𝐸
𝜕𝑧[

k 𝑦)
kB>

𝜕𝐸
𝜕𝑦[

k =H
𝜕𝑧tkb>

𝜕𝑦[
k

𝜕𝐸
𝜕𝑧t

kb>
t

= H𝑤[tkb>
𝜕𝐸
𝜕𝑧t

kb>
t𝑧 =H𝑤)𝑦)

)
𝑦 = >

>bcde

𝑤)[k

𝑖

𝑗
𝑦[k

𝑧[k

𝑦)kB>

𝑧tkb> 𝑧tb>kb>𝑧tB>kb>

𝑤[tkb>

𝑙 − 1

𝑙

𝑙 + 1



反向错误传播

𝐸

𝜕𝐸
𝜕𝑧>w

1 2 3 4 5

𝜕𝐸
𝜕𝑧Cw

𝜕𝐸
𝜕𝑦>w

𝜕𝐸
𝜕𝑦Cw

𝜕𝐸
𝜕𝑦>x

=H𝑤>[
x 𝜕𝐸
𝜕𝑧>w[

𝜕𝐸
𝜕𝑦Cx

=H𝑤C[
x 𝜕𝐸
𝜕𝑧Cw[

𝜕𝐸
𝜕𝑦yx

=H𝑤y[
x 𝜕𝐸
𝜕𝑧yw[

𝜕𝐸
𝜕𝑧>x

𝜕𝐸
𝜕𝑧Cx

𝜕𝐸
𝜕𝑧yx

………………



反向传播

• 在第𝑙层神经元上的误差：𝛿k = fg
fY{

• 各层神经元上的误差
• 𝛿s = fg

f|} ⨀𝑓
�(𝑧s)

• 𝛿k = 𝑤kb>𝛿kb> ⨀𝑓� 𝑧k

• fg
f�{ = 𝛿k

• fg
fh{ = 𝑦kB>𝛿k



Back Propagation Algorithm
• Input x
• Feed Forward

• For each layer 𝑙 = 2,3,… , 𝐿, compute	𝑧k = 𝑤k𝑦kB> and 𝑦k = 𝑓(𝑧k)
• Output Error

• Compute 𝛿s = 𝛻|𝐸⨀𝑓�(𝑧k)
• Back Propagating

• For each 𝑙 = 𝐿 − 1, 𝐿 − 2,… , 2 compute 𝛿k = ((𝑤kb>)𝛿kb>)⨀𝑓�(𝑧k)
• Output

• The gradient of the cost function is given by fgfh{ = 𝑦kB>𝛿k



卷积神经网络
Convolutional Neural Network



Sequence Modeling

I	want	to	play	game	with	that	little	girl.



NN for sentence modeling
• Convolutional Neural Network (CNN)
• Recurrent Neural Network (RNN)
• Recursive Neural Network (RNN)



Feed Forward Neural Networks



全连接

•𝑛k表示第𝑙层神经元的个数
• L表示神经网络的层数
• 参数个数：∏ 𝑛ks

k�>

• 权重矩阵参数非常多，训练效率低下
• 数据不足时，欠学习



CNN
• Convolutional Neural Network是一种前馈神经网络。卷积神经网络
是受生物学上感受野(Receptive Field) 的机制而提出的。一个神经元
的感受野是指特定区域，只有这个区域内的刺激才能够激活该神经元。
• 局部链接
• 权值共享
• 采样

• 具有平移、缩放和扭曲不变性



全连接 vs. 卷积

全连接

CNN



一维卷积
• 信号x，信号长度n
• 滤波器f，滤波器长度m

当𝑓t =
>
�
时，相当于移动平均

𝑦` = H𝑓t𝑥`Btb>

�

t�>



Example
输入序列

卷积核(filter)

输出



卷积类型
• 窄卷积

• 信号两端不补0
• 输出信号长度为n-m+1

• 宽卷积
• 信号两端补0
• 输出信号长度为n+m-1

• 等长卷积
• 信号两端补0
• 输出信号长度为n

窄卷积

等长卷积



滤波器步长
• 步长=2



滤波器步长
• 步长=2



滤波器步长
• 步长=2



二维卷积
• 信号x，信号长度M*N
• 滤波器f，滤波器长度m*n
• 在图像中，卷积意味着区域内像素的加权平均

当𝑓_� =
>
��

时，相当于平均

𝑦)[ = HH𝑓_�𝑥)B_b>,[B�b>

�

��>

�

_�>



卷积类型
• 窄卷积

• 信号四周不补0
• 输出信号长度为M-m+1*N-n+1

• 宽卷积
• 信号四周补0
• 输出信号长度为M+m-1 *N+n-1

• 等长卷积
• 信号四周补0
• 输出信号长度为M*N



Examples



Examples



两维卷积实例



卷积层

• 全连接前馈神经网络

XZw2

w1

w3

𝑧)
(kB>) =H𝑤)

(k)𝑥)
(kB>) +

)

𝑏)
(k)𝑋)

(k) = 𝑓(𝑧)
(kB>))

𝑋)
(k) = 𝑓(H𝑤[

k 𝑋[
kB>

�({)

[

+ 𝑏)
(k))



卷积层

• 第 𝑙层的每一个神经元都只和第 𝑙 − 1	层的一个局部窗口内的神经元相连，构成一个局部连接

网络。

• 其中，𝑤(k) ∈ ℝ�	为𝑚维的滤波器，则有

• 权值共享：在卷积层里，我们只需要𝑚+ 1个参数。第 𝑙 + 1层的神经元个数不是任意选择
的，而是满足𝑛(kb>) = 𝑛(k) −𝑚 + 1

𝑋)
(k) = 𝑓(H𝑤[

k 𝑋)Bkb�
kB>

�

[

+ 𝑏(k))

= 𝑓(𝑤 k I 𝑋)Bkb�
kB> +𝑏(k))

𝑋(k) =𝑓(𝑤 k ⊗ 𝑋)Bkb�
kB> +𝑏(k))



二维卷积层
• 假设 𝑥k ∈ ℝ(h{×�{) 和 𝑥(kB>) ∈ ℝ(h{d�×�{d�)分别是第𝑙层和第 𝑙 − 1层的神经元活性。𝑥k 的每

一个元素为：

• 其中，𝑊(k) ∈ ℝ_×�为两维的滤波器， 𝑏(k)为偏置矩阵。

• 第 𝑙 − 1	层的神经元个数为 𝑤𝑙×ℎ𝑙，并且𝑤k = 𝑤kB> − 𝑢 + 1, ℎk = ℎkB> − 𝑣 + 1

𝑋�,`
(k) = 𝑓(HH𝑤),[

k 𝑋�B)b_,`B[b�
kB>

�

[�>

_

)�>

+ 𝑏(k))

𝑋(k) = 𝑓(𝑤 k ⨂𝑋 kB> + 𝑏(k))



两个filters



特征映射 Feature Map

• 为了增强卷积层的表示能力，我们可以使用𝐾个不同的滤波器来得到𝐾组输出。每一组输出都
共享一个滤波器。如果我们把滤波器看成一个特征提取器，每一组输出都可以看成是输入图像
经过一个特征抽取后得到的特征。因此，在卷积神经网络中每一组输出也叫作一组特征映射
（Feature Map）

• 假设第 𝑙 − 1	层的特征映射组数为 𝑛kB>，每组特征映射的大小为𝑚kB> 	= 	𝑤kB>	×ℎkB>。第 𝑙 − 1	
层的总神经元数：𝑛kB>×𝑚kB>。第 𝑙层的特征映射组数为 𝑛𝑙。如果假设第 𝑙层的每一组特征映射
𝑋(k,t)的输入为第 𝑙 − 1	层的所有组特征映射。第 𝑙	层的第 k组特征映射𝑋(k,t)为：

• 其中，𝑊(k,t,a)表示第 𝑙 − 1层的第 𝑝组特征向量到第 𝑙	层的第 𝑘 组特征映射所需的滤波器

𝑋(k,t) = 𝑓(H 𝑤 k,t,a ⨂𝑋 kB>,a
�{d�

a�>

+ 𝑏(k,t))



两维卷积层的映射关系

𝑋(k,>)

𝑋(k,�{d�)

⋮输入
特征映射 滤波器

𝑊(𝑙, 𝑘, 1)

⋮ ∑ 𝑓 𝑋(k,t)
输出

特征映射

滤波器
𝑊(k,t,�{d�)

偏置
b



两维卷积层示例

𝑋(k,t) = 𝑓(H 𝑤 k,t,a ⨂𝑋 kB>,a
�{d�

a�>

+ 𝑏(k,t))



连接表
• 第𝑙	层的每一组特征映射都依赖于第𝑙层的所有特征映射，相当于不同层的特征映射之间是

全连接的关系。实际上，这种全连接关系不是必须的。我们可以让第𝑙	层的每一组特征映
射都依赖于前一层的少数几组特征映射。这样，我们定义一个连接表𝑇来描述不同层的特
征映射之间的连接关系。如果第𝑙层的第 𝑘 组特征映射依赖于前一层的第 𝑝组特征映射，
则 𝑇𝑝, 𝑘 = 1，否则为 0

• 这样，假如连接表𝑇的非零个数为𝐾，，那每个滤波器的大小为𝑢×𝑣，共需要𝐾 + 𝑢×𝑣 + 𝑛k参数

𝑋(k,t) = 𝑓( H 𝑤 k,t,a ⨂𝑋 kB>,a
�{d�

a�>
/�,��>

+ 𝑏(k,t))



子采样层

• 卷积层虽然可以显著减少连接的个数，但是每一个特征映射的神经元个数并没有显著减少
• 高维数据à过拟合
• 降低维度：Pooling、Subsampling
• 特征选择、特征抽取



子采样层
• 对于卷积层得到的一个特征映射𝑋(k)，我们可以将𝑋(k)划分为很多区域𝑅t, 𝑘 = 1, ⋯ , 𝐾 。

区域𝑅t可以重叠，也可以不重叠，
• 则采样层输出有：

• 其中，𝑤 kb>	 和 𝑏(kb>)分别是可训练的权重和偏置参数

𝑑𝑜𝑤𝑛(𝑋(k))是指子采样后的特征映射

𝑋(kb>) = 𝑓(𝑤 kb>	 I 𝑑𝑜𝑤𝑛(𝑅t) + 𝑏
(kb>))

𝑋(kb>) = 𝑓(𝑤 kb>	 I 𝑑𝑜𝑤𝑛(𝑋(k)) + 𝑏(kb>))



子采样层

• 最大值采样（Maximum Pooling）

• 最小值采样（Minimum Pooling）

• 平均值（Average Pooling）

• TopK采样（Average Pooling）

𝑝𝑜𝑜𝑙��K	(𝑅t) = max
)∈��

𝑎)

𝑝𝑜𝑜𝑙�)�	(𝑅t) = min
)∈��

𝑎)

𝑝𝑜𝑜𝑙��c	(𝑅t) =
1
|𝑅t|

H 𝑎)

|��|

)∈��

𝑝𝑜𝑜𝑙t	(𝑅t) = topk
)∈��

𝑎)



子采样层示例



Example



CNN在图像处理中的应用

LeNet-5 虽然提出时间比较早，但是是一个非常成功的神经网络模型。基于 LeNet-5 的
手写数字识别系统在 90 年代被美国很多银行使用，用来识别支票上面的手写数字。
LeNet-5共有 7 层。

LeNet-5	网络结构



LeNet-5

LeNet-5	网络结构

• 输入层：输入图像大小为 32 × 32 = 1024。
• C1 层：这一层是卷积层。滤波器的大小是 5×5 = 25，共有 6 个滤波器。得到 6

组大小为 28 × 28 = 784 的特征映射。因此，C1 层的神经元个数为 6 × 784 =
4,704。可训练参数个数为6 × 25 + 6 = 156。连接数为 156 × 784 = 122,304



LeNet-5

LeNet-5	网络结构

• S2 层：这一层为子采样层。由 C1 层每组特征映射中的 2×2 邻域点次采
样为 1 个点，也就是 4 个数的平均。这一层的神经元个数为14× 14 = 196。
可训练参数个数为 6× (1 + 1) = 12。连接数为6×196×(4 + 1) =
122,304



LeNet-5

LeNet-5	网络结构

• C3 层：这一层是卷积层。由于 S2 层也有多组特征映射，需要一个连接表
来定义不同层特征映射之间的依赖关系。LeNet-5 的连接表如图所示，共
有60个滤波器，大小是5×5=25。

• 得到 16 组大小为 10×10 = 100 的特征映射。C3 层的神经元个数为
16×100 = 1,600。可训练参数个数为 60×25+16 = 1,516。连接数为
1,516×100 = 151,600。



LeNet-5

LeNet-5	中C3层的连接表



LeNet-5

LeNet-5	网络结构

• S4 层：这一层是一个子采样层，由 2×2 邻域点次采样为 1 个点，得到
16 组 5×5 大小的特征映射。可训练参数个数为 16×2 = 32。连接数为
16×(4 +1) = 80。



LeNet-5

• C5 层：是一个卷积层，得到 120 组大小为 1×1 的特征映射。每个特征映

射与 S4 层的全部特征映射相连。有120×16 = 1,920 个滤波器，大小是

5×5 = 25。C5层的神经元个数为120，可训练参数个数为 1,920×25+120
= 48,120。连接数为120×(16×25+1) = 48,120

• F6 层：是一个全连接层，有 84 个神经元，可训练参数个数为84×(120+1)
= 10,164。连接数和可训练参数个数相同，为10,164

• 输出层：输出层由 10 个欧氏径向基函数（Radial Basis Function，RBF）
函数



梯度计算

𝐽

𝜕𝐽
𝜕𝑧k =

𝜕𝑥k

𝜕𝑧k
𝜕𝐽
𝜕𝑥k = 𝑓�(𝑧k)⊙ (𝑊kb>)/

𝜕𝐽
𝜕𝑧kb>

𝑧k 𝑥k

𝑧kb>

𝑊kb>

𝛿k = 𝑓�(𝑧k)⊙ (𝑊kb>)/𝛿kb>

全连接前馈神经网络



卷积层的梯度
• 假定卷积层为 𝑙 层，子采样层为	𝑙 + 1	层。因为子采样层是下采样操作，𝑙 + 1	层的一个神

经元的误差项 𝛿 对应于卷积层（上一层）的相应特征映射的一个区域。𝑙	层的第 𝑘 个特征
映射中的每个神经元都有一条边和 𝑙 + 1层的第 𝑘 个特征映射中的一个神经元相连。

𝑋(kb>) = 𝑓(𝑤 kb>	 I 𝑑𝑜𝑤𝑛(𝑋(k)) + 𝑏(kb>))

• 求第𝑙层的一个特征映射的误差项 𝛿 k,t ，需要将 𝑙 + 1层对应特征映射的误差项 𝛿 kb>,t 进
行上采样操作（和第 𝑙层的大小一样），再和 𝑙层特征映射的激活值偏导数逐元素相乘，

再乘上权重𝑤(kb>,t)，就得到了 𝛿 k,t ：

𝛿(k,t) = 𝑓� 𝑧k ⊙ (𝑊(kb>,t))/𝛿(kb>,t)

							= 𝑓 � 𝑧k ⊙ (up((𝑊(kb>,t))/𝛿(kb>,t))
= (𝑊(kb>,t))/(𝑓 � 𝑧k ⊙ up 𝛿(kb>,t) )

其中，up 为上采用函数（Upsampling）。



卷积层的梯度

• 损失函数关于第 𝑙层的第𝑘个特征映射神经元滤波器𝑊),[
k,t,a 的梯度

𝜕𝐽
𝜕𝑊(k,t,a) = HH(𝑋�B)b_,`B[b�

kB>,a I (𝛿(k,t))�,`)
�i

`�>

hi

��>

=∑ ∑ (𝑋_B)B�,�B[B`
kB>,a I 𝑟𝑜𝑡180( 𝛿 k,t )�,`)

�i
`�>

hi
��>

𝜕𝐽
𝜕𝑏(k,t) =

H(𝛿 k,t )),[
),[

• 损失函数关于第 𝑙 层的第 𝑘 个特征映射的偏置 𝑏 « 的梯度可以写为：

𝜕𝐽
𝜕𝑊(k,t,a) =

𝜕𝑋�,`
k,t

𝜕𝑊(k,t,a) 𝛿
(k ,t)

𝜕𝐽
𝜕𝑏(k,t) =

𝜕𝑋�,`
k ,t

𝜕𝑏(k,t) 𝛿
(k,t)



子采样层的梯度

• 我们假定子采样层为 𝑙层，𝑙 + 1层为卷积层。

• 第 𝑙	层的第 𝑘 个特征映射的误差项 𝛿 k,t

𝛿(k,t) = 𝑓� 𝑧k ⊙ (𝑊(kb>,t))/𝛿(kb>,t)

											= 𝑓� 𝑧k ⊙ (∑ 𝛿 kb>,a
a ⨂𝑟𝑜𝑡180(𝑊(k,t,a)))

𝑋(kb>,t) = 𝑓( H 𝑤 kb>,t,a ⨂𝑋 k,a
�{d�

a�>
/�,��>

+ 𝑏(kb>,t)) 𝑍(kb>,t) = H 𝑤 kb>,t,a ⨂𝑋 k,a
�{d�

a�>
/�,��>

+ 𝑏(kb>,t)



子采样层的梯度

• 损失函数关于第 𝑙层的第 𝑘 个特征映射神经元滤波器𝑊 k,t,a 的梯度

• 损失函数关于第 𝑙	层的第 𝑘 个特征映射的偏置 𝑏 k 的梯度

𝜕𝐽
𝜕𝑊(k,t) =

𝜕𝑋 k,t

𝜕𝑊(k,t) 𝛿
(k,t)

𝜕𝐽
𝜕𝑏(k,t) =

𝜕𝑋 k,t

𝜕𝑏(k,t) 𝛿
(k,t)

f
f®({,�) = ∑ (𝑑𝑜𝑤𝑛(𝑋 kB>,t ) I 𝛿(k,t))),[),[

f
f®({,�) = ∑ (𝛿(k,t))),[),[



CNN在自然语言处理中的应用

I	want	to	play	with	that	girl.



Sentence Modeling

I	 want	 to	 play	 with	 that	 girl.

lookup



文本分类



循环神经网络
Recurrent Neural Network



前馈、卷积神经网络

• 连接存在层与层之间，每层的节点之间是

无连接的

• 输入和输出的维数都是固定的，不能任意

改变。无法处理变长的序列数据

• 假设每次输入都是独立的，也就是说每次

网络的输出只依赖于当前的输入



各种处理任务

•变长输入

• 不同大小的图片

• 时长不一的视频

• 长短不同的句子

• 序列长度不同的对话

• …

•相互依赖

• 前言要搭后语

• 动画片由连续的图片组成

• 字词搭配

• …



循环神经网络

• 循环神经网络（ Recurrent Neural Network， RNN）
• 前馈、卷积神经网络的输入和输出的维数都是固定的，不能任意改
变。无法处理变长的序列数据。

• 假设每次输入都是独立的，也就是说每次网络的输出只依赖于当前
的输入。

• 循环神经网络通过使用带自反馈的神经元，能够处理任意长度的序列。



循环神经网络



循环神经网络

• 给定一个输入序列𝒙 =	 (𝑥>, . . . , 𝑥`, . . . , 𝑥�)，循环神经网络通过下面公式更
新带反馈边的隐藏层的活性值 ℎ`，即抽象表示：

ℎ` = ± 0 𝑡 = 0
𝑓(ℎ`B>, 𝑥`) 𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒



循环神经网络的示例

输入

输出

隐藏层t



简单循环网络

• 假设时刻𝑡时，输入为𝑥`，隐层状态为ℎ`。 ℎ`不仅和当前时刻的输入相关，
也和上一个时刻的隐层状态ℎ`B>相关。

• 一般我们使用如下函数：

这里，𝑓是非线性函数，可以为 sigmod函数或 tanh 函数。

𝒉𝑡 = 𝑓(𝑼𝒉𝒕B𝟏	+ 	𝑾𝒙𝒕 + 	𝑏) 𝒚` = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑉𝒉`)



梯度计算

• 循环神经网络的参数训练可以通过随时间进行反向传播
（Backpropagation Through Time，BPTT）算法 。

P.	J.	Werbos.	“Backpropagation	through	 time:	what	it	does	and	how	to	do	it”.	In:	Proceedings	of	the	IEEE	10	(1990).



梯度

• 假设循环神经网络在每个时刻 t 都有一个监督信息，损失为 𝐽𝑡 。则整个序列的损失为 𝐽 =
∑ 𝐽𝑡/
`�> 。
• 𝐽 = −𝑡`𝑙𝑜𝑔𝑦`
• 𝐽 = −∑ 𝑡`𝑙𝑜𝑔𝑦`/

`�>

• 损失 𝐽 关于 V的梯度为

𝑦` = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑧`)

𝜕𝐽
𝜕𝑉 =

𝜕
𝜕𝑉

H 𝐽𝑡
/

`�>
= H

𝜕𝐽𝑡
𝜕𝑉

/

`�>

𝜕𝐽`
𝜕𝑉 =

𝜕𝐽`
𝜕𝑦`

𝜕𝑦`
𝜕𝑉 =

𝜕𝐽`
𝜕𝑦`

𝜕𝑦`
𝜕𝑧`

𝜕𝑧`
𝜕𝑉 𝑧` = 𝑉ℎ`



梯度

• 损失 𝐽 关于 U 的梯度为：

• 其中，𝒉𝑡 是关于U和𝒉`B>的函数，而𝒉`B>又是关于U和𝒉`BC的函数。

𝜕𝐽
𝜕𝑈 =

𝜕
𝜕𝑈

H 𝐽𝑡
/

`�>
= H

𝜕𝐽𝑡
𝜕𝑈

/

`�>

=H
𝜕ℎ𝑡
𝜕𝑈

/

`�>

𝜕𝐽𝑡
𝜕ℎ𝑡



梯度

• 用链式法则得到

• 其中

ℎ𝑡 = 𝑓(𝑈ℎ`B> 	+ 	𝑊𝑥` + 	𝑏)
𝜕𝐽
𝜕𝑈 =H H

𝜕ℎ𝑘
𝜕𝑈

𝜕ℎ𝑡
𝜕ℎ𝑘

𝜕𝑦𝑡
𝜕ℎ𝑡

𝜕𝐽𝑡
𝜕𝑦𝑡

`

t�>

/

`�>

𝜕ℎ𝑡
𝜕ℎ𝑘

= ¼
𝜕ℎ𝑖
𝜕ℎ)B>

`

)�tb>

= ¼ 𝑈/𝑑𝑖𝑎𝑔[𝑓`(ℎ)B>)]
`

)�tb>



梯度

•对𝑈的梯度为

𝜕𝐽
𝜕𝑈 =H H

𝜕ℎ𝑘
𝜕𝑈 ( ¼ 𝑈/𝑑𝑖𝑎𝑔 𝑓` ℎ)B>

`

)�tb>

)
𝜕𝑦𝑡
𝜕ℎ𝑡

𝜕𝐽𝑡
𝜕𝑦𝑡

`

t�>

/

`�>



梯度

• 损失 𝐽 关于 W 的梯度为：

𝜕𝐽
𝜕𝑊 =

𝜕
𝜕𝑊

H 𝐽𝑡
/

`�>
=H

𝜕𝐽𝑡
𝜕𝑊

/

`�>

=H
𝜕ℎ𝑡
𝜕𝑊

/

`�>

𝜕𝐽𝑡
𝜕ℎ𝑡



梯度

•用链式法则得到

•其中，

ℎ𝑡 = 𝑓(𝑈ℎ`B> 	+ 	𝑊𝑥` + 	𝑏)
𝜕𝐽
𝜕𝑊 =H H

𝜕ℎ𝑘
𝜕𝑊

𝜕ℎ𝑡
𝜕ℎ𝑘

𝜕𝑦𝑡
𝜕ℎ𝑡

𝜕𝐽𝑡
𝜕𝑦𝑡

`

t�>

/

`�>

𝜕ℎ𝑡
𝜕ℎ𝑘

= ¼
𝜕ℎ𝑖
𝜕ℎ)B>

`

)�tb>

= ¼ 𝑈/𝑑𝑖𝑎𝑔[𝑓`(ℎ)B>)]
`

)�tb>



梯度

•对𝑊的梯度为

𝜕𝐽
𝜕𝑊 =H H

𝜕ℎ𝑘
𝜕𝑊 (¼ 𝑈/𝑑𝑖𝑎𝑔 𝑓` ℎ)B>

`

)�tb>

)
𝜕𝑦𝑡
𝜕ℎ𝑡

𝜕𝐽𝑡
𝜕𝑦𝑡

`

t�>

/

`�>



长期依赖问题/梯度消失问题

• 我们定义 𝛾 = ||𝑼/𝒅𝒊𝒂𝒈(𝑓′(𝒉)B>))||，则在上面公式中的括号里面为 𝛾`Bt 。如

果𝛾> 1，当 t − k → ∞ 时，𝛾`Bt → ∞，会造成系统不稳定，也就是所谓的梯

度爆炸梯度爆炸问题；相反，如果𝛾< 1，当 t − k → ∞ 时，𝛾`Bt→ 0，会出现

和深度前馈神经网络类似的梯度消失问题。

• 因此，虽然简单循环网络从理论上可以建立长时间间隔的状态之间的依赖关系

（Long-Term Dependencies），但是由于梯度爆炸或消失问题，实际上只能

学习到短周期的依赖关系。这就是所谓的长期依赖问题。



改进方案

• 为了避免梯度爆炸或消失问题，关键是使得 𝑼/𝒅𝒊𝒂𝒈(𝑓′(𝒉)B>))= 1。一种方
式就是选取合适的参数，同时使用非饱和的激活函数。但这样的方式需要很
多人工经验，同时限制了模型的广泛应用。

• 还有一种方式就是改变模型，比如让𝑼=1，同时使用 𝑓′(𝒉)B>)= 1。

• 但这样的形式，丢失了神经元在反馈边上的非线性激活的性质。

𝒉𝑡 = 𝑓(𝑼𝒉𝒕B𝟏 	+ 	𝑾𝒙𝒕 + 	𝑏)

𝒉𝑡 = 𝒉𝒕B𝟏 	+ 	𝑾𝒈(𝒙𝒕) + 	𝑏



改进方案

• 一个更加有效的改进是引入一个新的状态 𝒄𝑡专门来进行线性的反馈传递，同
时在 𝒄𝑡 的信息非线性传递给 𝒉𝑡 。

• 但是，这样依然存在一定的问题。因为 𝒄𝑡和𝒄`B> 是线性关系，同时不断累积
𝒙𝑡 的信息，会使得 𝒄𝑡变得越来越大。

𝑐` = 𝑐`B> +𝑊𝑔 𝑥`

ℎ` = tanh	(𝑐`)



长短时记忆神经网络：LSTM

• 长短时记忆神经网络（Long Short-Term Memory Neural Network，
LSTM）是RNN的一个变体，可以有效地解决简单循环神经网络的梯度爆炸
或消失问题。

• LSTM 模型的关键是引入了一组记忆单元（Memory Units），允许网络可
以学习何时遗忘历史信息，何时用新信息更新记忆单元。在时刻 t 时，记忆
单元 ct 记录了到当前时刻为止的所有历史信息，并受三个“门”控制：输
入门 it , 遗忘门ft和输出门ot 。三个门的元素的值在 [0, 1] 之间。



Long Short Term Memory (LSTM)

General RNN LSTM



Long Short Term Memory (LSTM)



LSTM

•核心：记忆（细胞状态）

门
Sigmoid：1	 or	0
Pointwise乘法



Forget Gate

𝑓 = 𝜎(𝑊È I ℎ`B>, 𝑥` + 𝑏È)



Input Gate

𝑖` = 𝜎 𝑊) I ℎ`B>, 𝑥` + 𝑏)
𝐶É` = 𝑡𝑎𝑛ℎ(𝑊Ê I ℎ`B>, 𝑥` + 𝑏Ê)



Update Memory

𝐶` = 𝑓 ∗ 𝐶`B> + 𝑖` ∗ 𝐶É`



Output Gate

𝑜` = 𝜎 𝑊 I ℎ`B>,𝑥` + 𝑏^
ℎ` = 𝑜` ∗ 𝑡𝑎𝑛ℎ(𝐶`)



Long Short Term Memory (LSTM)

• 在时刻 t 时 LSTM 的更新方式如下：

这里，xt是当前时刻的输入，σ 是 logistic 函数，Vi ，Vf，Vo是对角矩阵。
遗忘门 ft控制每一个内存单元需要遗忘多少信息
输入门 it控制每一个内存单元加入多少新的信息
输出门ot控制每一个内存单元输出多少信息。



LSTM变种

GRUPeephole



门限循环单元：GRU

• 门限循环单元（Gated Recurrent Unit，GRU）是一种 LSTM 的简化版本。
GRU 将输入门与和遗忘门合并成一个门：更新门（Update Gate），同时还合
并了记忆单元𝑐`和神经元活性ℎ`。GRU 模型：更新门 z 和重置门 r

• 更新门 z：用来控制当前的状态需要遗忘多少历史信息和接受多少新信息

• 重置门 r：用来控制候选状态中有多少信息是从历史信息中得到



堆叠(Stack)循环神经网络



双向循环神经网络



输出：序列到类别

• 输入为序列，输出为类别。比如在文本分类中，输入数据为单词的序列，输出
为该文本的类别。

不平均平均



输出：同步序列到序列

• 输入和输出同步，即每一时刻都有输入和输出。比如在序列标注问题，每个
时刻的输入都需要有一个输出。输入序列和输出序列的长度相同。



输出：异步序列到序列

• 输入和输出不需要有严格的对应关系。比如在机器翻译中，输入为源语言的
单词序列，输出为目标语言的单词序列。输入和输出序列并不需要保持相同
的长度。



循环神经网络在NLP中的常见任务和应用

•基础NLP任务：语言模型、文本表示、词法分析、句法分析

•NLP应用：文本分类、情感分析、机器翻译、自动问答、自

动摘要等



序列标注：NER



机器翻译：传统统计机器翻译

•源语言：f
•目标语言：e
•模型：ê = argmaxep(e|f) = argmaxe p(f|e) p(e)

• p(f|e): 翻译模型
• p(e): 语言模型



机器翻译：基于短语的统计机器翻译



基于序列到序列的机器翻译

• 完全基于神经网络的机器翻译模型

• 一个 RNN 用来编码：读入源句子（变长向量），转换成一个固定的上下文向量

• 另一个 RNN 用来解码：给定上下文和之前预测的词，预测下一个翻译的词

seq2seq

encoder-decoder

https://arxiv.org/pdf/1409.3215v3.pdf



对话系统：聊天机器人



其他应用

•看图说话

•代码生成

•自动作诗

•…

•自动摘要

•阅读理解

•关键词预测

•…



• 机器学习基础
• 感知机和前馈神经网络
• 卷积神经网络
• 循环神经网络

总结



谢谢



附录



交叉熵损失函数
• 二次损失函数

𝐸 = >
C H (𝑡[ − 𝑦[)C
^_`a_`

𝑧 =H𝑤)𝑥)
)

𝑦 = 𝜎(𝑧) = >
>bcde

𝜕𝐸
𝜕𝑤 =

𝜕𝐸
𝜕𝑦

𝜕𝑦
𝜕𝑧

𝜕𝑧
𝜕𝑤 = 𝑡 − 𝑦 (

𝜕
𝜕𝑧

1
1 + 𝑒BY)𝑥



交叉熵损失函数
• 快速更新的损失函数

𝐸 = B>ÌH𝑡𝑙𝑛 𝑦 + 1 − 𝑡 ln	(1 − 𝑦)
K

𝜕𝐸
𝜕𝑤 =

𝜕𝐸
𝜕𝑦

𝜕𝑦
𝜕𝑧

𝜕𝑧
𝜕𝑤

							= B>ÌH(
𝑡

𝜎 𝑧 −
1 − 𝑡

1 − 𝜎 𝑧 )
𝜕𝜎 𝑧
𝜕𝑧 𝑥

K

= B�Î∑ (
ÏÐ e
Ïe K

Ñ Y >BÑ Y
)(𝑡 − 𝜎 𝑧 )K

						= B�Î ∑ 𝑥(𝑡 − 𝜎 𝑧 )K



Stochastic Gradient Descent (SGD)
• Gradient Descent

• 𝜃 ← 𝜃 + 𝜆𝛻Ò𝐿
• Stochastic Gradient Descent(SGD)

• Online GD (=1), Minibatch SGD (>1)
• 每次迭代随机选择一个样本计算梯度，并更新参数

𝑤`b> ← 𝑤` − 𝜂
𝜕𝑅(𝑤` , 𝑥`, 𝑦`)

𝜕𝑤



Mini-batch SGD
批量梯度下降和随机梯度下降的折中
每次（随机）选取m个样本进行参数的更新



梯度消失问题
• 在神经网络中误差反向传播的迭代公式为

• 误差从输出层反向传播时,在每一层都要乘以该层的激活函数的导数
• Sigmod函数、ReLU函数、tanh函数

𝛿k = 𝑤kb>𝛿kb> ⨀𝑓� 𝑧k

𝜕𝑦
𝜕𝑧 = 𝑦 1 − 𝑦 ∈ [0,0.25]

𝜕𝑦
𝜕𝑧 = 1 − 𝑦C ∈ [0,1]

sigmod

tanh



权重初始化
• 权重不能全部设为0

• 每个神经元都有着相同的输出，在反向传播时具有相同的梯度

• 小随机数初始化
• w = np.random.randn(1000)
• 问题：一个神经网络的层中的权重值很小，那么在反向传播的时候就会计算出
非常小的梯度（因为梯度与权重值是成比例的）。这就会很大程度上减小反向
传播中的“梯度信号”

𝑧 =H𝑤)𝑥)

�

J�>

𝑉𝑎𝑟 𝑧 = H𝑉𝑎𝑟 𝑤)𝑥)

�

J�>

𝑉𝑎𝑟 𝑧 = H𝑉𝑎𝑟 𝑥) 𝑉𝑎𝑟(𝑤) )
�

J�>

, 𝑖𝑓	𝐸 𝑤) = 𝐸 𝑥) = 0

𝑉𝑎𝑟 𝑧 = 𝑛𝑉𝑎𝑟(𝑤)𝑉𝑎𝑟 𝑥 𝑉𝑎𝑟 𝑤 = 1/𝑛



权重初始化：校准方差
• 解决方案：校准方差，除以1/sqrt(n)

• w = np.random.randn(n) / np.sqrt(n)
• ReLU:w = np.random.randn(n) * np.sqrt(2/n)

• b的初始化
• 通常设为0

• 有些设为如0.01的小值

• 这样做能让所有的ReLU单元一开始就激活，这样就能保存并传播一些梯度



数据预处理
• 原始的训练数据中,每一维特征的来源以及度量单位不同,会造成这些特
征值的分布范围往往差异很大。
• 标准归一化:将每一个维特征都处理为符合标准正态分布(均值为 0,标准差为 1)
• 缩放归一化:通过缩放将特征取值范围归一到 [0, 1] 或 [−1, 1] 
• 白化:使用 PCA (Principal Component Analysis) 去除掉各个成分之间的相关
性



Early-Stop

• 在梯度下降训练的过程中，由于过拟合的原因，在训练样本上收敛的参数，并不一定

在测试集上最优。因此，我们使用一个验证集（Validation Dataset）（也叫开发集

（Development Dataset））来测试每一次迭代的参数在验证集上是否最优。如果在验证

集上的错误率不再下降，就停止迭代。这种策略叫Early-Stop。如果没有验证集，可以

在训练集上进行交叉验证

训练集 开发集 测试集



Early Stop

• 利用开发集
• learn model on training data 
• valuate_score_of_current_model = evaluate on validation data 
• if valuate_score_of_current_model > best_validation_score: 

• best_validation_score = valuate_score_of_current_model
• save current model
• patient = 0 

• else: patient += 1 
• if patient > max_patient: – break 

• 第二轮训练
• 找到最佳训练轮数
• 在训练集和开发集上再训练，当在开发集上达到一个较小值则停止



Dropout



正则化 Regularization



例子
• L1正则项

• 𝐿 = 𝐿 + 𝛼 𝑤

• L2正则项
• 目标函数：𝐿 = 𝐿 + 𝛼 >

C | 𝑤 |C

•梯度：𝛻𝐿 = 𝛻𝐿+ 𝛼	𝑤
• 权重更新：𝑤 = 𝑤-𝜆(𝛻𝐿+ 𝛼	𝑤) =  (1 − 𝜆𝛼)𝑤−𝜆𝛻𝐿



数据增强
• 不过拟合的另一个途径是数据增强，即自动生成更多的训练数据

• 增加正、负样本
• 增加伪噪声数据



学习率

𝑤)[ ← 𝑤)[ − 𝜂
𝜕𝐸
𝜕𝑤)[



加速

• 自适应变长加速
• AdaGard
• RMSprop
• Adam
• AdaDelta

1
2

1

t t tt
g

gττ

ρθ θ −

=

= −
∑

其中，ρ 是初始的学习率，gτ 是第 τ 次迭代时的梯度。随

着迭代次数的增加，梯度逐渐缩小



步骤
• 设计网络结构
• 设定每层节点数
• 算出梯度
• 写代码
• 利用数据调参



小结
• 用ReLU作为激活函数
• 分类时用交叉熵作为损失函数
• SGD+mini-batch
• 数据预处理（归一化）
• 动态学习率（动态调整步长）
• 用L1或者L2正则化（跳过前几轮）
• Dropout
• 层数深（分层训练 ）
• 数据增强



第3章  知识表示方法 

2017-2018学年-秋季学期: 知识图谱导论 

王    泉 
 

中国科学院信息工程研究所 
中国科学院大学网络空间安全学院 



提纲 

 概述 

 一阶谓词逻辑表示法 

 产生式规则表示法 

 框架表示法 

 脚本表示法 

 语义网表示法 

 知识图谱中的知识表示 

 分布式知识表示 

 本章小结 
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 分布式知识表示 
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知识定义 

 Feigenbaum 
知识是经过削减、塑造、解释和转换的信息。简单地说，
知识是经过加工的信息。 

 Bernstein 
知识是由特定领域的描述、关系和过程组成的。 

 Hayes-Roth 
知识是事实、信念和启发式规则。从知识库的观点看，知
识是某领域中所涉及的各有关方面的一种符号表示。 

 

 



知识分类 

 陈述性知识 (declarative knowledge)：用于描述领域内
有关概念、事实、事物的属性和状态等。 
 太阳从东方升起 
 一年有春夏秋冬四个季节 

 过程性知识 (procedural knowledge)：用于指出如何处
理与领域相关的信息，以求得问题的解。 
 菜谱中的炒菜步骤 
 如果信道畅通，请发绿色信号 

 元知识 (meta knowledge)：关于知识的知识，包括怎样
使用规则、解释规则、校验规则、解释程序结构等知识。 

 

 

 



知识表示 

 知识表示可看成是一组事物的约定，以把人类知识表示成
机器能处理的数据结构。对知识进行表示的过程就是把知
识编码成某种数据结构的过程。 

 知识表示方法分为： 
 陈述性知识表示：将知识表示与知识的运用分开处理，

在知识表示时，并不涉及如何运用知识的问题，是一
种静态的描述方法。 

 过程性知识表示：将知识表示与知识的运用相结合，
知识寓于程序中，是一种动态的描述方法。 

 

 

 



知识表示准则 

 表示知识的范围是否广泛 

 是否适于推理 

 是否适于加入启发信息 

 是否适于计算机处理 

 是否有高效的求解算法 

 陈述性表示还是过程性表示 

 能否表示不精确知识 

 能否在同一层次上和不同层次上模块化 

 知识和元知识能否用统一的形式表示 

 表示方法是否自然 
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 概述 

 一阶谓词逻辑表示法 
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 知识图谱中的知识表示 
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一阶谓词逻辑是最早用在人工智能领域的知识表示方法
之一。它以数理逻辑为基础，是到目前为止能够表达人
类思维和推理的一种最精确的形式语言。其表现方式和
人类自然语言也非常接近，容易为计算机理解和操作，
并支持精确推理。 

 

 

 



基本概念：命题与联结词 

 命题 (proposition)：具有真假意义的陈述句。 
 太阳从东方升起 
 一年有春夏秋冬四个季节 

 逻辑联结词 (logical connective)：用于将多个原子命题
组合成复合命题。 
 ¬：否定联结词，¬𝑃表示对原命题的否定。 
 ∨：析取联结词，𝑃 ∨ 𝑄表示两个命题存在“或”的关系。 
 ∧：合取联结词，𝑃 ∧ 𝑄表示两个命题存在“与”的关系。 
 →：蕴含联结词，𝑃 → 𝑄表示“如果𝑃，则𝑄”。 
 ↔：等价联结词，𝑃 ↔ 𝑄表示“𝑃当且仅当𝑄”。 

 

 

 



基本概念：命题与联结词 

 复合命题与原子命题的真值关系表 

 

 

 

𝑃 𝑄 ¬𝑃 𝑃 ∨ 𝑄 𝑃 ∧ 𝑄 𝑃 → 𝑄 𝑃 ↔ 𝑄 

真 真 假 真 真 真 真 

真 假 假 真 假 假 假 

假 真 真 真 假 真 假 

假 假 真 假 假 真 真 



基本概念：个体词、谓词与量词 

 个体词：领域内可以独立存在的具体或抽象的客体。 
 太阳从东方升起：太阳 
 小王与小张同岁：小王、小张 

 在谓词逻辑中，个体可以是常量也可以是变量（变元）。 
 个体常量：表示具体的或特定的个体。 
 个体变量：表示抽象的或泛指的个体。 
 个体域（论域）：个体变量的取值范围，可以是有限

集合，也可以是无穷集合。 

 

 

 



基本概念：个体词、谓词与量词 

 谓词（predicate）：用来刻画个体性质以及个体之间相
互关系的词。 
 命题：𝑥是有理数 

𝑥是个体变量，“…是有理数”是谓词，记为Rational，命题符号
化为Rational 𝑥 。 

 命题：小王与小张同岁 
小王和小张是个体常量，“…与…同岁”是谓词，记为SameAge，
命题符号化为SameAge 小王, 小张 。 

 n元谓词：含有n个个体符号的谓词P 𝑥1, 𝑥2,⋯ , 𝑥𝑛 。 
 一元谓词（𝑛 = 1）：表示𝑥1具有性质P。 
 多元谓词（𝑛 ≥ 2）：表示𝑥1, 𝑥2,⋯ , 𝑥𝑛具有关系P。 

 

 



基本概念：个体词、谓词与量词 

 函数：又称函词，是从若干个个体到某个个体的映射。 
 Father 小张 ：小张的父亲 
 Sum 1,2 ：1与2的加和 

 谓词与函数的区别： 
 谓词实现的是从个体域中的个体到真或假的映射，而

函数实现的是从个体域中的一个（或若干）个体到另
一个个体的映射，无真值可言。 

 在谓词逻辑中，函数本身不能单独使用，它必须嵌入
到谓词中。 

 

 



基本概念：个体词、谓词与量词 

 量词（quantifier）：是表示个体数量属性的词。 
 全称量词：符号化为∀（All） 

− 日常生活和数学中所用的“一切的”、“所有的”、“每一
个”、“任意的”、“凡”、“都”等词可统称为全称量词。 

− 𝑥表示个体域里的某个个体，∀𝑥  P 𝑥 表示个体域里所有个体都
具有性质P。 

 存在量词：符号化为∃（Exist） 
− 日常生活和数学中所用的“存在”、“有一个”、“有的”、

“至少有一个”等词可统称为存在量词。 
− 𝑦表示个体域里的某个个体，∃𝑦  Q 𝑦 表示个体域里存在个体𝑦

具有性质Q。 

 



谓词逻辑表示法 

 用谓词逻辑既可以表示事物的状态、属性、概念等事实性
知识，也可以表示事物间具有因果关系的规则性知识。 

 用谓词逻辑表示知识的一般步骤： 
 定义谓词及个体，确定每个谓词及个体的确切含义。 
 根据所要表达的事物或概念，为每个谓词中的变量赋

以特定的值。 
 根据所要表达的知识的语义，用适当的逻辑联结词将

各个谓词连接起来形成谓词公式。 

 



谓词逻辑表示法示例 
 

 用谓词逻辑表示下列知识： 
 北京是一个美丽的城市，但她不是一个沿海城市。 
 北京是中国的首都。 
 每一个国家的首都都必定位于这个国家。 

① 定义谓词和个体域如下： 
 BCity 𝑥 ：𝑥是一个美丽的城市 
 CCity 𝑥 ：𝑥是一个沿海城市 
 CapitalOf 𝑥,𝑦 ： 𝑥是𝑦的首都 
 LocatedIn 𝑥,𝑦 ： 𝑥位于𝑦 
 𝑥 ∈ 城市 ,𝑦 ∈ 国家  



谓词逻辑表示法示例 
 

 用谓词逻辑表示下列知识： 
 北京是一个美丽的城市，但她不是一个沿海城市。 
 北京是中国的首都。 
 每一个国家的首都都必定位于这个国家。 

② 将个体带入谓词中，得到： 
 BCity Beijing  
 CCity Beijing  
 CapitalOf Beijing, China  
 CapitalOf 𝑥,𝑦  
 LocatedIn 𝑥,𝑦  



谓词逻辑表示法示例 
 

 用谓词逻辑表示下列知识： 
 北京是一个美丽的城市，但她不是一个沿海城市。 
 北京是中国的首都。 
 每一个国家的首都都必定位于这个国家。 

③ 根据语义，用逻辑联结词连接： 
 BCity Beijing ∧ ¬CCity Beijing  
 CapitalOf Beijing, China  
 ∀x, y  CapitalOf 𝑥,𝑦 → LocatedIn 𝑥,𝑦  



谓词逻辑表示法特性 

 优点： 
 精确性：可以较准确地表示知识并支持精确推理。 
 通用性：拥有通用的逻辑演算方法和推理规则。 
 自然性：是一种接近于人类自然语言的形式语言系统。 
 模块化：各条知识相对独立，它们之间不直接发生联

系，便于知识的添加、删除和修改。 

 缺点： 
 表示能力差：只能表示确定性知识，不能表示非确定

性知识、过程性知识和启发式知识。 
 管理困难：缺乏知识的组织原则，知识库管理困难。 
 效率低：把推理演算与知识含义截然分开，往往使推

理过程冗长，降低了系统效率。 



提纲 

 概述 

 一阶谓词逻辑表示法 

 产生式规则表示法 

 框架表示法 

 脚本表示法 

 语义网表示法 

 知识图谱中的知识表示 

 分布式知识表示 

 本章小结 

 

 

 



产生式系统是用规则序列的形式来描述问题的思维过程，
形成求解问题的思维模式。系统中的每一条规则称为一
个产生式。目前产生式规则表示法已成为专家系统首选
的知识表示方式，也是人工智能中应用最多的一种知识
表示方式。 

 

 

 



基本概念：事实与规则 

 事实：断言一个语言变量的值或断言多个语言变量之间关
系的陈述句。 
 雪是白的 

语言变量：雪；语言变量的值：白的 

 小王与小张同岁 
语言变量：小王、小张；语言变量之间的关系：同岁 

 确定性事实：一般用三元组的形式表示为 
 （对象，属性，值）或（关系，对象1，对象2） 

 不确定性事实：一般用四元组的形式表示为 
 （对象，属性，值，置信度） 
 （关系，对象1，对象2，置信度） 

 

 

 



基本概念：事实与规则 

 规则：也称为产生式，通常用于表示事物之间的因果关系。 

 确定性规则：通常表示为 
𝑃 → 𝑄    或    IF 𝑃 THEN 𝑄 

 𝑃是产生式的前提或条件； 
 𝑄是一组结论或操作，用于指出前提𝑃所指示的条件被

满足时，应该得出的结论或应该执行的操作。 

 不确定性规则：通常表示为 
𝑃 → 𝑄 置信度     或    IF 𝑃 THEN 𝑄 置信度  

 𝑃是产生式的前提或条件，𝑄是一组结论或操作。 
 已知事实与前提条件不能精确匹配时，只要按照置信度

的要求模糊匹配，再按特定算法将不确定性传递到结论。 

 

 

 



产生式系统结构 

 产生式系统（production system）由数据库、规则库和
推理机三部分组成。 

 
 
 
 
 

 数据库：用来存放问题的初始状态、已知事实、推理
的中间结果和最终结论等。 

 规则库：用来存放与求解问题有关的所有规则。 
 推理机：用来控制整个系统的运行，决定问题求解的

线路，包括匹配、冲突消解、路径解释等。 

 

 

 

数据库 规则库 

推理机 



正向推理的产生式系统 

 正向推理：从已知事实出发，通过规则求得结论，也称为
数据驱动方式或自底向上的方式。 

 推理过程： 
 规则库中的规则前件与数据库中的事实进行匹配，得

到匹配的规则集合； 
 使用冲突消解算法，从匹配规则集合中选择一条规则

作为启用规则； 
 执行启用规则的后件，并将该规则的后件送入数据库； 
重复上述过程直至达到目标。 

 

 

 



正向推理的产生式系统示例 

动物识别产生式系统：目标 = A是猎豹？ 

 已有知识（规则库）： 

 

 

 

 

 

 已知事实（事实库） 
A有毛发；    A有尖利的牙齿；    A有爪子；    A有前视眼； 

A毛发是深褐色；    A有花斑点 

 

 

R1： IF X是食肉动物 ∧ X毛发是深褐色 ∧ X是有花斑点 
THEN X是猎豹 

R2： IF X是哺乳动物  ∨ X食肉  ∨ 
X有尖利的牙齿 ∧ X有爪子 ∧ X有前视眼  

THEN X是食肉动物 
R3： IF X有毛发 

THEN X是哺乳动物 



正向推理的产生式系统示例 

猎豹 

食肉动物 深褐色毛发 有花斑点 

食肉 哺乳动物 外形特征 
深褐色毛发 有花斑点 

有毛发 有尖利的牙齿 有爪子 有前视眼 

有毛发 有尖利的牙齿 有爪子 有前视眼 

R3 

R2 

R1 

推理方向： 
事实 ⟹ 目标 



反向推理的产生式系统 

 反向推理：从目标出发，反向使用规则，求得已知事实，
也称为目标驱动方式或自顶向下的方式。 

 推理过程： 
 规则库中的规则后件与目标事实进行匹配，得到匹配

的规则集合； 
 使用冲突消解算法，从匹配规则集合中选择一条规则

作为启用规则； 
 将启用规则的前件作为子目标； 
重复上述过程直至各子目标均为已知事实。 

 

 

 



反向推理的产生式系统示例 

猎豹 

食肉动物 深褐色毛发 有花斑点 

食肉 哺乳动物 外形特征 
深褐色毛发 有花斑点 

有毛发 有尖利的牙齿 有爪子 有前视眼 

有毛发 有尖利的牙齿 有爪子 有前视眼 

R3 

R2 

R1 

推理方向： 
目标 ⟹ 事实 



产生式规则表示法特性 

 优点： 
 有效性：既可以表示确定性知识，又可以表示不确定

性知识，有利于启发性和过程性知识的表达。 
 自然性：用“如果…，则…”表示知识，直观、自然。 
 一致性：所有规则具有相同的格式，并且数据库可被

所有规则访问，便于统一处理。 
 模块化：各条规则之间只能通过数据库发生联系，不

能相互调用，便于知识的添加、删除和修改。 

 缺点： 
 效率低：求解是反复进行的“匹配—冲突消解—执行”

过程，执行效率低。 
 表示的局限性：不能表示结构性或层次性知识。 



提纲 

 概述 

 一阶谓词逻辑表示法 

 产生式规则表示法 

 框架表示法 

 脚本表示法 

 语义网表示法 

 知识图谱中的知识表示 

 分布式知识表示 

 本章小结 

 

 

 



框架表示法是以框架理论为基础发展起来的一种结构化
知识表示方式，适用于表达多种类型的知识。框架理论
认为人们对现实世界中各种事物的认识都是以一种类似
于框架的结构存储在记忆当中的，当面临一个新事物时，
就从记忆中找出一个适合的框架，并根据实际情况对其
细节加以修改补充，从而形成对当前事物的认识。 

 

 

 



框架 

 框架（frame）：是一种描述所论对象属性的数据结构。 
 框架名：用来指代某一类或某一个对象。 
 槽：用来表示对象的某个方面的属性。 
 侧面：有时一个属性还要从不同侧面来描述。 
 值：槽/侧面的取值，可以为原子型，也可以为集合型。 

 

 

 

 

<框架名> 

槽名1 侧面名11 侧面值11 ⋯ 

侧面名12 侧面值12 ⋯ 
⋯ 

槽名2 侧面名21 侧面值21 ⋯ 

侧面名22 侧面值22 ⋯ 
⋯ 

槽名n ⋯ 



框架 

 框架分为两种类型： 
 类框架（class frame）用于描述一个概念或一类对象。 
 实例框架（instance frame）用于描述一个具体的对象。 

 框架的层次结构： 
 子类-subclass of->父类：类框架之间的包含关系。 
 实例-instance of->类：实例框架和类框架的从属关系。 
下层框架可以从上层框架继承某些属性和值。后文对两者
不做区分，统称为“类属”关系。 

 

 



框架示例 

框架名：<灾难> 
时间： 
地点： 
伤亡： 

死亡人数： 
受伤人数： 
失踪人数： 

损失： 
直接经济损失： 
间接经济损失： 

框架名：<地震> 
类       属：<灾难> 
震       级： 
震源深度： 
断       层： 

框架名：<汶川地震> 
类属：<地震> 
时间：2008年5月12日14时28分04秒 
地点：汶川 
伤亡： 

死亡人数：69227人 
受伤人数：374643人 
失踪人数：17923人 

损失： 
直接经济损失：8452亿元 

震级：8.0级 
汶川地震是中华人民共和国自建国以来影响最大的一次地震，
发生于2008年5月12日14时28分04秒，里氏震级8.0级，直接
严重受灾地区达10万平方公里。这次地震危害极大，共遇难
69227人，受伤374643人，失踪17923人。其中四川省68712名
同胞遇难，17921名同胞失踪，共有5335名学生遇难，1000多
名失踪。直接经济损失8452亿元。 



框架系统 

学生框架 教职工框架 

师生职工框架 

计算机系学生 电子系学生 

硕士生 本科生 

学生-N 学生-1 



框架表示法特性 

 优点： 
 结构化：分层次嵌套式结构，既可以表示知识的内部

结构，又可以表示知识之间的联系。 
 继承性：下层框架可以从上层框架继承某些属性或值，

也可以进行补充修改，减少冗余信息并节省存储空间。 
 自然性：框架理论符合人类认知的思维过程。 
 模块化：每个框架是相对独立的数据结构，便于知识

的添加、删除和修改。 

 缺点： 
 不能表示过程性知识。 
 缺乏明确的推理机制。 



代表性知识库：FrameNet¹ 

 针对词汇的概念进行框架形式的建模 

¹https://framenet.icsi.berkeley.edu/fndrupal/ 



代表性知识库：FrameNet¹ 

 针对词汇的概念进行框架形式的建模 

¹https://framenet.icsi.berkeley.edu/fndrupal/ 

框架名 

Frame elements：框架元素 



代表性知识库：FrameNet¹ 

 针对词汇的概念进行框架形式的建模 

¹https://framenet.icsi.berkeley.edu/fndrupal/ 



代表性知识库：FrameNet¹ 

 针对词汇的概念进行框架形式的建模 

¹https://framenet.icsi.berkeley.edu/fndrupal/ 

框架间关系 

词法单元，表示最能触发该框架的词 



提纲 

 概述 

 一阶谓词逻辑表示法 

 产生式规则表示法 

 框架表示法 

 脚本表示法 

 语义网表示法 

 知识图谱中的知识表示 

 分布式知识表示 

 本章小结 

 

 

 



脚本是一种与框架类似的知识表示方法，由一组槽组成，
用来表示特定领域内一些事件的发生序列，类似于电影
剧本。脚本表示的知识有明确的时间或因果顺序，必须
是前一个动作完成后才会触发下一个动作。与框架相比，
脚本用来描述一个过程而非静态知识。 

 

 

 



脚本 

 Winston 
一个脚本（script）是一个事件序列，包含了紧密相关的
动作及改变状态的框架。 

 Luger-Stubblfield 
一个脚本是一个描述特定上下文中的原型事件序列（ste- 
reotyped event sequence）的结构化表示。 

 

 



脚本组成 

 进入条件：给出脚本中所描述事件的前提条件。 

 角色：用来描述事件中可能出现的人物。 

 道具：用来描述事件中可能出现的相关物体。 

 场景：用来描述事件发生的真实顺序。一个事件可以由多
个场景组成，而每个场景又可以是其他事件的脚本。 

 结果：给出在脚本所描述事件发生以后所产生的结果。 

 

 



脚本示例 

例：用脚本表示去餐厅吃饭 
(1) 进入条件：① 顾客饿了，需要进餐；② 顾客有足够的钱。 

(2) 角色：顾客，服务员，厨师，老板。 

(3) 道具：食品，桌子，菜单，账单，钱。 

(4) 场景： 

场景1：进入—— ① 顾客进入餐厅；② 寻找桌子；③ 在桌子旁坐下。 

场景2：点菜—— ① 服务员给顾客菜单；② 顾客点菜； 
                           ③ 顾客把菜单还给服务员；④ 顾客等待服务员送菜。 

场景3：等待—— ① 服务员告诉厨师顾客所点的菜；②厨师做菜，顾客等待。 

场景4：吃饭—— ① 厨师把做好的送给服务员；② 服务员把菜送给顾客； 
                           ③ 顾客吃菜。 

场景5：离开—— ① 服务员拿来账单；② 顾客付钱给服务员； 
                           ③ 顾客离开餐厅。 

(5) 结果：① 顾客吃了饭，不饿了；② 顾客花了钱；③ 老板赚了钱；④ 餐厅食品少了。 



脚本表示法特性 

 缺点： 
 相较于框架表示，脚本表示表达能力更受约束，表示

范围更窄，不具备对于对象基本属性的描述能力，也
难以描述复杂事件发展的可能方向。 

 优点： 
 在非常狭小的领域内，脚本表示却可以更细致地刻画

步骤和时序关系，适合于表达预先构思好的特定知识
或顺序性动作及事件，如故事情节理解、智能对话系
统、机票酒店预订等。 
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 框架表示法 

 脚本表示法 
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 分布式知识表示 
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语义网的概念来源于万维网（world wide web），是
万维网的变革与延伸，是Web of documents向Web 
of data的转变，其目标是让机器或设备能够自动识别
和理解万维网上的内容，使得高效的信息共享和机器智
能协同成为可能。 

 

 

 

语义网（semantic web）≠ 语义网络（semantic network） 

 

 

 



语义网 

 起源：传统万维网中HTML所表达的页面信息和组织方法，
主要面向用户直接阅读，没有将信息的表现形式、内在结
构和表达内容分离，没有提供机器可读的语义信息，因而
非常不利于机器的理解和处理。 

 契机：XML的出现将数据的内容与布局区分开来，为语义
更丰富、更自然的Web内容表达打开了新局面。 

 目标：为Web信息提供机器可以理解的语义，实现Web
信息资源在语义层上的全方位互联，从而帮助机器对Web
上异构、分布式信息进行有效检索和访问。 

 

 



语义网 

 本质：以Web数据的内容（即语义）为核心，用机器能够
理解和处理的方式链接起来的海量分布式数据库。 

 特征： 
 Web上的事物拥有唯一的URI  
 事物之间由链接关联(如人物、 

地点、事件、建筑物)  
 事物之间链接显式存在并拥有 

不同类型 
 Web上事物的结构显式存在 

 

 



语义网体系结构 

 语义网提供了一套为描述数据而设计的表示语言和工具，
用于形式化的描述一个知识领域内的概念、术语和关系。 

 

 



语义网体系结构 

 第一层：Unicode和URI (uniform resource identifier，
通用资源标识符)，是整个语义网的基础。Unicode处理资
源的编码，实现网上信息的统一编码；URI 负责标识资源，
支持网上对象和资源的精细标识。 

 第二层：XML+NS+XML Schema，用于表示数据的内容
和结构。通过XML标记语言将网上资源信息的结构、内容
和数据的表现形式进行分离。 

 第三层：RDF+RDF Schema，用于描述网上资源及其类
型，为网上资源描述提供一种通用框架和实现数据集成的
元数据解决方案。 

 

 



语义网体系结构 

 第四层：Ontology Vocabulary，用于描述各种资源之间
的联系，揭示资源本身及资源之间更为复杂和丰富的语义
联系，明确定义描述属性或类的术语语义及术语间关系。 

 第五层：逻辑层，主要提供公理和推理规则，为智能推理
提供基础。该层用来产生规则。 

 第六层：证明层，执行逻辑层产生的规则，并结合信任层
的应用机制来评判是否能够信赖给定的证明。 

 第七层：信任层，注重于提供信任机制，以保证用户代理
在网上进行个性化服务和彼此间交互合作时更安全可靠。 

核心层为XML、RDF、ONTOLOGY，用于表示信息的语义。 

 

 



XML 

 XML（eXtensible Markup Language，可扩展标记语言）
是最早的语义网表示语言，它取消了HTML的显示样式和
布局描述能力，突出了数据的语义和元素结构描述能力。 

 

 <html> 
<body> 

<h2>Explorer’s Guide to Semantic Web</h2> 
<i>by <b>Thomas B. Passin</b></i> 
<br>Springer 2004</br> 
<br>ISBN 1-932394-20-6</br> 

</body> 
</html> 

<book> 
<title> 

Explorer’s Guide to Semantic Web 
</title> 
<author>Thomas B. Passin</author> 
<publisher>Springer</publisher> 
<year>2004</year> 
<ISBN>1-932394-20-6</ISBN> 

</book> 

HTML XML 

用于显示数据，侧重于如何表现信息 用于存储和传输数据，侧重于如何
结构化地描述信息 



XML：元素 

 XML的元素代表XML文档所描述的“事件”，比如书籍、
作者和出版商。 

 一个元素由起始标签、元素内容和结尾标签构成。 
         <author>Thomas B. Passin</author> 
用户可以随意地选择标签名，只有很少的限制。 

 元素具有嵌套结构，并且没有约束嵌套的深度。 

 <author> 
      <name>Thomas B. Passin</name> 
      <gender>Male</gender> 
      <phone>+61-7-3875 507</phone> 
</author> 



XML：属性 

 与HTML类似，XML也可拥有属性，即元素名称-值对，
可以表达与元素相同的语义。 
 
 

 属性也可以与元素混合使用，但是不能嵌套。 

 

<author  name=“Thomas B. Passin”  gender=“Male”  
              phone=“+61-7-3875 507”/> 

<author  name=“Thomas B. Passin”  gender=“Male” > 
      <phone>+61-7-3875 507</phone> 
</author> 



XML特性 

 优点： 
 结构化的数据表示方式，使得数据内容与其形式分离。 
 良好的可扩展性，使用者可创建和使用自己的标记，可

定义行业领域特殊的标记语言，进行数据共享和交换。 
 包含文档类型声明，其数据可被任何XML解析器提取、

分析、处理，可以轻松地跨平台应用。 

 缺点： 
 XML是一种元标记语言，任何组织或个人都可以用它

来定义新的标记和标准，容易产生冲突和混乱。 
 XML文档作为数据集合使用时，相当于一个数据库，

确不具备数据库管理系统那样完备的功能。 
 数据是以树状结构存储的，插入和修改比较困难。 



RDF 

 RDF（Resource Description Framework，资源描述框
架）是一种资源描述语言，利用当前的多种元数据标准来
描述各种网络资源，形成人机可读，并可由机器自动处理
的文件。 

 RDF的核心思想： 
利用Web标识符（URI）来标识事物，通过指定的属性和
相应的值描述资源的性质或资源之间的关系。 

 



RDF数据模型 

 RDF的基本数据模型包括资源、属性和陈述。 
 资源（resource）：一切能够以RDF描述的对象都叫

资源，用唯一的URI来表示。 
 属性（property）：用来描述资源的特征或资源之间

的关系，每一个属性都有特定的意义。 
 陈述（statement）：特定的资源加上一个属性和相应

的属性值就是一个陈述，其中资源是主体（subject），
属性是谓词（predicate），属性值是客体（object）。 

 



RDF描述示例 

考查以下陈述的RDF图表示 

这篇文章（Document_001）的作者（Author_001）名为Eric Miller，
他的工作单位是Home, Inc.，他的电子邮件地址是em@home.com，
他的头衔是Dr. 



RDF Schema 

 RDFS是RDF的扩展，它在RDF的基础上提供了一组建模
原语，用来描述类、属性以及它们之间的关系。 
 Class, subClassOf：描述类别层次结构。 
 Property, subPropertyOf：描述属性层次结构。 
 domain, range：声明属性所应用的资源类和属性值类。 
 type：声明一个资源是一个类的实例。 



RDF Schema 

 RDFS是RDF的扩展，它在RDF的基础上提供了一组建模
原语，用来描述类、属性以及它们之间的关系。 
 Class, subClassOf：描述类别层次结构。 
 Property, subPropertyOf：描述属性层次结构。 
 domain, range：声明属性所应用的资源类和属性值类。 
 type：声明一个资源是一个类的实例。 

RDF 



RDF Schema 

 RDFS是RDF的扩展，它在RDF的基础上提供了一组建模
原语，用来描述类、属性以及它们之间的关系。 
 Class, subClassOf：描述类别层次结构。 
 Property, subPropertyOf：描述属性层次结构。 
 domain, range：声明属性所应用的资源类和属性值类。 
 type：声明一个资源是一个类的实例。 

RDF 

RDFS 



RDF Schema示例 

<rdf:Description ID="MotorVehicle"> 
    <rdf:type resource="http://www.w3.org/...#Class"/> 
    <rdfs:subClassOf rdf:resource="http://www.w3.org/...#Resource"/> 
</rdf:Description> 
 
<rdf:Description ID="Truck"> 
    <rdf:type resource="http://www.w3.org/...#Class"/> 
    <rdfs:subClassOf rdf:resource="#MotorVehicle"/> 
</rdf:Description> 
 
<rdf:Description ID="registeredTo"> 
    <rdf:type resource="http://www.w3.org/...#Property"/> 
    <rdfs:domain rdf:resource="#MotorVehicle"/> 
    <rdfs:range rdf:resource="#Person"/> 
</rdf:Description> 
 
<rdf:Description ID=”ownedBy"> 
    <rdf:type resource="http://www.w3.org/...#Property"/> 
    <rdfs:subPropertyOf rdf:resource="#registeredTo"/> 
</rdf:Description> 



RDFS词汇表 

 RDFS允许定义自己的词汇表（vocabulary）： 
 类别集合和属性集合 
 与其它词汇表中词汇的关系 

 词汇表示例： 
 Dublin core terms: creator, date, … 
 FOAF terms: characterization of persons 
 Good relations: e-Commerce terms 
 Creative commons: copyright classes, license 

relations, … 
 schema.org terms: events, organizations, places, 

reviews, … 



RDF(S)特性 

 优点： 
 简单：资源以三元组的形式描述，简单、易控制。 
 易扩展：描述和词汇集分开，具备良好的可扩展性。 
 包容性：允许定义自己的词汇集，并可以无缝使用多种

词汇集来描述资源。 
 易综合：RDF认为一切都是资源，这样很容易综合描述。 

 缺点： 
 不能准确描述语义：同一个概念有多种词汇表示，同一

个词汇有多种含义（概念）。 
 没有推理模型，不具备推理能力。 



RDF(S)特性 

 优点： 
 简单：资源以三元组的形式描述，简单、易控制。 
 易扩展：描述和词汇集分开，具备良好的可扩展性。 
 包容性：允许定义自己的词汇集，并可以无缝使用多种

词汇集来描述资源。 
 易综合：RDF认为一切都是资源，这样很容易综合描述。 

 缺点： 
 不能准确描述语义：同一个概念有多种词汇表示，同一

个词汇有多种含义（概念）。 
 没有推理模型，不具备推理能力。 

    Web Ontology Language (OWL) 



为什么需要Ontology？ 

 Ontology（本体）通过对概念的严格定义和概念与概念
之间的关系来确定概念的精确含义，表示共同认可的、可
共享的知识。 

 对于ontology来说，author，creator和writer是同一个
概念，而doctor在大学和医院分别表示的是两个概念。因
此在语义网中，ontology具有非常重要的地位，是解决语
义层次上Web信息共享和交换的基础。 



本体的定义 

 哲学界：对世界上客观存在物的系统地描述，即存在论。 

 知识工程界： 
 1991/Neches：本体定义了主题领域的词汇的基本术

语和关系，以及利用这些术语和关系构成的规定这些词
汇外延的规则。 

 1993/Gruber：本体是概念模型的明确的规范说明。 
 1997/Borst：本体是共享概念模型的形式化规范说明。 
 1998/Studer：本体是共享概念模型的明确的形式化规

范说明。 



本体的定义 

Studer：本体是共享概念模型的明确的形式化规范说明。 
An ontology is a formal, explicit specification of a shared conceptualization. 

 概念模型 (conceptualization)：本体是通过抽象客观世
界的概念而得到的模型，其表示的含义独立于具体的环境
状态。 

 明确性 (explicit)：本体所使用的概念及使用这些概念的
约束都有明确的定义，没有二义性。 

 形式化 (formal)：本体是计算机可处理的，而非自然语言。 

 共享 (shared)：本体体现的是共同认可的知识，反映的是
相关领域中公认的概念集合，它所针对的是团体而非个体。 



本体的组成：𝑂={𝐶,𝑅,𝐹,𝐴,𝐼} 

 概念 (concept) 或类 (class)：可以指任何事物，从语义
上讲，它表示的是对象的集合。 
 学生、教授、演员、歌手 

 关系 (relation)：描述概念之间的语义关联。 
 part-of、kind-of、instance-of、attribute-of 

 函数 (function)：一类特殊的关系，该关系中的第n个元
素可由前n-1个元素唯一决定。 
 father-of(x, y)表示y是x的父亲 

 公理 (axiom)：代表永真断言。 
 如果A是B的子女，B是C的子女，则A是C的子孙 

 实例 (instance)：某类概念所指的具体个体，即对象。 
 John Smith是概念学生的实例 



OWL 

 OWL (Web Ontology Language，Web本体语言)是在
语义网上表示本体的推荐语言，作为RDF(S)的扩展，其目
的是提供更多原语以支持更加丰富的语义表达并支持推理。 

 OWL的三个子语言： 
 OWL Lite：提供一个分类层次和简单属性约束。 
 OWL DL：提供推理系统，保证计算完备性和可判定性。 
 OWL Full：支持完全自由的RDF语法，但是不具备可

计算性保证。 
表达能力：OWL Lite < OWL DL < OWL Full 



OWL建模原语 

 类运算式 (class descriptions)： 
 枚举 

owl:oneOf 

 属性值约束 
owl:allValuesFrom, owl:someValuesFrom, owl:hasValue 

 属性基数约束 
owl:maxCadinality, owl:minCadinality, owl:cadinality 

 交集、并集、补集 
owl:intersectionOf, owl:unionOf, owl:complementOf 

 类公理 (class axioms)： 
 子类、等价类、不相交类 

rdfs:subClassOf, owl:equivalentClass, owl:disjointWith 



OWL建模原语 

 属性公理： 
 RDFS属性结构 

rdfs:subPropertyOf, rdfs:domain, rdfs: range 

 与其他属性的关系 
owl:equivalentProperty, owl:inverseOf 

 关于属性的全局基数约束 
owl:FunctionalProperty, owl:InverseFunctionalProperty 

 属性的逻辑特征 
owl:TransitiveProperty, owl:SymmetricProperty 

 个体公理： 
 个体同一性 

owl:sameAs, owl:differentFrom, owl:allDifferent 



语义网知识描述语言体系 

 XML (http://www.w3.org/XML/) 提供了一种结构化文
档的表层语法，但没有对文档含义施加任何语义约束 。 

 RDF (http://www.w3.org/TR/2002/WD-rdf-concepts-
20021108/) 是一个关于对象（资源）和它们之间关系的
数据模型，该模型具备简单语义，能够用XML语法表示。 

 RDF Schema (http://www.w3.org/TR/2002/WD-rdf-
schema-20021112/) 是一组描述RDF资源的类和属性的
建模原语，提供了关于这些类和属性的层次结构的语义。 

 OWL (http://www.w3.org/TR/2004/REC-owl-ref-
20040210/) 添加了更多用于描述类和属性的建模原语，
支持更加丰富的语义表达并支持推理。 

http://www.w3.org/XML/
http://www.w3.org/TR/2002/WD-rdf-concepts-20021108/
http://www.w3.org/TR/2002/WD-rdf-concepts-20021108/
http://www.w3.org/TR/2002/WD-rdf-schema-20021112/
http://www.w3.org/TR/2002/WD-rdf-schema-20021112/
http://www.w3.org/TR/2004/REC-owl-ref-20040210/
http://www.w3.org/TR/2004/REC-owl-ref-20040210/


语义网知识描述语言体系 
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知识图谱概念起源 

 知识图谱的概念最早出现于
Google公司的知识图谱项
目，体现在使用Google搜
索引擎时，出现于搜索结果
右侧的相关知识展示。 

 截止到2016年底，Google
知识图谱中的知识数量已经
达到了600亿条，关于1500
个类别的5.7亿个实体，以及
它们之间的3.5万种关系。 



实体、关系和事实 

 实体 (entity)：现实世界中可区分、可识别的事物或概念。 
 客观对象：人物、地点、机构 
 抽象事件：电影、奖项、赛事 

 
 
 
 

 

 关系 (relation)：实体和实体之间的语义关联。 
 BornInCity, IsParentOf, AthletePlaysForTeam 

 事实 (fact)：陈述两个实体之间关系的断言，通常表示为 
(head entity, relation, tail entity) 三元组形式。 



狭义知识图谱 

 狭义知识图谱：具有图结构的三元组知识库。 
 知识库中的实体作为知识图谱中的节点。 
 知识库中的事实作为知识图谱中的边，边的方向由头

实体指向尾实体，边的类型就是两实体间关系类型。 



知识图谱特性 

 知识图谱不太专注于对知识框架的定义，而专注于如何以
工程的方式，从文本中自动抽取或依靠众包的方式获取并
组建广泛的、具有平铺结构的知识实例，最后再要求使用
它的方式具有容错、模糊匹配等机制。 

 知识图谱的真正魅力在于其图结构，可以在知识图谱上运
行搜索、随机游走、网络流等大规模图算法，使知识图谱
与图论、概率图等碰撞出火花。 
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分布式知识表示¹ 

 核心思想：将符号化的实体和关系在低维连续向量空间进
行表示，在简化计算的同时最大程度保留原始的图结构。 
 将实体和关系在向量空间进行表示（向量/矩阵/张量）。 
 定义打分函数，衡量每个三元组成立的可能性。 
 构造优化问题，学习实体和关系的低维连续向量表示。 

¹Wang et al. Knowledge Graph Embedding: A Survey of Approaches and Applications. IEEE TKDE, to appear, 2017.  
http://ieeexplore.ieee.org/document/8047276/ 

 

http://ieeexplore.ieee.org/document/8047276/


分布式知识表示¹ 

 方法类型： 
 位移距离模型 (translational distance models)：采

用基于距离的打分函数来衡量三元组成立的可能性。 
 语义匹配模型 (semantic matching models)：采用基

于相似度的打分函数来衡量三元组成立的可能性。 

¹Wang et al. Knowledge Graph Embedding: A Survey of Approaches and Applications. IEEE TKDE, to appear, 2017.  
http://ieeexplore.ieee.org/document/8047276/ 

 

http://ieeexplore.ieee.org/document/8047276/
http://ieeexplore.ieee.org/document/8047276/
http://ieeexplore.ieee.org/document/8047276/


位移距离模型 

 代表性方法：TransE及其变种 
 head entity + relation = tail entity 

China – Beijing = France – Paris = capital-of 
Beijing + capital-of = China 
Paris + capital-of = France 



位移距离模型 



语义匹配模型 

 代表性方法：RESCAL及其变种 
 matching(relation, composition(head, tail)) 



语义匹配模型 

 代表性方法：神经网络 
 matching via neural network architectures 



语义匹配模型 

 代表性方法：神经网络 
 matching via neural network architectures 



语义匹配模型 



模型训练 

 开放世界假设 (Open World Assumption, OWA)：知识
图谱仅包括正确的事实，那些不在其中出现的事实要么是
错误的，要么是缺失的。 
 Logistic loss 

 
 

 Pairwise ranking loss 
 
 

关键：以何种策略生成负样本。 



模型训练 

 开放世界假设 (Open World Assumption, OWA)：知识
图谱仅包括正确的事实，那些不在其中出现的事实要么是
错误的，要么是缺失的。 
 Logistic loss 

 
 

 Pairwise ranking loss 
 
 

关键：以何种策略生成负样本。 



模型训练 

 封闭世界假设 (Closed World Assumption, CWA)：但
凡未在知识图谱中出现的事实都是错误的。 
 Squared loss 

 
 

等价于分解由知识图谱表示成的三阶张量。 



模型训练 

 封闭世界假设 (Closed World Assumption, CWA)：但
凡未在知识图谱中出现的事实都是错误的。 
 Squared loss 

 
 

等价于分解由知识图谱表示成的三阶张量。 

RESCAL 



提纲 

 概述 

 一阶谓词逻辑表示法 

 产生式规则表示法 

 框架表示法 

 脚本表示法 

 语义网表示法 

 知识图谱中的知识表示 

 分布式知识表示 

 本章小结 

 

 

 



一阶谓词逻辑表示法 

 通过个体、谓词、量词、逻辑联结词来表示事物的状态、
属性等事实性知识，以及事物间因果关系的规则性知识。 
 定义谓词及个体，确定每个谓词及个体的确切含义。 
 依据所要表达的事物，为谓词中的变量赋以特定的值。 
 用逻辑联结词将各个谓词连接起来形成谓词公式。 

 优点：精确性、通用性、自然性、模块化。 

 缺点：表示能力差、管理困难、效率低。 

 



产生式规则表示法 

 产生式系统结构：数据库 + 规则库 + 推理机 
 
 
 
 
 

 数据库：存放已知事实、推理的中间结果和最终结论。 
 规则库：存放与求解问题有关的所有规则。 
 推理机：控制整个系统的运行，决定问题求解的线路。 

 优点：有效性、自然性、一致性、模块化。 

 缺点：效率低、不能表示结构性或层次性知识。 

 

 

数据库 规则库 

推理机 



框架表示法 

 框架是一种描述所论对象属性的数据结构，由框架名、槽、
侧面和值四部分组成。 

 框架类型：类框架 + 实例框架 

 层次结构：子类-subclass of->父类、实例-instance of->类 

 优点：结构化、继承性、自然性、模块化。 

 缺点：不能表示过程性知识、缺乏明确的推理机制。 

 

 

 



脚本表示法 

 脚本是描述特定上下文中的原型事件序列的结构化表示，由
进入条件、角色、道具、场景和结果五部分组成。 

 缺点：表达能力非常有限，表示范围窄，不具备对于对象基
本属性的描述能力，也难以描述复杂事件发展的可能方向。 

 优点：在非常狭小的领域内，脚本表示却可以更细致地刻画
步骤和时序关系，适合于表达预先构思好的特定知识或顺序
性动作及事件。 

 

 

 



语义网表示法 

 语义网提供了一套为描述数据而设计的表示语言和工具，
用于形式化的描述一个知识领域内的概念、术语和关系。 

 

 



语义网表示法 

 XML (http://www.w3.org/XML/) 提供了一种结构化文
档的表层语法，但没有对文档含义施加任何语义约束 。 

 RDF (http://www.w3.org/TR/2002/WD-rdf-concepts-
20021108/) 是一个关于对象（资源）和它们之间关系的
数据模型，该模型具备简单语义，能够用XML语法表示。 

 RDF Schema (http://www.w3.org/TR/2002/WD-rdf-
schema-20021112/) 是一组描述RDF资源的类和属性的
建模原语，提供了关于这些类和属性的层次结构的语义。 

 OWL (http://www.w3.org/TR/2004/REC-owl-ref-
20040210/) 添加了更多用于描述类和属性的建模原语，
支持更加丰富的语义表达并支持推理。 

http://www.w3.org/XML/
http://www.w3.org/TR/2002/WD-rdf-concepts-20021108/
http://www.w3.org/TR/2002/WD-rdf-concepts-20021108/
http://www.w3.org/TR/2002/WD-rdf-schema-20021112/
http://www.w3.org/TR/2002/WD-rdf-schema-20021112/
http://www.w3.org/TR/2004/REC-owl-ref-20040210/
http://www.w3.org/TR/2004/REC-owl-ref-20040210/


知识图谱中的知识表示 

 狭义知识图谱：具有图结构的三元组知识库。 
 知识库中的实体作为知识图谱中的节点。 
 知识库中的事实作为知识图谱中的边，边的方向由头

实体指向尾实体，边的类型就是两实体间关系类型。 



分布式知识表示 

 核心思想：将符号化的实体和关系在低维连续向量空间进
行表示，在简化计算的同时最大程度保留原始的图结构。 
 实体关系表示（向量/矩阵/张量） 
 打分函数定义（距离函数/相似度函数） 
 表示学习（开放世界假设/封闭世界假设） 



谢谢！ 
wangquan@iie.ac.cn 



知识框架学习与融合
刘康

中国科学院自动化研究所



• 什么是Ontology
• 如何自动构建Ontology

• Ontology Learning
• 如何融合多个异构Ontology

• Ontology Matching

目录



• Ontology is the study of 
the nature of being

• Ontologies 是（特定领域
）信息组织的一种形式

Ontology



• 本体(Ontology)通过对于概念(Concept)、术语(Terminology)及其相
互关系(Relation, Property)的规范化(Conceptualization)描述，勾画
出某一领域的基本知识体系和描述语言

Ontology是什么

Root

Concept Concept

Concept Concept Concept

Instance InstanceInstanceInstance……

……

……

Subclass Subclass Subclass

InstanceOf InstanceOf InstanceOf InstanceOf InstanceOf

Attribute Relation

Attribute Relation

Ontology



Ontology是什么

Ontology	Matching



•Conceptualization
•Abstract model (concepts)
•指某一概念系统所蕴涵的语义结构，它是对某一事实结构的一组非正式的
约束规则。它可以理解和/或表达为一组概念（如实体、属性、过程）及其
定义和相互关系

•Explicit
•The concepts are explicitly defined

•Formal
•Machine readable

•Shared
•Accepted by a group and not private to some individual

Ontology是什么



Ontology 例子



Ontology 例子



Various Forms of Ontologies



• 消歧

Ontology应用



Ontology应用



Ontology应用





• Ontology：共享概念化的规范，涉及概念、关系和公理三个要素
• Knowledge：服从于ontology 控制的知识单元的载体

Ontology vs. Knowledge Base

Ontology Knowledge Base



知识的其他组织形式

Folksonomy



知识的其他组织形式

Taxonomy



•Ontology
•树状结构，不同层节点之间是严格的IsA关系
•优点：可以适用于知识的推理
•缺点：无法表示概念的二义性（运动员：体育？人物？）

•Taxonomy
•树状结构，上下位节点之间非严格的IsA关系
•优点：可以表示概念的二义性（体育—>运动员）
•缺点：不适用于推理，无法避免概念冗余（餐厅：美食？机构？地点？）

•Folksonomy
•类别标签，更加开放
•优点：能够涵盖更多的概念
•缺点：如何进行标签管理？

知识的其他组织形式



• 目前的知识资源多是采用Folksonomy与Taxonomy相结合的组织形式
• 但是能够覆盖的类别还很少

• 这些开放式类别标签存在冗余、不规范的问题，标签之间也缺乏关联
• 体育、人物
• 1980年、购房、房产、房地产……

知识的其他组织形式

全部 含有开放分类(Folksonomy)的页面数比例

互动百科 70.19%

百度百科 64.38%



• Semantic Annotation
• Semantic annotation is the process of annotating a document 
with ontology elements

• Ontology Population
• Ontology population adds instances to a given ontology

• Ontology Learning
• Constructing Ontology

几个概念



• 手工构建Domain Ontology费时费力
• 自动构建

• 目前还不能直接使用
• 但是可以节省人力

Ontology Learning

Ontology	Learning	on	Different	Level

• Concept Extraction （节点）
• Taxonomical Relation Extraction （关系）
• No-taxonomical Relation Extraction  （属性）



Ontology Extraction from (Semi-)Structured 
Data



Ontology Extraction from (Semi-)Structured 
Data





Ontology Extraction from (Semi-)Structured 
Data



Ontology Extraction from Texts



• Terms Extraction
• Single words or multi-words expression
• Linguistic methods

• POS + Patterns: N-N, Adj-N
• Statistical methods

• N-grams with high frequencies
• TFIDF
• High frequencies in in-domain and low frequencies in out-
domains

Terminology



Terminology

Text	To	Onto	Term	Extraction



• Clustering：Semantic Terms Similarity
• Character based Similarity: 编辑距离
• 利用外部资源：WordNet、HowNet、同义词词林
• 基于统计的方法

• 基本假设（distributed representation）：语义相同的词（
Terms）具有相同的上下文

Synonyms



•Synset： WordNet 将英语的名词、动词、形容词、和副词组织为Synsets，
每一个Synset表示一个基本的词汇概念

• 概念关系
• 同义关系
• 反义关系
• 上位关系
• 下位关系
• 整体关系（名词）
• 部分关系（名词）
• 蕴含关系（动词）
• 因果关系（动词）
• 近似关系（形容词）

WordNet



• Heuristic Patterns
• such NP as {NP,}*{or|and} NP

• such games as baseball and cricket
• NP {,NP}* {,} {and¦or} other NP

• rabbits and other animals (rabbits and other pets)
• NP {,} including {NP,}* {or¦and} NP

• fruits including apples and pears
• NP {,} especially {NP,}* {or¦and} NP

• Europeans, especially Italians (US presidents, especially democrats) 
• NP is a NP

• A kangaroo is an animal living in Australia
• a NP {named¦called} NP

• Japanese people like to play a game called Go

Concept and Concept Hierarchies



• NP. The NP
• John loves his Ferrari. The car …

• NP and other NP
• universities and other institutions

• NP such as NP
• sports such as tennis

• Among NP, NP
• Among all musical instruments, violins are ...

• NP {except for¦other than} NP
• Employees except for managers suffer from ...

Concept and Concept Hierarchies



• Learned Patterns
• Pattern Confidence

Concept and Concept Hierarchies

Patterns Instance

P1 P2 P3 P4

N2 N3 N4 N5N1

Radom	Walking



Radom Walking
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Radom Walking
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Ranking vector 



Radom Walking
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Radom Walking
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Radom Walking

P1 P2 P3 P4

N2 N3 N4 N5N1



• GeoNames

已有的Ontology



• DBpedia Ontology

已有的Ontology



• Taxon Concept Ontology
• Knowledge Organization System (KOS)
• …

已有的Ontology



Ontology定义不统一

互动百科

百度百科

分类体系不统一

属性定义不统一



统一标准：Schema.org



Ontology Matching



• 任务定义
• 给定两个本体 和 ,    和 分别是两个本体中元素（实体，关系
），本体对齐的目标是建立三元组 ， 为两个本体中元
素之间的关系，例如：

Ontology Matching



例子



例子



例子



例子



例子



例子：Two Schema



例子：Two Schema



应用：信息融合

互动百科

百度百科



应用：多知识库问答

Which song are performed by person who was born in New York and played a role in Valentine’s Day

music KB people KB movie KB



应用：多知识库问答

北京群星艺术学校毕业并且演过十七岁不哭的
男演员身高有多少？

<x, dbr:毕业院校, dbo:北京群星艺术学校>

<x, dbr:主演, dbo:十七岁不哭>

<x, dbr:身高, y？>

？
？



评测：OAEI (Ontology Alignment Evaluation 
Initiative)



方法

核心问题：语义匹配
•字符
•结构
•语义





• String equality
• Hamming Distance

• Substring test
• Substring Similarity

• Prefix: net=network; hot=hotel
• Suffix: ID = PID; word=sword

• N-gram Similarity
• Edit Distance
• Token based Distance

String-based Methods



• Linguistic Normalization 
• Tokenization

• Hands-Free_Kits       <hands, free, kits>
• Lemmatization

• Kits      Kit
• Elimination

• Stop words list: a, the, by, type of, their, from

Language based Methods



• Sense-based: WordNet
• A ⊑ B if A is a hyponym or meronym of B

• Brand ⊑ Name
• A ⊒ B if A is a hypernym or holonym of B

• Europe ⊒ Greece
• A = B if they are synonyms

• Quantity =  Amount
• A ⊥ B if they are antonyms or the siblings in 

the part of hierarchy
• Microprocessors ⊥  PC Board

Linguistic resources 



• 利用internal structures (property 信息）
• property
• datatype
• domain
• …

Constraint-based methods



• 基本假设
• If the neighbors of two nodes of the two ontologies are 
similar, they will be more similar.

Graph-based techniques 



• 如果两个非叶节点的孩子节点是可以对齐的，那么这两个非叶节点也应该对齐
• 如果两个非叶节点的孩子节点(叶节点)是可以对齐的，即使他们的孩子节点（非叶
结点）不相似，那么这两个非叶节点也应该对齐

Taxonomy-based techniques 



• Structural topological dissimilarity

• Upward co-topic similarity

相似度计算方法

The	set	of	superclasses	of	c

is	the	number	of	intermediate	edges	between	e	and	c



• Probabilistic Matching

Model-based techniques 



• 全局寻优、联合推断：贝叶斯网

Global Methods: Bayesian networks



Sequential composition



Parallel composition



已有的系统



• Cupid (U. of Washington, Microsoft Corporation and U. of Leipzig)
• S-Match (U. of Trento)
• OLA (INRIA and U. de Montreal)
• Falco-AO (China Southwest U.)
• RiMoM (Tsinghua U.)
• ASMOV (INFOTECH Soft, Inc., U. of Miami)
• LogMap (U. of Oxford)
• eTuner (U. of lllinois and The MITRE Corporation)
• …

已有的系统



RiMOM

concept2concept
concept2property
property2property



•本节课介绍了
•Ontology
•Ontology Learning
•Ontology Mapping

•挑战
•NLP技术面临巨大的挑战
•Large Scale
•Efficiency
•背景知识
•多系统融合
•融入人工（小样本学习）
•结果的可解释性
•Crowdsourcing

小结



Ontology Matching 

1. Applications
2. The matching problem
3. Methodology
4. Classification
5. Basic similarity measures
6. Global matching methods
7. Strategies
8. Systems
9. Evaluation
10. Representation
11. User involvement
12. Processing

http://book.ontologymatching.org
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提纲

引言

信息抽取概述

中文分词

命名实体识别

开放域实体识别



知识图谱中的四个关键问题

知识体系（表示）

知识获取

知识服务

知识集成



生命周期—知识获取

输入：
领域知识本体

海量数据：文本、垂直站点、百科

输出：领域知识
实体集合

实体关系/属性

主要技术：
信息抽取

文本挖掘

信息抽取是自然语言处理中的关键技术



自然语言处理发展历程（1）

50-60年代：自然语言处理研究领域是作为人工智能的应用
发展起来的

最早的自然语言理解方面的研究工作是机器翻译，20世纪
60年代，国外对机器翻译曾有大规模的研究

普遍采用基于规则的方法，或者基于知识库的方法，在限
定领域取得成功

但人们低估了自然语言的复杂性，在开放领域遇到很大的
困难

1966年，美国科学院语言自动处理咨询委员会公布了
《语言与机器》，否定了机译的可行性



自然语言处理发展历程（2）

90年代开始：随着大规模词典和真实语料库的研制，给自然
语言处理领域的研究带来了巨大变化

基于语料库的统计自然语言学习成为一种重要的方法

自然语言处理系统面向大规模真实文本的处理，研制的系
统开始面向实用

机器翻译：统计机器翻译

信息抽取：系统并不要求能对自然语言文本进行深层
理解，而是从中抽取一些有用信息，作为自然语言部
分理解的一种形式

统计自然语言学习方法受限于训练集的规模，过拟合问题
严重，推广能力不足



自然语言处理发展历程（3）

近几年

深度学习方法基于分布学习词语的语义，在自然语言处理
的很多任务中取得了很好的效果。

基于深度学习的自然语言处理方法

神经机器翻译

随着Web2.0的普及，网络上积累了规模巨大的User
Generated Content，为建立大规模知识库奠定基础

基于知识的方法在开放域自然语言处理处理任务中的
应用成为可能

基于知识的方法和基于统计的方法的融合受到关注



提纲

引言

信息抽取概述

中文分词

命名实体识别

开放域实体识别



背景

互联网的迅速普及和发展
信息资源极大丰富

但“信息过载”问题日趋严重

迫切需要快速、准确获取信息的技术手段
信息抽取技术应运而生

文本信息抽取

自然语言文本信息抽取



信息抽取定义

信息抽取定义(Grishman, 1997)

从自然语言文本中抽取指定类型的实体、关系、事件等事实信息，
并形成结构化数据输出的文本处理技术

Making information more machine-readable (Wu, 2010)



信息抽取定义

信息抽取定义(Grishman, 1997)

从自然语言文本中抽取指定类型的实体、关系、事件等事实信息，
并形成结构化数据输出的文本处理技术

Making information more machine-readable (Wu, 2010)



信息抽取的主要任务

信 息 抽 取

关系抽取 事件抽取

实体识别
与抽取

实体消歧



信息抽取的目标示例

2011年4月11日17点16分，日本东北部的福岛和茨城地区发生里氏7.0级强
烈地震（震中北纬36.9度、东经140.7度，即福岛西南30公里左右的地方，
震源深度10公里，属于浅层地震）当局已经发布海啸预警震后约30分钟后
在日本海地区发生巨型海啸，同时造成福岛核电站出现核泄漏震后第十天，
国际原子能机构对于日本政府反应迟钝进行了谴责

浅层地震

话题
日本地震

地震事件
名称：日本福岛地震
震级：7.0级
地区：日本福岛和茨城
震中：北纬36.9度，东经140.7度
震源深度：10km

性质：浅层地震

海啸事件
名称：日本海啸
时间：震后30分钟
地区：日本海
性质：巨型海啸

核泄漏事件
名称：日本核泄漏
时间：震后两天
地区：福岛核电站
影响范围：30平方公里
相关事件：切尔诺贝利

观点
持有者：国际原子能机构
对象：日本政府
原因：福岛核泄漏
倾向性：谴责

海啸

福岛核电站

国际原子能
机构

福岛



信息抽取的历史(1/2)

信息抽取的研究最早于上世纪70年代末期

最早的信息抽取系统于上世纪80年代中期面世，由路透社研
制的JASPER，用作向金融从业者提供结构化的金融新闻



信息抽取的历史 (2/2)

MUC（Message Understanding Conferences, 1987-1997）
由美国国防高级研究计划委员会DARPA资助

主要是英文，后两届扩展到中文

任务命名实体识别，共指消解，模板关系抽取等等

ACE（Automatic Content Extraction, 1999-2008 ）
由美国国家标准与技术研究所NIST主办

2009起，ACE变成了TAC（Text Analysis Conference）的一项子任务

英文、中文、阿拉伯文等

任务命名实体识别，关系抽取，事件抽取等等

TAC-KBP(Knowledge Base Population)子任务 (2009-今)

实体链接、属性抽取

事件、事件关系抽取



小结

封闭语料开放语料：限定领域、新闻语料Web页面

限定类别开放类别：有限类别的实体、关系、事件维基百科条目

文本内信息抽取与真实世界关联

时间 评测阶段 任务 语料

1987-1993 MUC1-MUC5 命名实体识别，共指消解，模板关系
抽取等等

限定领域文本
(海军军事情报、恐怖袭击)

1995-1997 MUC6-MUC7 模板填充、命名实体识别、共指关系
确定等

限定领域文本
(人事职位变动、飞机失事)

1999 ACE-Pilot----

ACE-1

命名实体识别 新闻语料

2002 ACE2 命名实体识别、关系识别与描述等 新闻语料

2003-2007 ACE2003-

ACE2007

命名实体识别、关系识别与描述、时
间表达式识别、事件抽取等

新闻语料、对话语料

2009-2017 TAC1-TAC7 实体链接、属性抽取、关系抽取
事件抽取、事件关系抽取

新闻语料、Web页面



提纲

引言

信息抽取概述

信息抽取的基础：分词和词性标注

命名实体识别

开放域实体识别



什么是中文分词

中文以字为基本书写单位，词语之间没有明显的区分标记

通俗的说，中文分词就是要由机器在中文文本中词与词之
间加上标记。
输入：我是学生。

输出：我/是/学生/。

输入：知识图谱和深度学习是人工智能的两个核心技术。

输出：知识图谱/和/深度学习/是/人工智能/的/两个/核心/技术。

和中文相比，英语切分问题较为容易。



什么是词性标注

Part-of-speech （POS） tagging （词性标注）：消除词性兼
类歧义，即确定当前上下文中每个词是名词、动词、形容
词或其他词性的过程。

这个/rz 人/n 什么/ry 都/d 好/a，/wd 就/d 是/vshi 好/V
赌博/vn 。/wj

例子：

名词和动词兼类：爱好，把握，报道

形容词和名词兼类：本分，标准，典型

形容词和动词兼类：抽象

名词和量词：行

形容词和副词：真



分词的重要性

分词是汉语句子分析的基础

中文的语义与字词的搭配相关

唐朝时，一个穷人到他朋友家去玩，这个穷人非常的聪明。有一天，下起
了雨，他朋友想让他快点回去，不好意思说，于是，写了一封信，但没加
标点。原话是：下雨天留客天留人不留。他朋友的意思是：下雨天留客，
天留人不留。没想到，这位聪明的穷人在信中加了标点，意思全变了：下
雨天，留客天，留人不？留！其它分词方法：

1、下雨天留客，天留，我不留。
2、下雨天，留客，天留，我不留。
3、下雨天留客，天留我不？留！
4、下雨天，留客天，留我不留？
5、下雨天，留客天，留我？不留！
6、下雨天留客，天！留我不？留！



分词的重要性

词语的分析具有广泛的应用，互联网绝大多数应用都需要
分词，典型应用实例

汉字处理：拼音输入法、手写识别、简繁转换 …

信息检索：Google 、Baidu …

内容分析：机器翻译、广告推荐、内容监控 …

语音处理：语音识别、语音合成 …

…



中文分词的难点

汉语分词规范



中文分词的难点

汉语分词规范

汉语中，字、词、词素和词组的界限模糊

象牙 兔牙

吃饭 吃鱼 吃羊肉 吃羊肉串

新华社25日讯

花草、房顶、小鸟、担水、一层



中文分词的难点

歧义切分字段处理

交集型歧义：对于汉字串ABC，AB、BC同时成词

例如：研究生物、从小学起、中国产品质量、部分居
民生活水平、大学生、为人民工作等都是交集型歧义

内塔内亚胡/说/的/确实/在理

内塔内亚/胡说/的确/实在/理

中国人/为了/实现/自己/的梦想

中国/人为/了/实现/自己/的/梦想



中文分词的难点

歧义切分字段处理

组合型歧义：对于汉字串AB，A、B、AB同时成词

门/ 把/ 手/ 弄/ 坏/ 了/ 。

门/ 把手/ 弄/ 坏/ 了/ 。

这个人/手上有痣

我们公司/人手/充足

例如：才能、现在、学生会、将来等都是组合型歧义



中文分词的难点

歧义切分字段处理

真歧义：歧义字段在不同的语境中确实有多种切分形式

乒乓球拍/卖/完了

乒乓球/拍卖/完了



中文分词的难点

未登录词识别

实体名词和专有名词

中国人名：李素丽、老张、李四、王二麻子、李爱国、
张建国、高升、高山

中国地名：定福庄、白沟、三义庙、韩村、河马甸

翻译人名：乔治·布什、叶利钦、包法利夫人、酒井
法子

翻译地名：阿尔卑斯山、新奥尔良、约克郡

机构名 ：方正公司、联想集团、国际卫生组织、外
贸部

商标字号：百度、乐视、小米 、苹果、非常可乐 、
乐凯、波导、杉杉、同仁堂



中文分词的难点

未登录词识别

专业术语和新词语

专业术语：万维网、主机板、模态、逻辑、贝叶斯算
法、卷积神经网络、深度学习、知识图谱、人工智能、
循环神经网络

缩略语：一带一路、发改委、三个代表、五讲四美 、
打假、扫黄打非、计生办

新词语：老铁、扎心了、 666 、 555 、 333 、微博、
微信、王者荣耀、撸啊撸、给力、点赞、广场舞、尬
舞、尬聊、直播、网红脸、喊麦、美刀



中文分词结果的评价

两种测试

封闭测试和开放测试

开放测试指的是测试样本不属于训练样本集合，否则
称为封闭测试；

封闭测试相当于考试试题都出自于学习过的书本，实
际上，通过机械记忆小样本的封闭测试取得100%的
精度不存在任何问题。

专项测试和总体测试

专项测试是对特定领域或者特定类型的样本进行测试，
反之成为总体测试

总体测试能反映分词系统的综合效果，专项测试可以
反映分词系统针对某个特定领域或者特定类型文本的
效果



中文分词结果的评价

评价指标

正确率(Correct ratio/Precision, P )：测试结果中正确
切分或标注的个数占系统所有输出结果的比例。假设系
统输出N个，其中，正确的结果为n个，那么，



中文分词结果的评价

评价指标

召回率 (Recall ratio, R ): 测试结果中正确结果的个数占
标准答案总数的比例。假设系统输出N 个结果，其中，
正确的结果为n个，而标准答案的个数为M 个，那么，



中文分词结果的评价

评价指标

F-值(F-Measure): 正确率与召回率的综合值。计算公式
为：

一般地，取 =1，即



中文分词结果的评价

评价指标



中文分词结果的评价

例子：假设某个汉语分词系统在一测试集上输出5000个分
词结果，而标准答案是4000 个词语，根据这个答案，系统
切分出来的结果中有3000个是正确的。那么：



中文分词的方法

方法分类
有词典切分/无词典切分

 在分词的过程中使用词典的方法是有词典切分，反之是无词典
切分

 有字典切分的方法一般是基于规则的，无词典切分的方法一般
是基于统计的

基于规则的方法/基于统计的方法

 基于规则的方法不需要标注训练语料，能直接根据词典和规则
进行分词

 基于统计的方法需要标注训练语料训练模型

 基于统计的方法可以分为生成式统计分词和判别式统计分词



基于字典的分词方法

方法概述：按照一定的策略将待分析的汉字串与一个充分大的
词典中的词条进行匹配，若在词典中找到某个字符串，则匹配
成功

典型方法
正向最大匹配法

反向最大匹配法

最短路径法（最少分词法）

举例
句子：中医治白癜风 词典：中、医、治、中医、医治、白癜风

正向最大匹配法：中医 / 治 / 白癜风

反向最大匹配法：中 / 医治 / 白癜风

最短路径法：

独立自主 / 和平 / 等 / 互利 / 的 / 原则

独立自主 / 和 / 平等互利 / 的 / 原则



基于字典的分词方法

正向最大匹配（Forward Maximum Matching，FMM）
(1) 令i=0，当前指针pi指向输入字串的初始位置，执行下面的操作：

(2) 计算当前指针pi 到字串末端的字数（即未被切分字串的长度）n，
如果n=1，转(4)，结束算法。否则，令m=词典中最长单词的字数，如
果n<m, 令m=n；

(3)从当前pi 起取m个汉字作为词wi，判断：

(a) 如果wi确实是词典中的词，则在wi后添加一个切分标志，转(c)；

(b) 如果wi不是词典中的词且wi的长度大于1，将wi从右端去掉一个

字，转(a)步；否则（wi的长度等于1），则在wi后添加一个切分

标志，将wi作为单字词添加到词典中，执行(c)步；

(c) 根据wi的长度修改指针pi的位置，如果pi指向字串末端，转(4)，

否则，i=i+1，返回(2)；

(4) 输出切分结果，结束分词程序。



基于字典的分词方法

最短路径法
算法概述：

(1) 相邻节点vk-1, vk之间建立有向边<vk-1, vk>，边对应的词默认为
ck( k =1, 2, …, n)。

(2) 如果w= cici+1…cj (0<i<j<=n) 是一个词，则节点vi-1, vj之间建立
有向边<vi-1, vj>，边对应的词为w。

(3) 重复步骤(2)，直到没有新路径(词序列)产生。

(4) 从产生的所有路径中，选择路径最短的(词数最少的)作为最终分词
结果。



基于字典的分词方法

优点

程序简单易行，开发周期短；

仅需要很少的语言资源（词表），不需要任何词法、句
法、语义资源；

缺点

歧义消解的能力差：基于规则的，很容易错误；

切分正确率不高。



基于统计的分词方法：生成式方法

原理：首先建立学习样本的生成模型，再利用模型对预测
结果进行间接推理

典型算法：

HMM, PCFG等

马尔可夫(Andrei Andreyevich Markov)

前苏联数学家。切比雪夫(1821年5月16日～1894年12月
8日)的学生。在概率论、数论、函数逼近论和微分方程等
方面卓有成就。他提出了用数学分析方法研究自然过程的
一般图式—马尔可夫链，并开创了随机过程(马尔可夫过
程)的研究。



马尔可夫模型

存在一类重要的随机过程（马尔可夫过程）：如果一个系
统有 N 个状态 S1, S2,…, SN, 随着时间的推移，该系统从某一
状态转移到另一状态。如果用 qt 表示系统在时间 t 的状态变
量，那么，t 时刻的状态取值为 Sj (1 jN) 的概率取决于前
t-1 个时刻 (1, 2, …, t-1) 的状态，该状态的概率为：

),,|( 21 ktitjt SqSqSqP  



马尔可夫模型：假设

假设1：一阶马尔可夫假设

如果在特定情况下，系统在时间t 的状态只与其在时间t-1 
的状态相关，则该系统构成一个离散的一阶马尔可夫链：

假设2：不动性假设

如果只考虑上述公式独立于时间t 的随机过程， 状态与时
间无关，那么：

)|(),,|( 121 itjtktitjt SqSqPSqSqSqP   
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马尔可夫模型：状态表示

马尔可夫链可以表示成状态图（转移弧上有概率的非确定
的有限状态自动机）

零概率的转移弧省略

每个节点上所有发出弧的概率之和等于1



马尔可夫模型：状态序列的概率

状态序列 的概率：

其中， 为初始状态的概率

TSS ,,1 
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马尔可夫模型：例子

1 2 1 3 2( , , ) ( ) ( | ) ( | )P t i p P S t P S i S t P S p S i       

= 1.0×0.3×0.6

= 0.18



隐马尔可夫模型

隐马尔可夫模型(Hidden Markov Model, HMM)  

创建于20世纪70年代，是美国数学家鲍姆(Leonard E. 
Baum)等人提出来的。隐马尔可夫模型是关于时序的概率模
型，是一个双重随机过程。

描述由一个隐藏的马尔可夫链随机生成不可观察的状态随机
序列(state sequence)，再由各个状态生成一个观察，从而产
生随机观察序列（observation sequence )的过程，序列的
每一个位置又可以看作是一个时刻。



隐马尔可夫模型：例子

房间里有N个盒子，每个盒子中有M种不同颜色的球。一
实验员进入房间根据某一概率分布选择一个盒子，然后根据
盒子中不同颜色球的概率分布随机取出一个球，并向房间外
的人报告该球的颜色。

对房间外的人：可观察的过程是不同颜色球的序列，而盒
子的序列是不可观察的。

每只盒子对应HMM中的一个状态；球的颜色对应于
HMM中状态的输出。



隐马尔可夫模型：图解



隐马尔可夫模型：HMM的组成

状态集合：模型中的状态数为N（盒子的数量）

观察集合：从每一个状态可能输出的不同的符号数M(不同
颜色球的数目)

状态转移概率矩阵：A＝aij (aij 为实验员从一个盒子(状态Si) 
转向另一个盒子(状态Sj ) 取球的概率)。其中,
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隐马尔可夫模型：HMM的组成

观察概率矩阵B，处于状态 的条件下生成观察 的概率
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隐马尔可夫模型：HMM的组成

初始状态的概率分布π：
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参数集合

为了方便，一般将HMM记为：

或者

基本假设

一阶马尔可夫性假设： 隐马尔可分链t的状态只和t-1状
态有关

观察独立性假设：观察值和当前时刻状态有关

隐马尔可夫模型：假设



隐马尔可夫模型：生成观察序列

给定模型 ，生成观察序列

(1) 令t=1

(2) 按照初始状态分布𝜋产生状态

(3) 按照状态 的观察概率分布 生成

(4) 按照状态 的状态转移概率分布 产生状态 ，

(5) 令t=t+1；如果t<T，转步(3)；否则，终止

),,(  BA
TOOOO ...21



隐马尔可夫模型：三个问题

在给定模型 和观察序列O＝O1O2 …OT 的情况下，
怎样快速计算概率 ？（概率计算问题）

在给定模型 和观察序列O＝O1O2 …OT的情况下
，如何选择在一定意义下“最优” 的状态序列
，使得该状态序列 “最好地解释”观察序列O＝O1O2 …OT ？
（预测问题）

给定一个观察序列O＝O1O2 …OT ，如何根据最大似然估计
求模型的参数值？即如何调节模型 的参数，
使得 最大？（学习问题）
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在给定模型 和观察序列O＝O1O2 …OT 的情况下，怎
样快速计算概率 ？

对于给定的状态序列 ， ？

隐马尔可夫模型：概率计算问题
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一阶马尔可夫假设

观察独立假设

遍历所有路径



隐马尔可夫模型：概率计算问题

S
ta

tes

S1

S2

S3

SN

3 T21

Time, t

如果模型=(A, 
B, ) 有 N 个
不同的状态，
时间长度为 T，
那么有 NT 个
可能的状态序
列，搜索路径
成指数级组合
爆炸。

时间复杂度：O(TNT)

如何降低时间复杂度：动态规划，利用递推算法提高计算效率



前向算法：

前向变量定义： 给定隐马尔可夫模型 ， 定义到时刻t的
部分观察序列为： ， 且状态为 的概率为前向
概率，记作：

如果可以高效地计算 ，就可以高效地求得

递推公式

递推顺序：

隐马尔可夫模型：概率计算问题
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T时刻输出观察序列O1O2
…OT

且状态为Si的概率，再求和



隐马尔可夫模型：概率计算问题

前向算法示意图：



隐马尔可夫模型：概率计算问题

前向算法

初始化：

循环计算：

结束，输出：



隐马尔可夫模型：概率计算问题

算法的时间复杂度

每计算一个 , 必须考虑从t-1 时的所有N个状态转
移到状态Si 的可能性，时间复杂性为O(N)

对应每个时刻t，要计算N个前向变量：

所以时间复杂性为：

又因t= 1, 2, …, T，所以前向算法总的复杂性为：



减少计算量的原因：递推计算中，每一次计算直接引用前一
个时刻的计算结果，避免重复计算。

隐马尔可夫模型：概率计算问题



例子

设时间长度为T=3（取了3次球）

观察序列O=（红，白，红）

试用前向算法计算P

(1)计算前向向量的初值

隐马尔可夫模型：概率计算问题



(2) 递推计算

(3) 终止

隐马尔可夫模型：概率计算问题



隐马尔可夫模型：概率计算问题

后向算法

后向变量：定义后向变量 是在给定模型 和
假定在时间t 状态为Si 的条件下，模型输出观察序列

的概率：

与前向变量一样，运用动态规划计算后向量：

从时刻t到t+1，模型由状态Si转移到状态Sj，并从Sj

输出Ot+1

在时间t+1，状态为Sj的条件下，模型输出观察序列

（递推定义）



隐马尔可夫模型：概率计算问题

后向算法

第一步的概率：

第二步的概率按后向变量的定义为：

于是，有递推关系：

归纳顺序：



隐马尔可夫模型：概率计算问题

后向算法：

…

S2

S1

S3

…
…

SN

St

t t+1

)(1 jt+b)(itb

Ot Ot+1



隐马尔可夫模型：概率计算问题

后向算法-算法描述

初始化：

循环计算：

结束，输出：

时间复杂度：



隐马尔可夫模型：预测问题

在给定模型 和观察序列O＝O1O2 …OT的情况下，
如何选择在一定意义下“最优” 的状态序列 ，使得该
状态序列 “最好地解释”观察序列O＝O1O2 …OT ？（预测问
题）

解释不是唯一的，关键在于如何理解“最优”的状态序列？

一种解释是：状态序列中的每个状态都单独地具有概率，
针对每个时刻t都找到具有最大概率的状态，顺序连接每
个时刻具有最大概率的状态，进而得到“最优”状态序列

另一种解释是：不单独考虑每个时刻的状态，而是考虑到
达t时刻的状态序列的概率，从不同的状态序列中找到具
有最大概率的状态序列，进而得到“最优”状态序列

),,(  BA

Tqqq 21
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隐马尔可夫模型：预测问题的解释之一

状态序列中的每个状态都单独地具有概率，针对每个时刻t
都找到具有最大概率的状态，顺序连接每个时刻具有最大
概率的状态，进而得到“最优”状态序列。

即对于每个时刻 t ( 1 t  T )，寻找 qt 使
最大

分子部分：把这个事件进行拆分，按状态i分成前后两部分
，可以得到前后两部分

),|()(  OSqPi itt 

)|(
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HMM 的输出序列 O，并且在时间 t

到达状态 i 的概率。

分子

分母



隐马尔可夫模型：预测问题

前面的部分：模型在时间t 到达状态i, 并且输出
。根据前向变量的定义，实现这一步的概率为

后面的部分：从时间t，状态Si 出发，模型输出
。根据后向变量定义，实现这一步的概率为

所以

而 与时间t 的状态无关，因此：

所以

分子部分

分母部分



隐马尔可夫模型：预测问题

这种理解会遇到的问题：每一个状态单独最优不一定使整
体的状态序列最优，可能两个最优的状态 和 之间
的转移概率为0，即
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隐马尔可夫模型：预测问题

这种理解会遇到的问题：每一个状态单独最优不一定使整
体的状态序列最优，可能两个最优的状态 和 之间
的转移概率为0，即

tq


1tq


0
1
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隐马尔可夫模型：预测问题

这种理解会遇到的问题：每一个状态单独最优不一定使整
体的状态序列最优，可能两个最优的状态 和 之间
的转移概率为0，即

tq


1tq


0
1


ttqqa 



隐马尔可夫模型：预测问题的解释之二

给定模型 和观察序列O 的条件下求概率最大的状态序列

Viterbi algorithm: 动态搜索最优状态序列

Viterbi 变量 的定义：时间 t 时，HMM 沿着某

一条路径到达 Si，并输出观察序列 的最大概
率：

递推计算：

),|(maxarg OQPQ
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前向概率：输出序列 ，
并且在时间 t 到达状态 的概率
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隐马尔可夫模型：预测问题

Viterbi 算法

初始化：

概率最大的路径变量：

递推计算：

NiObi ii  1,)()( 11 
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计算概率：

求解最优
状态：

t时刻HMM沿着某一条路径到达Sj，
并生成O1O2…Ot的最大概率，等于
t-1时刻HMM沿着某一条路径到达
Si，并生成O1O2…Ot-1的最大概率

1时刻先找一个输出为O1的最大概率的状态

记录这个最佳状态



隐马尔可夫模型：预测问题

Viterbi 算法

结束：

通过回溯得到路径：

时间复杂度：
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结束时刻T，HMM沿着某一条路径到达Si，并
生成O1O2…OT的最大概率



隐马尔可夫模型：预测问题

对比

参数为 ,输出序列 ，并且在时间 t 到达状态 的概率

参数为 ,在时间 t 从状态 出发， 输出序列 的概率

参数为 ,输出序列 ， 并且在时间 t 到达状态 的概率

参数为 ，在时间 t 时，HMM 沿着某一条路径到达状态 ，并输出观察序
列 的最大概率



隐马尔可夫模型：预测问题

对比



隐马尔可夫模型：预测问题

Viterbi 搜索算法-例子

观察序列O=（红，白，红），试求最优状态序列，即最优路
径

初始化： 在t=1时， 对每一个状态Si， i=1,2,3， 求状态Si观
测Q1为红的概率， 记为：



隐马尔可夫模型：预测问题

Viterbi 搜索算法-例子

在t=2时， 对每一个状态Si， i=1,2,3， 求在t=1时状态
为j观测Q1为红并在t=2时状态为Si观测Q2 为白的路径的
最大概率， 记为

同时， 对每个状态Si，记录概率最大路径的前一个状态j



隐马尔可夫模型：预测问题

Viterbi 搜索算法-例子

计算：

同样，在t=3时



隐马尔可夫模型：预测问题

Viterbi 搜索算法-例子

以P*表示最优路径的概率：

最优路径的终点是：

由最优路径的终点 ， 逆向找到 ,
在t=2时，

在t=1时，

于是求得最优路径， 即最优状态序列：



隐马尔可夫模型：预测问题

Viterbi 搜索算法-例子



隐马尔可夫模型：学习问题

给定一个观察序列O＝O1O2 …OT ，如何根据最大似然估计
求模型的参数值？即如何调节模型 参数，
使 得 最大？（学习问题）

有监督学习的方法：假设训练数据是包括观测序列O和对应
的状态序列 ，则可以利用最大似然估计来计算
模型的参数

),,(  BA
)|( OP



隐马尔可夫模型：学习问题

有监督学习的方法

其中， 为克罗奈克(Kronecker) 函数，当x= y 时,                     

, 否则 。

类似地，

其中，vk 是模型输出符号集中的第k 个符号。

初始状态概率 的估计 为S个样本中初始状态为 的频
率



隐马尔可夫模型：学习问题

无监督学习方法

假设训练数据中只包括观测序列O，没有对应的状态序列

,，此时只能利用期望值最大化算法（
Expectation-Maximization, EM）

基本思想：初始化时随机地给模型的参数赋值(遵循限制规
则，如：从某一状态出发的转移概率总和为1，得到模型
, 然后可以从 得到从某一状态转移到另一状态的期望次数
，然后以期望次数代替公式中的次数，得到模型参数的新
估计，由此得到新的模型 ，从 又可得到模型中隐变量
的期望值，由此重新估计模型参数。循环这一过程，参数
收敛于最大似然估计值。



隐马尔可夫模型：学习问题

算法流程



隐马尔可夫模型：学习问题

无监督学习方法

定义：给定模型 和观察序列 ，那么，在时
间t 位于状态Si，时间t+1位于状态Sj 的概率：



隐马尔可夫模型：学习问题

无监督学习方法

图搜索的过程
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隐马尔可夫模型：学习问题

无监督学习方法

那么，给定模型  和观察序列 ，在时间 t 位
于状态 Si 的概率为：

由此，模型 的参数可由下面的公式重新估计：

q1 为Si 的概率：

TOOOO 21
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隐马尔可夫模型：学习问题

无监督学习方法

的期望次数自身包括转移到下一状态中所有从状态

的期望次数转移到中从状态

)( ji
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ij
qqQ
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a 

的期望次数到达

的期望次数输出符号中从状态
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隐马尔可夫模型：学习问题

无监督学习方法

Baum-Welch 算法(前向后向算法)描述:

初始化：随机地给 赋值

由此得到模型0，令 i = 0。
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隐马尔可夫模型：学习问题

无监督学习方法

Baum-Welch 算法(前向后向算法)描述:

执行EM算法：

E-步：计算期望值t(i, j)、t(i) 。

M-步：用E-步中所得到的期望值，重新估计i, aij,  bj(k)

得到模型i+1 。

循环：i = i+1，重复执行 E-步和M-步，直至i, aij,  bj(k)

的值收敛：

结束算法，获得相应的参数。

  |)|(log)|(log| 1 ii OPOP



隐马尔可夫模型：分词+词性标注

举例：

待处理句子：南京市长江大桥于1968年竣工。

状态序列：词性

观察序列：词

N N P Time V Pun

南京市 长江大桥 于 1968年 竣工 。

状态序列：词性

观察序列：词

N N N Time V Pun

南京市 长江大桥 于 1968年 竣工 。



隐马尔可夫模型：分词+词性标注

状态序列：词性

观察序列：词

N N N P Pun

南京 于 1968年 竣工 。

状态序列：词性

VTime

江大桥市长

N N N N Pun

于 1968年 竣工 。

VTime

江大桥市长南京

举例：

待处理句子：南京市长江大桥于1968年竣工。

观察序列：词



隐马尔可夫模型：分词+词性标注

举例：南京市长江大桥于1968年竣工。

模型对应
 观察序列：单词序列

 状态序列：词性标注序列

 状态数目N：为词类标记符号的个数，如UpennLDC汉语树库中有33个
词类，北大语料库词类标记符号106个等

 输出符号数M：每个状态可输出的不同词汇个数，如汉语介词P 约有50
个，连词C约有120个，即P 和C分别对应的输出符号数为50、120。

求解目标

分词结果：

词性标注结果：

参数学习

有监督训练：直接根据数据进行统计得到

无监督训练：E-M算法求得
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基于统计的分词方法：生成式方法

优点

在训练语料规模足够大和覆盖领域足够多的情况下，可
以获得较高的切分正确率

缺点

训练语料的规模和覆盖领域不好把握。

模型实现复杂、计算量较大。



基于统计的分词方法：判别式方法

原理：

在有限样本条件下建立对于预测结果的判别函数，直接
对预测结果进行判别

由字构词的分词理念，将分词问题转化为判别式分类问
题

典型算法：

Maxent SVM CRF  Perceptron



基于统计的分词方法

判别式分词

流程：

把分词问题转化为确定句中每个字在词中位置问题

每个字在词中可能的位置可以分为以下三种

词首B（日本 占领 了 东三省）

词中M（游泳 比赛 菲尔普斯 独占鳌头）

词尾E（中国队 抢占 了 风头）

独字S （男生 占 全班 人数 的 百分之八十）

分词结果展示：

分词结果：毛/B新/M年/E2/B0/M0/M0/M年/E毕/B
业/E/于/S 东/B北/M大/M学/E



最大熵模型

什么是熵？

什么是熵？ 没有什么问题在科学史的进程中曾被更为频
繁地讨论过

（比利时物理化学家，诺贝尔奖，普里高津）

熵定律是自然界一切定律中的最高定律

（里夫金&霍华德， 《熵:一种新的世界观》）



最大熵模型：熵的提出

热力学第二定律：物理过程总是自发地从有序走向无序，
最后达“热寂”。

热寂是猜想宇宙终极命运的一种假说。作为一个“孤立”
的系统，宇宙的熵会随着时间的流逝而增加，由有序向无
序，当宇宙的熵达到最大值时，宇宙中的其他有效能量已
经全数转化为热能，所有物质温度达到热平衡。这样的宇
宙中再也没有任何可以维持运动或是生命的能量存在。



最大熵模型：熵的提出

德国物理学家克劳修斯（Rudolph J.E clausius）从热力学
第二定律出发，于1865提出熵的概念用来描述一个系统的
无序度。 因此热力学第二定律又被称为“增熵原理”，即
系统的演进总是指向熵增加的方向。

克劳修斯的熵概念这是在热力学角度提出的，后被
Boltzmann通过统计物理学的角度重新诠释。



最大熵模型：熵与信息

熵表示了一个事件的不确定性

信息可以理解为事件不确定性的减少

原来不确定的事件现在确定下来，就是获得了信息

原来不确定性越大的事情发生了，获得的信息越多

例如：

狗咬人不是新闻，人咬狗才是新闻



最大熵模型：信息熵

熵：1948年电气工程师香农( Shannon)创立了信息论，将信
息量与熵联系起来。

他用非常简洁的数学公式定义了信息时代的基本概念：信息
熵（简称熵），定量地描述事件的不确定性

设随机变量ξ ，它有A1，A2，…，An共n个可能的结局，每
个结局出现的概率分别为p1,p2，... ，pn，则ξ 的不确定程度，
即信息熵为:

熵越大，越不确定；熵等于0，事件是确定的；通常对数底取
2，熵的单位为比特（bit）



最大熵模型：例子

抛硬币

X={正面，反面}

p(正面)=p(反面)=0.5

H(X)=-(0.5log0.5+0.5log0.5)=1

掷骰子

X={1，2，3，4，5，6}

p(1)=p(2)=p(3)=p(4)=p(5)=p(6)=1/6

H(X)=log(6)=2.585

不对称的硬币

p(正面)=0.3, p(反面)=0.7

H(X)=-(0.3log0.3+0.7log0.7)=0.881



最大熵模型：通信中的信息量和熵

表示“是” 和 “否”

1 = 是，0 =否

表示“是” 、“否”和“可能是”

11 =是，00 = 否 ，10(01) = 可能是

一条消息的熵就是编码这条消息所需二进制位即比特的个数

通信中，熵越大，需要的编码越长



最大熵模型：最大熵理论

熵增原理

在无外力作用下，事物总是朝着最混乱的方向发展

事物是约束和自由的统一体

事物总是在约束下争取最大的自由权，这其实也是自然界的
根本原则。

在已知条件下，熵最大的事物，最可能接近它的真实状态



最大熵模型

基于最大熵原理的模型选择

任务：研究某个随机事件，根据已知信息，预测其未来行
为。

方法：当无法获得随机事件的真实分布时，构造统计模型
对随机事件进行模拟。

难点：满足已知信息要求的模型可能有很多个，用哪个模
型来预测最合适呢？

选择熵最大的模型

 Jaynes证明：对随机事件的所有相容的预测中，熵最
大的预测出现的概率占绝对优势

Tribus证明：正态分布、伽玛分布、指数分布等，都
是最大熵原理的特殊情况



最大熵模型

最大熵原则下点的分布

对一个随机过程，如果没有任何观察量，既没有任何约
束，则解为均匀分布



最大熵模型

最大熵原则下点的分布

加上一个约束条件，则在满足约束的范围内均匀分布



最大熵模型

最大熵原则下点的分布

加上更多约束条件，则在满足约束的范围内均匀分布



最大熵模型：天气预报

假设要用今天的天气预测明天的天气

天气∈{晴、阴、雨}

风向∈{无、南、北}

已知今天的天气和风向，要预测明天的天气

已知历史天气数据（见下页表）

已知今天天气为阴，风向北，明天天气最可能是什么？



最大熵模型：天气预报

样本数据：



最大熵模型：天气预报

问题定义

用A表示条件集合，B表示结论集合。

随机事件

已经有一些X的样本：

假设已知 ，如何预测 ？

求解一个X的概率分布，使得：

X的分布与已知的样本分布一致

X的熵最大



最大熵模型：天气预报

建模

建立天气预报模型：给出所有可能的条件下结论的概率
p(β|α)，α∈A ，β∈B

为简化问题起见，通常用联合概率模型取代上述的条件概
率模型p(α,β)

二者关系： p(β|α)= p(α,β)/p(α)

由于条件和结论都是离散量，理论上，所有的可能性是可
以穷举的，因此只要给出所有可能性的概率即可



最大熵模型：天气预报

建模目标：模型能预测所有的可能，并给出概率

所
有
的
可
能
性

概
率
之
和
为
一



最大熵模型：天气预报

建模

上述模型需要满足以下两个条件：

模型的概率分布应尽可能与样本一致
模型中，“晴、阴、雨”天的概率分布应与样本一致

模型中，昨天为“晴”、“阴”、“雨”时第二天的天气概率
分布应与样本一致

模型中，昨天为“无风”、“南风”、“北风”时第二天的天
气概率分布应与样本一致

模型中，昨天天气与风向组合给定的情况下，第二天的天气概
率分布应与样本一致

……

模型的熵最大！



最大熵模型：天气预报

优化目标

X熵最大：可以表示为：

X的分布与已知的样本分布一致：如何表示？

实际上，由于A（预测的条件）的可能性数量可能极其巨
大，穷举所有可能性是不现实的，如何对任意的条件和结
论给出其概率？



最大熵模型：天气预报

引入特征

实际问题中，由于条件α和结果β取值多样化，为模型表示
方便起见，通常将条件α和结果β表示为一些二制特征

特征f1,f2,…,fn定义如下：

fi :ε->{0,1}, ε=A( 预测条件)×B(结论)

这样每个事件都可以表示为一个由特征值{0,1}组成的n维
向量，不再直接用条件和结论来描述。



最大熵模型：天气预报

引入约束

“模型分布与样本分布一致”可以描述为：

这个公式含义为：对于任何一个特征，模型和样本应该
具有相同的均值（即：根据样本数据统计各种各种出现的次
数）。由于特征取值只有{0,1}，因此这个公式实质上可以理
解为：模型中任何一个特征为1的概率与样本应相同。



最大熵模型：天气预报

简单特征（单一特征）

为天气预报引入以下简单特征：

 f1：昨天天气=晴

 f2：昨天天气=阴

 f3：昨天天气=雨

 f4：昨天风向=无

 f5：昨天风向=南

 f6：昨天风向=北

 f7：今天天气=晴

 f8：今天天气=阴

 f9：今天天气=雨



最大熵模型：天气预报

用简单特征表示样本：样本表示



最大熵模型：天气预报

用简单特征表示样本：建模目标（模型能预测所有的可能，
并给出概率）

所
有
的
可
能
性

概
率
之
和
为
一



最大熵模型：天气预报

用简单特征建模

利用上述简单特征，采用最大熵原理为天气预报建模，得
到的模型是：

模型中所有特征出现概率与样本一致：
模型中“昨天天气为晴”概率与样本一致

模型中“昨天天气为阴”概率与样本一致

……

模型中“今天天气为雨”概率与样本一致

模型熵最大

这个模型显然不是我们想要的模型，我们希望：
 模型中“昨天天气为晴”的情况下今天各种天气的概率与样本一致

 模型中“昨天风向为南”的情况下今天各种天气的概率与样本一致

 模型中昨天天气和风向给定情况下今天各种天气的概率与样本一致

 ……



最大熵模型：天气预报

复合特征（组合特征）

为了使得到的模型满足我们所期望的约束条件，可以重新
定义特征：

 f1: 昨天天气为晴，且今天天气为晴

 f2: 昨天天气为晴，且今天天气为阴

……

 fn: 昨天风向为北，天气为雨，且今天天气为雨

按照这种方式定义特征，那么所有的特征都反映了某种预
测条件和结果之间的依赖关系，这样得到的模型才是我们
所期望的模型。



最大熵模型：天气预报

用复合特征表示样本

所
有
的
可
能
性

概
率
之
和
为
一



最大熵模型：天气预报

模型应用

假设我们已经得到一个满足上述约束条件且熵最大的模型，
如何预测天气？

给定预测条件α（今天风向和今天天气），需要预测明天
天气β∈{晴,阴,雨}，我们只要根据模型分别将(α,晴) / (α,
阴) / (α,雨)转化为特征值，然后根据模型计算出相应的概
率，取概率最大者即可。



最大熵模型：天气预报

最优化：学习过程

根据前面的定义，最大熵模型的参数估计可以表示为一个
约束条件下的极值问题

在以下约束条件下：

这里 为样本分布， 为模型分布

求解熵最大的模型：

C为所有可能的模型组成的集合



最大熵模型：天气预报

最优化：学习过程

经推导（过程略），满足上述约束条件的最大熵模型具有
如下形式：

其中，Z为规范化因子。λi 是一组参数（权重），其中每
个参数对应于一个特征

学习参数：一组λi



最大熵模型：天气预报

用最大熵模型预测

给定条件α，结论为β的概率可以表示为：

给定条件α，最优的β可以表示为：

可以看出，一旦得到这组参数λi ，那么对于给定的条件α，
对所有的结论β，只要将其所有值为1特征fi对应的λi 加起
来，取和最大的β即可



最大熵模型

工具

最普遍使用的工具：Maximum Entropy Modeling 
Toolkit for Python and C++

作者：张乐

主页：
http://homepages.inf.ed.ac.uk/lzhang10/maxent_too
lkit.html



基于最大熵模型的中文分词

采用最大熵模型对每个汉字标注BMES标记

假设当前字C0 ，当前标记是T0

常用最大熵特征模板（当前字是C0）：

 Cn T0(n =−2,−1, 0, 1, 2)：汉字

例如：C-1T0表示当前字的前一个字和当前标记

C2T0表示当前字的前一个字

 CnCn+1 T0(n =−2,−1, 0, 1)：两字组

 C−1C1 T0 ：当前字左右两个字

 D(C0)T0 ：当前字是否数字

 A(C0)T0 ：当前字是否字母

 P(C0)T0 ：当前字是否标点



基于最大熵模型的中文分词

生成最大熵训练实例

假设给定训练样本：

<s> 今天 是 星期三 。</s>

生成对应标注序列：

今|B 天|E 是|S 星|B 期|M 三|E 。|S

对于每一个字生成一个训练实例：上例中天字生成的实例



基于最大熵模型的中文分词

最大熵模型的参数训练

对训练语料库中每个汉字生成一个实例

把所有实例的列表送给最大熵模型的训练工具

最大熵模型的训练工具将学习到模型的参数

最大熵模型的测试

对于输入串中每一个汉字以及该汉字的每一个可能的标记，
生成一个实例，这样对每个汉字就生成了四个实例

对这每个实例，生成其所有激活的特征，计算这些特征所
对应的概率

选取可能性最大的标记为该字的标记



基于最大熵模型的中文分词

搜索最优标注路径



基于最大熵模型的中文分词

搜索最优标注路径

有些边是非法的，比如M→B，E→M，E→E，S→M，
S→E，等等

每条路径的概率是路径上各节点标注概率P(标记|汉字)之
积，边上没有转移概率

搜索算法与HMM模型解码的Viterbi算法相同



基于最大熵模型的中文分词

搜索最优标注路径



基于最大熵模型的中文分词

搜索最优标注路径



基于统计的分词方法：判别式方法

优点

分词精度高

新词识别率较高

缺点

训练速度慢

性能与特征紧密相连

需要人工标注训练语料



现有分词方法总结

比较项目 基于词典的分词 产生式分词 判别式分词

分词精度 80% 90% 95%

分词速度 最快 最慢 较快

理论基础 没有 不扎实 扎实

学习素材 不需要 大规模 中小规模

词典 需要 需要 不需要

学习效率 无需学习 高 中低

歧义处理能力 有限 中等 强

新词处理能力 不能 中等 强



中文分词的技术水平

2003年国家863评测部分结果

最好成绩：P=93.44%，R=93.69%，F1=93.46%

最差成绩：P=91.42%，R=89.27%，F1=90.33%

2005年SIGHAN汉语分词评测结果（使用MSR语料）



中文分词的技术水平

2010年SIGHAN评测结果



可选的分词工具

http://ictclas.nlpir.org/中科院计算所
(ICTCLAS)

http://www.openpr.org.cn中科院自
动化所(Urheen)

http://www.fnlp.org/复旦大学
http://nlp.stanford.edu/software/tag

ger.shtml  Stanford University



当前分词技术存在的主要问题

训练语料规模小：分词模型过于依赖训练样本，而标注大
规模训练样本费时费力，由此导致分词系统对新词的识别
能力差，往往在与训练样本差异较大的测试集上性能大幅
度下降

训练语料领域少：现有的训练样本主要在新闻领域，而实
际应用千差万别：网络新闻、微博/微信/QQ等对话文本、
不同的专业领域(中医药、生物、化学、能源……)。

对实体和专有名词的识别性能较低



提纲

引言

信息抽取概述

中文分词

命名实体识别

开放域实体识别



命名实体

命名实体的定义

狭义地讲,命名实体指现实世界中具体或抽象的实体,如
人（张三）、机构（中国中文信息学会、阿里巴巴网络
技术有限公司）、地点等,通常用唯一的标志符(专有名
称)表示,如人名、机构名、地名等。

广义地讲,命名实体还可以包含时间（12：00）、日期
（2017年10月17日）、数量表达式（100）、金钱
（一亿美金）等。至于命名实体的确切含义,只能根据
具体应用来确定。比如,在具体应用中,可能需要把住址、
电子信箱地址、电话号码、舰船编号、会议名称等作为
命名实体。



命名实体识别的任务

一般而言，主要是识别出待处理文本中七类（人名、机构
名、地名、时间、日期、货币和百分比）命名实体

两个子任务：实体边界识别和确定实体类别

   2011年 4月 11日 17点 16分 ， 日 本 东 北
部 的 福 岛 和 茨 城 地 区 发 生 里 氏 7.0级 强
烈 地 震 （ 震 中 北 纬 36.9度 、 东 经 140.7

度 ， 即 福 岛 西 南 30公 里 左 右 的 地 方 ，
震 源 深 度 10公 里 ， 属 于 浅 层 地 震 ） 当
局 已 经 发 布 海 啸 预 警 震 后 约 30分 钟 后
在 日 本 海 地 区 发 生 巨 型 海 啸 ， 同 时 造
成 福 岛 核 电 站 出 现 核 泄 漏 震 后 第 十 天
， 国 际 原 子 能 机 构 对 于 日 本 政 府 反 应
迟 钝 进 行 了 谴 责

2011年 4月 11日 17点 16分 ， 日 本 东
北 部 的 福 岛 和 茨 城 地 区 发 生 里 氏 7.0级
强 烈 地 震 （ 震 中 北 纬 36.9度 、 东 经 140

.7度 ， 即 福 岛 西 南 30公 里 左 右 的 地 方 ，
震 源 深 度 10公 里 ， 属 于 浅 层 地 震 ） 当
局 已 经 发 布 海 啸 预 警 震 后 约 30分 钟 后
在 日 本 海 地 区 发 生 巨 型 海 啸 ， 同 时 造
成 福 岛 核 电 站 出 现 核 泄 漏 震 后 第 十 天
， 国 际 原 子 能 机 构 对 于 日 本 政 府 反 应
迟 钝 进 行 了 谴 责



命名实体识别的特点

时间、日期、货币和百分比的构成有比较明显的规律，识
别起来相对容易

人名、地名、机构名的用字灵活，识别的难度很大

在不同领域、 场景下, 命名实体的外延有差异 。

数量巨大,不能枚举,难以全部收录在词典中。

某些类型的实体名称变化频繁,并且没有严格的规律可
以遵循。

表达形式多样。

首次出现后往往采用缩写形式。



中文人名识别

人名识别在英文中已得到很好的研究,

因为英文本身具有一些明显特征(如大小写)

Barack Obama

Donald Trump

……

不存在切分造成的错误，使得人名识别在英文中变得较
为容易。



中文人名识别

中文人名识别的难点:

名字用字范围广，分布松散，规律不很明显

姓氏和名字都可以单独使用用于特指某一人

王二小，小王，二小

许多姓氏用字和名字用字(词)可以作为普通用字或词被
使用

姓氏为普通词：于(介词)，张(量词)，江(名词)等

名字为普通词：建国，国庆，胜利，文革，计划

全名也是普通词汇，如：万里，温馨，高山，高升
，高飞，周密，江山，夏天等。

缺乏可利用的启发标记（人名与其上下文组合成词）

祝贺老总百战百胜。

这里有关天培的壮烈



中文人名识别

中文人名的特点:

中国人名一般由以下部分组合而成：

姓：张、王、李、刘、诸葛、西门、范徐丽泰

名：李素丽，张华平，王杰、诸葛亮

前缀：老王，小李

后缀：王老，赵总

中国人名各组成部分用字比较有规律

根据统计, 汉语姓氏大约有1000多个, 姓氏中使用频度
最高的是“王”姓, “王, 陈, 李,张, 刘” 等5个大姓覆盖
率达32%, 姓氏频度表中的前14个高频度的姓氏覆盖率为
50%,前400个姓氏覆盖率达99%。 人名的用字也比较集
中。 频度最高的前6个字覆盖率达10.35%, 前10个字的
覆盖率达14.936%, 前15个字的覆盖率达19.695%, 前
400个字的覆盖率达90%。



中文人名识别

中文人名的特点:

中国人名各组成部分的组合规律

姓＋名

姓

名

前缀＋姓

姓＋后缀

姓＋姓＋名（海外已婚妇女）

中国人名的上下文构成规律

身份词：
前：工人、教师、影星、犯人

后：先生、同志

前后：女士、教授、经理、小姐、总理



中文人名识别

中文人名的特点:

地名或机构名：

前：静海县大丘庄禹作敏

的字结构

前：年过七旬的王贵芝

动作词：

前：批评，逮捕，选举

后：说，表示，吃，结婚



中文地名识别

中文地名识别的难点:

地名数量大，缺乏明确、规范的定义。

中国地名委员会编写了《中华人民共和国地名录》，收
集了全国乡镇以上（含乡镇）各级行政区域的名称，以

乡镇人民政府所在地为主的居民聚落名称，山、河、湖
、海、岛、高原、盆地、沙溪等自然地理实体名称，名
胜古迹、纪念地、古遗址、水库、桥梁、电站等名称。
共收录地名10万多条。这个地名录中使用的汉字共2662
个，频度最高的前65个汉字占总频度的50.22%，前622
个汉字占总频度的90.01%，前1872个汉字占总频度的
99%。

真实语料中地名出现情况复杂。如地名简称、地名用词
与其他普通词冲突、地名是其他专用名词的一部分，地
名长度不一等。



中文地名识别

中文地名识别的特点:

地名中使用的多字词中绝大部分是两个字

山口

水库

遗址

城镇

…..

经常与方位词和介词连用

东、南、西、北

周边、附近

在、于

……



中文机构名识别

中文地名识别的难点:

机构名中含有大量的人名、地名、企业字号等专有名称
。在这些专有名称中，地名所占的比例最大，其中未登
录地名又占了相当一部分的比例。所以机构名识别应在
人名、地名等其他专名识别之后进行，其他专名识别的
正确率对机构名识别正确率有较大影响。

地名：山东大学，上海大学，北京大学

人名：哈弗大学，逸夫图书馆，中山大学

学科、专业和部分系统：公安部，教育部

研究、生产或经营等活动的对像：软件研究所，卫
星制造厂

上述情况的综合：白求恩医科大学

大机构、团体、组织和职业的名称：中国人民解放
军洛阳外国语学院，中国发明家学会等



中文机构名识别

中文机构名识别的难点:

用词广泛。通过对人民日报1998年1月中的10817个机
构名所含的19986个词进行统计，共计27种词，其中名
词最多（9941个），地名其次（5023个），以下依次
为简称（1169个）、专有名词（1125个）、动词（
848个）以及机构名（714个）等

机构名长度极其不固定

新疆维吾尔自治区乌鲁木齐国家高新技术产业开发
区社会管理综合治理委员会学校及周边治安综合治
理工作领导小组

北大

机构名很不稳定。随着社会发展，新机构不断涌现，旧
机构不断被淘汰、改组或更名



中文机构名识别

中文机构名识别的特点:

词法角度：偏正式(修饰格式)的复合词

{名词|形容词|数量词|动词} + 名词

句法角度：“定语＋名词性中心语”型的名词短语(定
名型短语)

中心语：机构称呼词，如：大学，学院，研究所，学会
，公司，股份公司等



音译名识别

音译名用字非常集中《英语姓名译名手册》中共收英语姓
氏, 教名约4万个, 经计算机统计得出英语姓名译名用字表
共476 个：



音译名识别

音译名内部很难划分出结构，但有一些常见音节，如“斯
基、斯坦”等

不同语言的音译规律不尽相同，如法语、俄语、蒙古语译
名用字与英语就有较大区别（蒙语人名举例：“那顺乌日
图、青格勒图”），如果按不同的语言训练不同的模型可
能会比使用统一的模型效果更好

音译名可以是人名、地名或其他专名，上下文规律差别较
大



命名实体识别的方法

方法分类
有词典切分/无词典切分

在分词的过程中使用词典的方法是有词典切分，反之是无词典切分，
有字典切分的方法一般是基于规则的，无词典切分的方法一般是基于
统计的

基于规则的方法/基于统计的方法

基于规则的方法不需要标注训练语料，能直接根据词典和规则进行
分词，基于统计的方法需要标注训练语料训练模型。基于统计的方法
可以分为生成式统计分词和判别式统计分词



基于字典的命名实体识别方法

方法概述：按照一定的策略将待分析的汉字串与一个充分大的
词典中的词条进行匹配，若在词典中找到某个字符串，则匹配
成功

典型方法
正向最大匹配法

反向最大匹配法

最短路径法（最少分词法）

方法与之前介绍的分词中的方法类似



基于统计的命名实体识别方法

生成式方法

原理：首先建立学习样本的生成模型，再利用模型对预
测结果进行间接推理

典型算法：

HMM, PCFG等

判别式方法

原理：由字构词的命名实体识别理念，将NER问题转化
为判别式分类问题(序列标注问题)

典型算法：

Maxent SVM CRF  CNN  RNN  LSTM+CRF



LSTM+CRF命名实体识别（Lample NAACL16）

动机1

语言领域内资源或特征的获取耗时耗力（例如地理资源集
gazetteers），避免使用语言领域内的资源或特征

动机2

大多数领域内的命名实体识别标注语料很少，但是存在很
多未标注语料，为了在少量的标注语料上取得较好的效果

动机3

传统的特征提起过程中会用到复杂的NLP工具，会造成误
差传递



特征等级1

词级别（token-level）特征，基础的命名实体识别特征，包
含每个词在当前语义中属于哪个实体类别

特征等级2

字符级别（character-level）特征，词语的拼写特征、形态
特征、词序特征等也包含实体类别的信息

LSTM+CRF命名实体识别（Lample NAACL16）



LSTM+CRF命名实体识别联合模型

每个句子按照词序逐个输入双向LSTM中，结合正反向隐层输出得到包
含每个词类别信息的表示，输入CRF中，优化目标函数，从而得到每个词
所属的实体类别

LSTM+CRF命名实体识别（Lample NAACL16）



LSTM+CRF命名实体识别联合模型

每个词对应的LSTM输出为包含该词语实体类别信息的 维向量（k
为实体tag的个数），拼接成矩阵P，作为CRF中特征矩阵输入

LSTM+CRF命名实体识别（Lample NAACL16）



LSTM+CRF命名实体识别联合模型

由转移概率矩阵A（标签i转移到标签j的概率）和特征矩阵P构成的得分函数，即为CRF

的特征函数。对每一个句子序列X，给定任意一组标签Y，通过特征得分函数S计算条件概率，
进而通过对条件概率求log似然得到目标函数，进行联合训练，同时优化LSTM与CRF的参数

LSTM+CRF命名实体识别（Lample NAACL16）



LSTM+CRF命名实体识别联合模型

训练得到模型参数后，在该参数条件下，对于一给定句子序列X，使 得分最高
的标签序列Y就为该句子序列的实体标签序列Y

LSTM+CRF命名实体识别（Lample NAACL16）



词级别特征与字符级别特征

词级别的特征即每个词的词向量作为词的表示，字符级别特征是通过将每个词拆成字符
序列，通过双向LSTM得到该词的表示，将两种表示结合，作为该词的LSTM+CRF模型输入

LSTM+CRF命名实体识别（Lample NAACL16）



数据集与实验

数据集：CoNLL2003

LSTM+CRF命名实体识别（Lample NAACL16）



数据集与实验

数据集：CoNLL2003

LSTM+CRF命名实体识别（Lample NAACL16）



汉语分词与实体识别联合模型（PengACL16）

动机1

词边界能提供实体类别的有用信息，所以将词边界信息融
入到命名实体识别中

动机2

汉语分词困难，与英语相比较分词准确率低，先分词，后
实体识别，分词时的误差会传递到实体识别中，所以将分词
与实体识别联合训练



汉语分词与实体识别联合模型
汉语分词模型：LSTM+CRF  将句子序列输入双向LSTM中，通过LSTM+CRF
模型进行汉语分词训练。通过改模型得到分词阶段的损失函数

汉语分词与实体识别联合模型（PengACL16）



汉语分词与实体识别联合模型
实体识别模型：链式CRF  将句子序列输入特征提取器中，得到词汇特征，
分词阶段LSTM隐层输出得到分词特征，分词阶段词向量为词语特征，三个
特征融合为CRF的总特征，得到实体识别阶段损失函数 ，最后两个损失函
数共同联合优化

汉语分词与实体识别联合模型（PengACL16）



结果
实体识别模型中，除了基础的词汇特征外，还有词语特征与LSTM隐层特征，
9/10/11三组实验分别代表单独使用词语特征、单独使用LSTM隐层特征和共
同使用词语特征和隐层特征，可以看出，三个特种共同使用效果最好

汉语分词与实体识别联合模型（PengACL16）



基于词典跨语言命名实体识别（Mayhew EMNLP17）

动机1

不同语言实体识别的标注语料资源丰富程度差别很大，寻
找一种简单通用的多语言实体识别模型

动机2

多语言实体识别任务中平行语料标注耗时耗力，寻找到一
种“廉价”的基于多语言词典的实体识别模型



基于词典的跨语言翻译方法

英语和土耳其语举例：

源语言英语，目标语言西班牙语

英语词典中有短语和词语，西班

牙语中有短语和词语，通过简单

的词-词，词-短语，短语-短语

翻译，将两语言词典对齐，再通

过显著性得分（prominence）

进行消歧，从而得到双语对齐词

典

基于词典跨语言命名实体识别（Mayhew EMNLP17）



基于词典的跨语言翻译方法

英语和土耳其语举例：得到对齐词典之后，给定一土耳其语句子，将
句子中的词和短语通过词典匹配翻译，得到英语句子，虽然语序有时候问
题，但是与实体相关的词和短语能准确的识别出来

如：尼加拉瓜总统维罗拉·夏莫罗将要飞往美国

尼加拉瓜总统、维罗拉·夏莫罗、美国都翻译准确

基于词典跨语言命名实体识别（Mayhew EMNLP17）



实验结果

本实验将把句子通过Google翻译进行实体识别的结果作为“上限”，
通过实验发现，利于词典的翻译方法结合维基百科中提取的不同语言的特
征进行实体识别，能达到或者超过直接用Google翻译进行实体识别的结果

基于词典跨语言命名实体识别（Mayhew EMNLP17）



命名实体识别的评测

国际会议：MUC、SigHAN、CoNLL、IEER 和ACE 

MUC-6和MUC-7设立的命名实体识别专项评测大大推动了英语命名
实体识别技术的发展

MUC-6和MUC-7还设立了多语言实体识别评测任务MET，对日语、
西班牙语、汉语等多种语言命名实体识别任务进行评测

SigHAN从2003年开始举办第一届中文分词评测BAKEOFF，2006年
和2008年举行的BAKEOFF-3和BAKEOFF-4设立了命名实体识别专项
评测

2003年和2004年举办的863计划“中文信息处理与智能人机接口技术
评测”中设立了中文命名实体识别评测任务

评测指标：正确率P，召回率R和 F值
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英文命名实体识别的技术水平

英文：Language Technology Group Summary开发的英语命名
实体识别系统在MUC-7评测中取得第一名，其准确率和召回
率分别达到95%和92% （吴友政，2006）

许多英语命名实体系统已经具备了相当程度的大规模文本处
理能力
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汉语命名实体识别的技术水平

参加MET-2评测的汉语命名实体识别系统对人名、地名、机
构名识别的最优性能指标（准确率，召回率）只有(66%，
92%)、(89%，91%)和(89%，88%) （吴友政，2006）
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汉语命名实体识别的技术水平：BAKEOFF-3

数据
来源

测试
类别

测试性能

P R F ORG- F LOC-F PER-F GPE-F

MSRC

（简）
Closed 0.8894 0.8420 0.8651 0.8310 0.8545 0.9009 ~

Open 0.9220 0.9018 0.9118 0.8590 0.9034 0.9604 ~

LDC 

（简）
Closed 0.8026 0.7265 0.7627 0.6585 0.3046 0.7884 0.8204

Open 0.7616 0.6621 0.7084 0.5209 0.2857 0.7422 0.7930

CITYU

（繁）
Closed 0.9143 0.8676 0.8903 0.8046 0.9211 0.9087 ~

Open 0.8692 0.7498 0.8051 0.6801 0.8604 0.8098 ~

数据来源 简繁体类别 训练集规模 测试集规模

MSRC 简体 1.3M/63K（词/词次） 100K/13K（词/词次）

LDC 简体 632K（词） 61K（词）

CITYU 繁体 1.6M/76K（词/词次） 220K/23K（词/词次）

(Levow, 2006 )
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汉语命名实体识别的技术水平：863

数据
来源

测试
类别

测试性能

ORG LOC PER

P R F P R F P R F

SXU (简) 开放 .6464 .5741 .6081 .8702 .7843 .8251 .8138 .8847 .8478

CITYU(繁) 开放 .3986 .2532 .3097 .6839 .7004 .6921 .3986 .2532 .3097

数据来源 简繁体类别 训练集规模（词/

词次）
测试集规模

（字）

SXU 简体 NONE 约400K

CITYU 繁体 NONE 约400K
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从评测结果看汉语命名实体识别的技术水平

在BAKEOFF-3 MSRC语料和BAKEOFF-3 CITYU语料上的评
测结果要好于BAKEOFF-3 LDC语料上的评测结果以及863语
料上的评测结果

其中一个很重要原因是：BAKEOFF-3 MSRC和CITYU评测
提供了相当规模的训练集，而BAKEOFF-3 LDC只提供了小
规模的训练集，而863评测根本不提供训练集

因为训练集和测试集在题材和体裁方面比较类似，可能使得
各个系统在BAKEOFF-3 MSRC语料和BAKEOFF-3 CITYU语
料上的评测性能较高

在真实的应用环境中，命名实体识别的性能会大打折扣
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可选的NER工具

http://ictclas.nlpir.org/中科院计算所
(ICTCLAS)

http://www.openpr.org.cn中科院自
动化所(Urheen)

http://www.fnlp.org/复旦大学
http://nlp.stanford.edu/software/tag

ger.shtml  Stanford University



小结

受限于训练语料规模，系统的自适应能力不强
网页信息：不规范、存在很多噪音，有些根本就不构成自然语言

句子，因此通常的命名实体识别模型所依赖的上下文特征发生了
明显变化，使得识别性能剧烈下降

类别数限定，不满足实际的应用
摩托罗拉V8088折叠手机、第6届苏迪曼杯羽毛球混合团体赛、胆

结石腹腔镜手术等

需要开放域实体抽取
实体类型更多、更细，而且有些实体类别是未知、或者是随时间

演化的

基于深度学习的分词和命名实体识别

188



提纲

引言

信息抽取概述

中文分词

命名实体识别

开放域实体识别



开放域实体抽取

不限定实体类别

不限定目标文本

任务：给定某一类别的实体实例，从网页中抽
取同一类别其他实体实例
给出<中国，美国，俄罗斯>（称为“种子”）

找出其他国家<德国，英国，法国……>

Input

Output
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开放域实体抽取的主要方法

基本思路
 种子词与目标词在网页中具有相同或者类似的上下文

 网页结构

 上下文

 Step1：种子词模板

 Step2：模板更多同类实体

处理实例扩展问题的主流框架

利用不同数据源（例如查询日志、网页文档、知识库文档
等）的不同特点，设计方法

种子 候选 结果
抽取器
(抽取模

板)

打分器
(计算候选
置信度)
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开放域实体抽取的主要方法: 
Query Log (Pasca CIKM 2007)

通过分析种子实例在查询日志中的上下文学得模板，再利用
模板找到同类别的实例

联想 笔记本 如何

苹果 笔记本 如何

戴尔 笔记本 如何

构造候选与种子上下文向量，计算相似度
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开放域实体抽取的主要方法: Web 
Page (Wang ICDM 2007) (1/2)

Motivation

处理列表型网页

在列表中，种子与目标实体具有相同的网页结构
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开放域实体抽取的主要方法: Web Page 
(Wang ICDM 2007) (2/2)

爬取模块（Fetcher）
把种子送到搜索引擎，把返回的前100个网页抓取下来作为语料

抽取模块（Extractor）
针对单个网页学习模板，再使用模板抽取候选实例

排序模块（Ranker）
利用种子、网页、模板、候选构造一个图，综合考虑网页和模板的

质量，使用Random Walk算法为候选打分并排序

一个网页包含的高质量模板越
多，则该网页质量越高（反之
亦然）

一个模板抽取出的正确实例越多，
则该模板的质量越高（反之亦然）
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开放域实体抽取的主要方法: 融合多个数据
源 (Pennacchiotti  EMNLP 2009) 

针对不同数据源，选取不同特征分别进行实例扩展，对结果
进行融合
6亿个网页

1年的查询日志

Wikipedia

针对不同数据源选取不同的模板和特征

使用不同特征计算候选的置信度
结果融合
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评价指标与技术水平

针对实例扩展问题，目前缺少公认的评测，研究者在自己构建的数据
上进行测试

评价方法：以平均准确度MAP为主；召回无法评价，覆盖度替代

因为系统输出是一个ranked list，单纯考察准确率无法体现出rank的
作用

采用TREC中常用的MAP（平均正确率均值）

Prec: 列表中到目前为止的准确率；NewEntity(r)当前实体是否正确
的0-1函数

每个类别做N次实验，每次都随机选取种子，对其求平均
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评价指标与技术水平

Wang 2007在12个自制数据集的结果，
取前100个网页作为语料
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小结

针对不同数据源的特点设计方法，其针对性、灵活性很强

方法一般分为模板抽取和实例候选置信度计算两个模块，
两部分迭代进行，相互依赖

以无监督的方法为主

缺少公认的数据集或相关评测
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总结

自然语言处理技术的历史

信息抽取技术概述：四个任务

中文分词

任务介绍

难点

典型方法

评测指标

技术水平
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总结

命名实体识别

任务介绍

难点

典型方法

技术水平

开放域实体识别

任务介绍

难点

典型方法

评测指标

技术水平
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基于统计的分词方法：判别式方法

原理：

在有限样本条件下建立对于预测结果的判别函数，直接
对预测结果进行判别

由字构词的分词理念，将分词问题转化为判别式分类问
题

典型算法：

Maxent SVM CRF  Perceptron



基于统计的分词方法

判别式分词

流程：

把分词问题转化为确定句中每个字在词中位置问题

每个字在词中可能的位置可以分为以下三种

词首B（日本 占领 了 东三省）

词中M（游泳 比赛 菲尔普斯 独占鳌头）

词尾E（中国队 抢占 了 风头）

独字S （男生 占 全班 人数 的 百分之八十）

分词结果展示：

分词结果：毛/B 新/M 年/E 2/B 0/M 0/M 0/M 年/E
毕/B 业/E 于/S 东/B 北/M 大/M 学/E



最大熵模型：熵

什么是熵？

什么是熵？ 没有什么问题在科学史的进程中曾被更为频
繁地讨论过

（比利时物理化学家，诺贝尔奖，普里高津）

熵定律是自然界一切定律中的最高定律

（里夫金&霍华德， 《熵:一种新的世界观》）



最大熵模型：熵的提出

热力学第二定律：物理过程总是自发地从有序走向无序，
最后达“热寂”。

热寂是猜想宇宙终极命运的一种假说。作为一个“孤立”
的系统，宇宙的熵会随着时间的流逝而增加，由有序向无
序，当宇宙的熵达到最大值时，宇宙中的其他有效能量已
经全数转化为热能，所有物质温度达到热平衡。这样的宇
宙中再也没有任何可以维持运动或是生命的能量存在。



最大熵模型：熵的提出

德国物理学家克劳修斯（Rudolph J.E clausius）从热力学
第二定律出发，于1865提出熵的概念用来描述一个系统的
无序度。 因此热力学第二定律又被称为“增熵原理”，即
系统的演进总是指向熵增加的方向。

克 劳 修 斯 的 熵 概 念 这 是 在 热 力 学 角 度 提 出 的 ， 后 被
Boltzmann通过统计物理学的角度重新诠释。



最大熵模型：熵与信息

熵表示了一个事件的不确定性

信息可以理解为事件不确定性的减少

原来不确定的事件现在确定下来，就是获得了信息

原来不确定性越大的事情发生了，获得的信息越多

例如：

狗咬人不是新闻，人咬狗才是新闻



最大熵模型：信息熵

熵：1948年电气工程师香农( Shannon)创立了信息论，将信
息量与熵联系起来。

他用非常简洁的数学公式定义了信息时代的基本概念：信息
熵（简称熵），定量地描述事件的不确定性

设随机变量ξ ，它有A1，A2，…，An共n个可能的结局，每
个结局出现的概率分别为p1,p2，... ，pn，则ξ 的不确定程度，
即信息熵为:

熵越大，越不确定；熵等于0，事件是确定的；通常对数底取
2，熵的单位为比特（bit）



最大熵模型：例子

抛硬币

X={正面，反面}

p(正面)=p(反面)=0.5

H(X)=-(0.5log0.5+0.5log0.5)=1

掷骰子

X={1，2，3，4，5，6}

p(1)=p(2)=p(3)=p(4)=p(5)=p(6)=1/6

H(X)=log(6)=2.585

不对称的硬币

p(正面)=0.3, p(反面)=0.7

H(X)=-(0.3log0.3+0.7log0.7)=0.881



最大熵模型：通信中的信息量和熵

表示“是” 和 “否”

1 = 是，0 =否

表示“是” 、“否”和“可能是”

11 =是，00 = 否 ，10(01) = 可能是

一条消息的熵就是编码这条消息所需二进制位即比特的个数

通信中，熵越大，需要的编码越长



最大熵模型：最大熵理论

熵增原理

在无外力作用下，事物总是朝着最混乱的方向发展

事物是约束和自由的统一体，事物总是在约束下争取最大的
自由权，这其实也是自然界的根本原则

在已知条件下，熵最大的事物，最可能接近它的真实状态



最大熵模型

基于最大熵原理的模型选择

任务：研究某个随机事件，根据已知信息，预测其未来行
为。

方法：当无法获得随机事件的真实分布时，构造统计模型
对随机事件进行模拟。

难点：满足已知信息要求的模型可能有很多个，用哪个模
型来预测最合适呢？

选择熵最大的模型

 Jaynes证明：对随机事件的所有相容的预测中，熵最
大的预测出现的概率占绝对优势

Tribus证明：正态分布、伽玛分布、指数分布等，都
是最大熵原理的特殊情况



最大熵模型

最大熵原则下点的分布

对一个随机过程，如果没有任何观察量，既没有任何约
束，则解为均匀分布



最大熵模型

最大熵原则下点的分布

加上一个约束条件，则在满足约束的范围内均匀分布



最大熵模型

最大熵原则下点的分布

加上更多约束条件，则在满足约束的范围内均匀分布



最大熵模型：天气预报

假设要用今天的天气预测明天的天气

天气∈{晴、阴、雨}

风向∈{无、南、北}

已知今天的天气和风向，要预测明天的天气

已知历史天气数据（见下页表）

已知今天天气为阴，风向北，明天天气最可能是什么？



最大熵模型：天气预报

样本数据：



最大熵模型：天气预报

问题定义

用A表示条件集合，B表示结论集合。

随机事件

已经有一些X的样本：

假设已知 ，如何预测 ？

求解一个X的概率分布，使得：

X的分布与已知的样本分布一致

X的熵最大



最大熵模型：天气预报

建模

建立天气预报模型：给出所有可能的条件下结论的概率
p(β|α)，α∈A ，β∈B

为简化问题起见，通常用联合概率模型取代上述的条件概
率模型p(α,β)

二者关系： p(β|α)= p(α,β)/p(α)

由于条件和结论都是离散量，理论上，所有的可能性是可
以穷举的，因此只要给出所有可能性的概率即可



最大熵模型：天气预报

建模目标：模型能预测所有的可能，并给出概率

所
有
的
可
能
性

概
率
之
和
为
一



最大熵模型：天气预报

建模

上述模型需要满足以下两个条件：

模型的概率分布应尽可能与样本一致
模型中，“晴、阴、雨”天的概率分布应与样本一致

模型中，昨天为“晴”、“阴”、“雨”时第二天的天气概率
分布应与样本一致

模型中，昨天为“无风”、“南风”、“北风”时第二天的天
气概率分布应与样本一致

模型中，昨天天气与风向组合给定的情况下，第二天的天气概
率分布应与样本一致

……

模型的熵最大！



最大熵模型：天气预报

优化目标

X熵最大：可以表示为：

X的分布与已知的样本分布一致：如何表示？

实际上，由于A（预测的条件）的可能性数量可能极其巨
大，穷举所有可能性是不现实的，如何对任意的条件和结
论给出其概率？



最大熵模型：天气预报

引入特征

实际问题中，由于条件α和结果β取值多样化，为模型表示
方便起见，通常将条件α和结果β表示为一些二制特征

特征f1,f2,…,fn定义如下：

fi :ε->{0,1}, ε=A( 预测条件)×B(结论)

这样每个事件都可以表示为一个由特征值{0,1}组成的n维
向量，不再直接用条件和结论来描述。



最大熵模型：天气预报

引入约束

“模型分布与样本分布一致”可以描述为：

这个公式含义为：对于任何一个特征，模型和样本应该
具有相同的均值（即：根据样本数据统计各种特征出现的次
数）。由于特征取值只有{0,1}，因此这个公式实质上可以理
解为：模型中任何一个特征为1的概率与样本应相同。



最大熵模型：天气预报

简单特征（单一特征）

为天气预报引入以下简单特征：

 f1：昨天天气=晴

 f2：昨天天气=阴

 f3：昨天天气=雨

 f4：昨天风向=无

 f5：昨天风向=南

 f6：昨天风向=北

 f7：今天天气=晴

 f8：今天天气=阴

 f9：今天天气=雨



最大熵模型：天气预报

用简单特征表示样本：样本表示



最大熵模型：天气预报

用简单特征表示样本：建模目标（模型能预测所有的可能，
并给出概率）

所
有
的
可
能
性

概
率
之
和
为
一



最大熵模型：天气预报

用简单特征建模

利用上述简单特征，采用最大熵原理为天气预报建模，得
到的模型是：

模型中所有特征出现概率与样本一致：
模型中“昨天天气为晴”概率与样本一致

模型中“昨天天气为阴”概率与样本一致

……

模型中“今天天气为雨”概率与样本一致

模型熵最大

这个模型显然不是我们想要的模型，我们希望：
 模型中“昨天天气为晴”的情况下今天各种天气的概率与样本一致

 模型中“昨天风向为南”的情况下今天各种天气的概率与样本一致

 模型中昨天天气和风向给定情况下今天各种天气的概率与样本一致

 ……



最大熵模型：天气预报

复合特征（组合特征）

为了使得到的模型满足我们所期望的约束条件，可以重新
定义特征：

 f1: 昨天天气为晴，且今天天气为晴

 f2: 昨天天气为晴，且今天天气为阴

……

 fn: 昨天风向为北，天气为雨，且今天天气为雨

按照这种方式定义特征，那么所有的特征都反映了某种预
测条件和结果之间的依赖关系，这样得到的模型才是我们
所期望的模型。



最大熵模型：天气预报

用复合特征表示样本：建模目标（模型能预测所有的可能，
并给出概率）

所
有
的
可
能
性

概
率
之
和
为
一



最大熵模型：天气预报

模型应用

假设我们已经得到一个满足上述约束条件且熵最大的模
型，如何预测天气？

给定预测条件α（今天风向和今天天气），需要预测明
天天气β∈{晴,阴,雨}，我们只要：根据模型分别将(α,晴) 
/ (α,阴) / (α,雨)转化为特征值，然后根据模型计算出相
应的概率，取概率最大者即可。



最大熵模型：天气预报

最优化：学习过程

根据前面的定义，最大熵模型的参数估计可以表示为一个
约束条件下的极值问题

在以下约束条件下：

这里 为样本分布， 为模型分布

求解熵最大的模型：

C为所有可能的模型组成的集合

模型中任何一个特征为1的
概率与样本应相同



最大熵模型：天气预报

最优化：学习过程

经推导（过程略），满足上述约束条件的最大熵模型具有
如下形式：

其中，Z为规范化因子。λi 是一组参数（权重），其中每
个参数对应于一个特征

学习参数：一组λi



最大熵模型：天气预报

用最大熵模型预测

给定条件α，结论为β的概率可以表示为：

给定条件α，最优的β可以表示为：

可以看出，一旦得到这组参数λi ，那么对于给定的条件α，
对所有的结论β，只要将其所有值为1特征fi对应的λi 加起
来，取和最大的β即可



最大熵模型

工具

最普遍使用的工具：Maximum Entropy Modeling 
Toolkit for Python and C++

作者：张乐

主页：
http://homepages.inf.ed.ac.uk/lzhang10/maxent_too
lkit.html



基于最大熵模型的中文分词

采用最大熵模型对每个汉字标注BMES标记

假设当前字C0 ，当前标记是T0

常用最大熵特征模板（当前字是C0）：

 Cn T0(n =−2,−1, 0, 1, 2)：汉字

例如：C-1T0表示当前字的前一个字和当前标记

C2T0表示当前字的前一个字

 CnCn+1 T0(n =−2,−1, 0, 1)：两字组

 C−1C1 T0 ：当前字左右两个字

 D(C0)T0 ：当前字是否数字

 A(C0)T0 ：当前字是否字母

 P(C0)T0 ：当前字是否标点



基于最大熵模型的中文分词

生成最大熵训练实例

假设给定训练样本：

<s> 今天 是 星期三 。</s>

生成对应标注序列：

今|B 天|E 是|S 星|B 期|M 三|E 。|S

对于每一个字生成一个训练实例：上例中天字生成的实例



基于最大熵模型的中文分词

最大熵模型的参数训练

对训练语料库中每个汉字生成一个实例

把所有实例的列表送给最大熵模型的训练工具

最大熵模型的训练工具将学习到模型的参数

最大熵模型的测试

对于输入串中每一个汉字以及该汉字的每一个可能的标记，
生成一个实例，这样对每个汉字就生成了四个实例

对每个实例，生成其所有激活的特征，以及这些特征所对
应的概率

选取可能性最大的标记为该字的标记



基于最大熵模型的中文分词

搜索最优标注路径



基于最大熵模型的中文分词

搜索最优标注路径

有些边是非法的，比如M→B，E→M，E→E，S→M，
S→E，等等

每条路径的概率是路径上各节点标注概率P(标记|汉字)之
积，边上没有转移概率

搜索算法与HMM模型解码的Viterbi算法相同



基于最大熵模型的中文分词

搜索最优标注路径



基于最大熵模型的中文分词

搜索最优标注路径



基于统计的分词方法：判别式方法

优点

分词精度高

新词识别率较高

缺点

训练速度慢

需要人工设计特征

性能与特征紧密相连

需要人工标注训练语料



现有分词方法总结

比较项目 基于词典的分词 产生式分词 判别式分词

分词精度 80% 90% 95%

分词速度 最快 最慢 较快

理论基础 没有 扎实 扎实

学习素材 不需要 大规模 中小规模

词典 需要 需要 不需要

学习效率 无需学习 高 中低

歧义处理能力 有限 中等 强

新词处理能力 不能 中等 强



中文分词的技术水平

2003年国家863评测部分结果

最好成绩：P=93.44%，R=93.69%，F1=93.46%

最差成绩：P=91.42%，R=89.27%，F1=90.33%

2005年SIGHAN汉语分词评测结果（使用MSR语料）



中文分词的技术水平

2010年SIGHAN评测结果

开始于2002年，第一届SIGHAN是在COLING2002上举办的。 后面几次分别在
ACL、COLING 和 IJCNLP 上举办。中间停办过几次，SIGHAN-8是在
ACL2015上举办的。最新的是SIGHAN-9也就是2017年和IJCNLP在今年的12月
1日在台湾举办。



可选的分词工具

http://ictclas.nlpir.org/中科院计算所
(ICTCLAS)

http://www.openpr.org.cn中科院自
动化所(Urheen)

http://www.fnlp.org/复旦大学
http://nlp.stanford.edu/software/tag

ger.shtml  Stanford University



当前分词技术存在的主要问题

训练语料规模小：分词模型过于依赖训练样本，而标注大
规模训练样本费时费力，由此导致分词系统对新词的识别
能力差，往往在与训练样本差异较大的测试集上性能大幅
度下降

训练语料领域少：现有的训练样本主要在新闻领域，而实
际应用千差万别：网络新闻、微博/微信/QQ等对话文本、
不同的专业领域(中医药、生物、化学、能源……)。

对实体和专有名词的识别性能较低



提纲

引言

信息抽取概述

中文分词

命名实体识别

开放域实体识别



命名实体

命名实体的定义

狭义地讲，命名实体指现实世界中具体或抽象的实体，
如人（张三）、机构（中国中文信息学会、阿里巴巴网
络技术有限公司）、地点等，通常用唯一的标志符(专
有名称)表示，如人名、机构名、地名等。

广义地讲，命名实体还可以包含时间（12：00）、日
期（2017年10月17日）、数量表达式（100）、金钱
（一亿美金）等。至于命名实体的确切含义，只能根据
具体应用来确定。比如，在具体应用中，可能需要把住
址、电子信箱地址、电话号码、舰船编号、会议名称等
作为命名实体。



命名实体识别的任务

一般而言，主要是识别出待处理文本中七类（人名、机构
名、地名、时间、日期、货币和百分比）命名实体

两个子任务：实体边界识别和确定实体类别

   2011年 4月 11日 17点 16分 ， 日 本 东 北
部 的 福 岛 和 茨 城 地 区 发 生 里 氏 7.0级 强
烈 地 震 （ 震 中 北 纬 36.9度 、 东 经 140.7

度 ， 即 福 岛 西 南 30公 里 左 右 的 地 方 ，
震 源 深 度 10公 里 ， 属 于 浅 层 地 震 ） 当
局 已 经 发 布 海 啸 预 警 震 后 约 30分 钟 后
在 日 本 海 地 区 发 生 巨 型 海 啸 ， 同 时 造
成 福 岛 核 电 站 出 现 核 泄 漏 震 后 第 十 天
， 国 际 原 子 能 机 构 对 于 日 本 政 府 反 应
迟 钝 进 行 了 谴 责

2011年 4月 11日 17点 16分 ， 日 本 东
北 部 的 福 岛 和 茨 城 地 区 发 生 里 氏 7.0级
强 烈 地 震 （ 震 中 北 纬 36.9度 、 东 经 140

.7度 ， 即 福 岛 西 南 30公 里 左 右 的 地 方 ，
震 源 深 度 10公 里 ， 属 于 浅 层 地 震 ） 当
局 已 经 发 布 海 啸 预 警 震 后 约 30分 钟 后
在 日 本 海 地 区 发 生 巨 型 海 啸 ， 同 时 造
成 福 岛 核 电 站 出 现 核 泄 漏 震 后 第 十 天
， 国 际 原 子 能 机 构 对 于 日 本 政 府 反 应
迟 钝 进 行 了 谴 责



命名实体识别的特点

时间、日期、货币和百分比的构成有比较明显的规律，识
别起来相对容易

人名、地名、机构名的用字灵活，识别的难度很大

在不同领域、 场景下, 命名实体的外延有差异 。

数量巨大,不能枚举,难以全部收录在词典中。

某些类型的实体名称变化频繁，并且没有严格的规律可
以遵循。

表达形式多样。

首次出现后往往采用缩写形式。



英文人名识别

人名识别在英文中已得到很好的研究,

因为英文本身具有一些明显特征(如大小写)

Barack Obama

Donald Trump

……

切分造成的错误很少，使得人名识别在英文中变得较为容
易。



中文人名识别：难点

名字用字范围广，分布松散，规律不很明显

姓氏和名字都可以单独使用用于特指某一人

王二小，小王，二小

许多姓氏用字和名字用字(词)可以作为普通用字或词被使
用

姓氏为普通词：于(介词)，张(量词)，江(名词)等

名字为普通词：建国，国庆，胜利，文革，计划

全名也是普通词汇，如：万里，温馨，高山，高升，高
飞，周密，江山，夏天等。

缺乏可利用的启发标记（人名与其上下文组合成词）

祝贺老总百战百胜。

这里有关天培的壮烈



中文人名识别：特点

中国人名一般由以下部分组合而成：

姓：张、王、李、刘、诸葛、西门、范徐丽泰

名：李素丽，王杰、诸葛亮

前缀：老王，小李

后缀：王老，赵总



中文人名识别：特点

中国人名各组成部分用字比较有规律

 姓：汉语姓氏大约有1000多个, 姓氏中使用频度最高的
是“王”姓, “王, 陈, 李, 张, 刘” 等5个大姓覆盖率达
32%, 姓氏频度表中的前14个高频度的姓氏覆盖率为50%
，前400个姓氏覆盖率达99%。

 名：人名的用字也比较集中。 频度最高的前6个字覆盖
率达10.35%, 前10个字的覆盖率达14.936%, 前15个字的
覆盖率达19.695%, 前400个字的覆盖率达90%。



中文人名识别：特点

中国人名各组成部分的组合规律
姓＋名

姓

名

前缀＋姓

姓＋后缀

姓＋姓＋名（海外已婚妇女）

中国人名的上下文构成规律
身份词：

 前：工人、教师、影星

 后：先生、同志

 前后：女士、教授、经理、小姐、总理



中文人名识别：特点

地名或机构名：

前：静海县大丘庄禹作敏

的字结构

前：年过七旬的王贵芝

动作词：

前：批评，逮捕，选举

后：说，表示，吃，结婚



中文地名识别：难点

地名数量大，缺乏明确、规范的定义。
中国地名委员会编写了《中华人民共和国地名录》，收集了全国

乡镇以上（含乡镇）各级行政区域的名称，以乡镇人民政府所在地
为主的居民聚落名称，山、河、湖、海、岛、高原、盆地、沙溪等
自然地理实体名称，名胜古迹、纪念地、古遗址、水库、桥梁、电
站等名称，共收录地名10万多条。这个地名录中使用的汉字共2662
个，频度最高的前65个汉字占总频度的50.22%，前622个汉字占总
频度的90.01%，前1872个汉字占总频度的99%。

真实语料中地名出现情况复杂。

地名简称、地名用词与其他普通词冲突

地名是其他专用名词的一部分

地名长度不一



中文地名识别：特点

地名中使用的多字词中绝大部分是两个字
山口

水库

遗址

城镇

…..

经常与方位词和介词连用
东、南、西、北

周边、附近

在、于

……



中文机构名识别：难点

机构名中含有大量的人名、地名、企业字号等专有名称。
在这些专有名称中，地名所占的比例最大，其中未登录地
名又占了相当一部分的比例。所以机构名识别应在人名、
地名等其他专名识别之后进行，其他专名识别的正确率对
机构名识别正确率有较大影响。
地名：山东大学，上海大学，北京大学

人名：哈佛大学，逸夫图书馆，中山大学

学科、专业和部分系统：公安部，教育部

研究、生产或经营等活动的对像：软件研究所，卫星制造厂

上述情况的综合：白求恩医科大学

大机构、团体、组织和职业的名称：中国人民解放军洛阳外国语
学院，中国发明家学会等



中文机构名识别：难点

用词广泛
通过对人民日报1998年1月中的10817个机构名所含的19986个词

进行统计，共计27种词，其中名词最多（9941个），地名其次（
5023个），以下依次为简称（1169个）、专有名词（1125个）
、动词（848个）以及机构名（714个）等

机构名长度极其不固定
新疆维吾尔自治区乌鲁木齐国家高新技术产业开发区社会管理综

合治理委员会

学校及周边治安综合治理工作领导小组

北大

机构名很不稳定
随着社会发展，新机构不断涌现，旧机构不断被淘汰、改组或更

名



中文机构名识别：特点

词法角度：偏正式(修饰格式)的复合词

{名词|形容词|数量词|动词} + 名词

句法角度：“定语＋名词性中心语”型的名词短语(定名型
短语)

中心语：机构称呼词，如：大学，学院，研究所，学会，
公司，股份公司等



音译名识别

音译名用字非常集中《英语姓名译名手册》中共收英语姓
氏, Given Names约4万个, 经计算机统计得出英语姓名译
名用字表共476 个：



音译名识别：难点

音译名内部很难划分出结构，但有一些常见音节，如“斯
基、斯坦”等

不同语言的音译规律不尽相同，如法语、俄语、蒙古语译
名用字与英语就有较大区别（蒙语人名举例：“那顺乌日
图、青格勒图”），如果按不同的语言训练不同的模型比
使用统一的模型效果更好

音译名可以是人名、地名或其他专名，上下文规律差别较
大



命名实体识别的方法

方法分类
有词典切分/无词典切分

在分词的过程中使用词典的方法是有词典切分，反之是无词典切分，
有字典切分的方法一般是基于规则的，无词典切分的方法一般是基于
统计的

基于规则的方法/基于统计的方法

基于规则的方法不需要标注训练语料，能直接根据词典和规则进行
分词，基于统计的方法需要标注训练语料训练模型。基于统计的方法
可以分为生成式统计命名实体识别和判别式命名实体识别



基于字典的命名实体识别方法

方法概述：按照一定的策略将待分析的汉字串与一个充
分大的词典中的词条进行匹配，若在词典中找到某个字
符串，则匹配成功

典型方法
正向最大匹配法

反向最大匹配法

最短路径法（最少分词法）

方法与之前介绍的分词中的方法类似



基于统计的命名实体识别方法

生成式方法

原理：首先建立学习样本的生成模型，再利用模型对预
测结果进行间接推理

典型算法：

HMM, PCFG等

判别式方法

原理：由字构词的命名实体识别理念，将NER问题转化
为判别式分类问题(序列标注问题)

典型算法：

Maxent SVM CRF CNN  RNN  LSTM+CRF



条件随机场（CRF）

定义：条件随机场（Conditional Random Field，CRF）是给
定一组输入随机变量条件下另一组输出随机变量的条件概
率分布模型

特点：假设输出随机变量构成马尔可夫随机场

应用：可以应用于不同类型的标注问题，例如：

单个目标的标注、序列结构的标注、图结构的标注

自然语言处理的很多任务可以转化为序列结构的标注问题。
本课程主要介绍线性链条件随机场，这时，问题变成了由
输入序列对输出序列标注的判别模型。

CRF和HMM

HMM：生成式模型，难以考虑复杂的特征

CRF：判别式模型，可以考虑复杂的特征



条件随机场（CRF）

内容：

概率图模型、概率无向图模型

马尔可夫随机场

条件随机场的表示形式

条件随机场的三个基本问题

概率计算问题

解码问题

学习问题



概率无向图模型

图是由结点及连接结点的边组成的集合。结点和边分别记作v
和e，结点和边的集合分别记作V和E，图记作G=（V,E）。

无向图是指边没有方向的图

概率图模型是由图表示的概率分布：设有联合概率分布P(Y)，
Y是一组随机变量。由图G= （V,E）表示概率分布P(Y)，即在
图G中，一个结点v表示一个随机变量Yv，边e表示随机变量之
间的概率依赖关系。

根据边的性质，不同概率图模型可以分为两类
 概率有向图模型：图G是有向图, 例如：隐马尔可夫模型

 概率无向图模型：图G是无向图, 例如：条件随机场模型



概率无向图模型：成对马尔可夫性

设u和v是无向图G中任意两个没有连接的结点，结点u和v分别
对应随机变量Yu和Yv。其它所有结点为O，对应的随机变量组
是Yo，成对马尔可夫性是指给定随机变量组Yo的条件下Yu和Yv

是条件独立的，即：

v

u

O
任意没有直接相连的一对结点，在给定O的条件下互相独立



概率无向图模型：局部马尔可夫性

设v是无向图G中任意一点，O是与v有边连接的所有点，U是v, 
O以外的其他所有结点。v表示的随机变量是Yv ，O表示的随
机变量组是YO ，U表示的随机变量组是YU 。局部马尔可夫性是
指在给定随机变量组YO的条件下随机变量Yv和YO是独立的。即

任意一个结点与所有不与它直接相连的结点，在给定的条件下互相独立

𝑃(𝑌v，𝑌𝑈|𝑌𝑂) =P（𝑌v|𝑌𝑂） P（𝑌𝑈|𝑌𝑂）

v

U

O



概率无向图模型：全局马尔可夫性

设结点集合V, U是在无向图G中被结点集合O分开的任意结点
集合。结点集合V, U和O所对应的随机变量组分别是YV, YU 和
YO。全局马尔可夫性是指给定随机变量YO条件下随机变量组YV

和YU是条件独立的，即

V
O

U

被结点集合O分开的任意两个结点集合A和B，在给定O的条件下互相独立

V

U

O

𝑃(𝑌𝑉，𝑌𝑈|𝑌𝑂) =P（𝑌𝑉|𝑌𝑂） P（𝑌𝑈|𝑌𝑂）



马尔可夫随机场

如果概率无向图模型的联合概率分布P(Y)满足三种马尔科夫
性，就称此联合概率分布为马尔可夫随机场

成对马尔科夫性

局部马尔科夫性

全局马尔可夫性

关键问题：求联合概率P(Y)

对给定的马尔可夫随机场模型，希望将整体的联合概率写
成若干子联合概率的乘积的形式，也就是将联合概率进行
因子分解



马尔可夫随机场：因子分解

团：无向图G中任何两个结点均有边连接的结点子集称为团
(clique)。

最大团：若C是无向图G的一个团，井且不能再加进任何一
个c的结点使其成为一个更大的团，则称此C为最大团
(maximal clique).

两个结点组成的团有5个{Y1，Y2}, {Y2，Y3}, {Y1，Y3}, {Y3，
Y4}, {Y2，Y4},有两个最大团：{Y1，Y2， Y3}， {Y2，Y3， Y4}



马尔可夫随机场：因子分解

将马尔可夫随机场模型的联合概率分布表示为其最大团上
的随机变量的函数的乘积形式的操作，称为马尔可夫随机
场模型的因子分解(Factorization)

给定马尔可夫随机场模型，设其无向图为G，C为G上的最
大团，Yc表示C对应的随机变量，那么马尔可夫随机场模型
的联合概率分布P(Y)可写作图中所有最大团C上的函数

的乘积形式，即

Z是归一化因子(normalization factor)

   
c

cc YΨ
Z

YP
1

 cc YΨ

 
Y c

cc YΨZ

    YcEYΨ cc  exp

势函数



条件随机场：定义

设X与Y是随机变量，P(Y|X)是在给定X的条件下Y的条件概
率分布。若随机变量Y构成一个由无向图G=(V,E)表示的马
尔可夫随机场，则称条件概率分布P(Y|X)为条件随机场。

其中，w~v表示在图G=(V,E)中与结点v有边连接的所有结点
w，w≠v表示结点v以外的所有结点。



线性链条件随机场：定义

设 均为线性链表示的
随机变量序列，若在给定随机变量序列X的条件下，随机变
量序列Y的条件概率分布P(Y|X)构成条件随机场，即满足马
尔可夫性

则称P(Y |X)为线性链条件随机场。
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（在i=1和n时只考虑单边）



线性链条件随机场：图示

在标注问题中，X表示输入观察序列，Y表示对应的输出标
记序列或状态序列

对比：HMM

本课程中，接下来条件随机场指线性条件随机场



CRF的参数化形式

设P(Y|X)为线性链CRF，则在随机变量X取值为x的条件下，
随机变量Y取值为y的条件概率具有如下形式：

其中：x可以为观察样本的任意特征（例如：词本身、大小写、POS、
词典等），这里假设有k个特征，特征的重要程度由lamda控制，训练得
到。

tk：定义在边上的特征函数，也称转移特征，依赖于前一个和当前位置

sl:  定义在结点上的特征函数，也称状态特征，依赖于当前位置。
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条件随机场的参数化形式：例子

输入观测为：X=(X1,X2,X3)，输出标记为Y=(Y1,Y2,Y3)，Y1, Y2, 
Y3 取值于{1,2}

假设特征和对应权值，只注明特征取值为1，为0省略

对给定的观测序列x，求标记序列Y=(1, 2, 2)的非规范化条件
概率



条件随机场的参数化形式：例子

解：根据如下求解公式

代入求得：
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条件随机场的简化形式

简化的目的：在参数化形式表示中，同一特征在各个位置都有
定义，可以对同一个特征在各个位置求和 ，将局部特征函数
转化为一个全局特征函数，这样就可以将条件随机场写成权值
向量和特征向量的内积形式，即条件随机场的简化形式。

首先将转移特征和状态特征及其权值用统一的符号表示。设有
K1个转移特征，K2个状态特征，K=K1+K2

然后，对转移特征与状态特征在各个位置i求和，记作
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特征的分段函数
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条件随机场的简化形式

用wk表示特征fk（x，y）的权值，即

于是，条件随机场可以表示为:
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条件随机场的简化形式

若w表示权值向量：

以F(y,x)表示全局特征向量，即

条件随机场写成内积：
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条件随机场的矩阵形式

以上是CRF的参数化及其简化形式，为了计算方便，可以表示
为矩阵形式

首先引进特殊的起点和终点状态标记Y0=start, Yn+1=stop，
这时Pw(y|x)可以通过矩阵形式表示

需要对观察序列x的每一个位置i=1,2,..,n+1，定义一个m阶矩
阵(m是标记Yi取值的个数)

直观上，Mi表示从位置i-1到位置i时，状态从yi-1转移到yi的概率
该概率由一组（K）转移特征、状态特征和对应的权重决定。



条件随机场的矩阵形式

例子：
假设y可以取N和V两种标签，如公式所示，y1取N，y2取N的概率是由K个
特征函数决定的，其中有K1个转移特征，K2个状态特征。

𝑁 𝑉

𝑁 𝑀2 𝑁 −𝑁 = exp( 

𝑘=1

𝐾

𝑤𝑘𝑓𝑘 (𝑦𝑖−1,𝑦𝑖,x, 𝑖)) 𝑀2(𝑁 − 𝑉)

𝑉 𝑀2(𝑉 − 𝑁) 𝑀2(𝑉 − 𝑉)

i=2时



条件随机场的矩阵形式

定义为矩阵形式之后，条件概率Pw(y|x)：

Zw(x)为规范化因子，是n+1个矩阵的乘积的(start, stop)元素
。具体地，规范化因子Zw(x)是以start为起点stop为终点通过
状态的所有路径y1y2y3…yn的非规范化概率 之和
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乘积的形式，方便递推计算



条件随机场的矩阵形式：例子

给定一个下图所示的线性链条件随机场，观测序列x，状态序
列y，i=1,2,3, n=3，标记yi{1,2}，假设y0=start=1，
y4=stop=1，各个位置的随机矩阵M1(x)， M2(x)， M3(x)，
M4(x)分别是：

试求状态序列y以start为起点stop为终点所有路径的非规范概
率及规范化因子



条件随机场的矩阵形式：例子

首先计算图中从start到stop对应于y=（1,1,1），y=（1,1,2
）,…,y=(2,2,2)各路径的非规范化概率分别是：

通过计算矩阵乘积M1(x) M2(x) M3(x)M4(x)可知，其第一行第
一列的元素如下，恰好等于从start到stop的所有路径的非规
范化概率之和



条件随机场：概率计算问题

问题描述：给定条件随机场P(Y|X)，输入序列x和输出序列y

计算条件概率：

为了提高计算效率，像HMM那样，引进前向-后向向量，进
行递推计算（前向后向算法）
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标记序列在位置i为yi的概率

标记序列在位置i-1为yi-1且在
位置i为yi概率



CRF：概率计算问题

 前向-后向算法：

 对每个位置i=0,1,…,n+1 , 定义前向向量

递推公式：

表示：在位置i的标记是yi，且到位置i的前部分标记序列(y0 y1 y2……yi-1)
的非规范化概率

又可表示为：

因为yi可取的值m个，所以 是m维列向量

 xi
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条件随机场的概率计算问题

 前向-后向算法：

同样，对每个指标i=0,1,…,n+1 , 定义后向向量

表示：在位置i的标记是yi，且从位置i+1到n+1的后部分标记序列(yi+1
yi+2……yn+1)的非规范化概率

又可表示为：

 xi
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条件随机场：概率计算问题





条件随机场：解码问题

问题描述：给定条件随机场P(Y|X)和输入序列(观察序列)x，求
条件概率最大的输出序列(标记序列)y*

Viterbi算法：
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条件随机场：解码问题

Viterbi 搜索算法
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条件随机场：解码问题

根据上述公式，条件随机场的预测问题成为求非规范化概率最
大的最优路径问题

其中，路径表示标记序列，其中
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条件随机场的解码问题

注意，为了提高计算效率，只需计算非规范化概率，而不必计
算概率，于是，为了求解最优路径，上述式子可以写成如下形
式

其中

每个位置的各种特征，每一个是一个01函数



条件随机场：解码算法

Viterbi算法：

初始化：首先求出位置1的各个标记j=1,2..m的非规范化概
率：

递归计算：
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条件随机场：解码算法

Viterbi算法：

终止：直到i=n时终止，这时求得非规范化概率的最大值为

回溯路径：

    jxyFw n
mjy





1
max,max

 jy n
mj

n 



1

* maxarg

  12111 ,,,nn,    iyΨy *

ii

*

i  

 Tnyyyy **

2

*

1

* ,,, 



条件随机场：解码算法的例子

输入观测为：X=(X1,X2,X3)，输出标记为Y=(Y1,Y2,Y3)，Y1, Y2, 
Y3 取值于{1,2}

假设特征和对应权值，只注明特征取值为1，为0省略

对给定的观测序列x，求对应的最优输出序列



条件随机场：解码算法的例子

解：

利用Viterbi算法求最优路径问题

初始化



条件随机场：解码算法的例子

解：

递推



条件随机场：解码算法的例子

解：

递推



条件随机场：解码算法的例子

解：

终止

返回

最优标记序列



条件随机场：学习问题

拟牛顿法：

学习的优化目标函数：

梯度函数：

参考《统计机器学习》附录

有监督的学习



HMM vs ME vs CRF

HMM是一种生成式模型，利用转移矩阵和生成矩阵建模相
邻状态的转移概率和状态到观察的生成概率。无法利用复
杂特征（只有两个矩阵建模）

ME是一种判别式模型，可以使用任意的复杂特征（特征函
数），但是ME只能建模观察序列和某一状态的关系，状态
之间的关系无法得到充分利用。

CRF是一种判别式模型，可以使用任意的复杂特征（特征函
数）（虽然每个位置有一个矩阵，但是矩阵的元素是由特
征函数和权重计算得到，我们可以任意地定义特征函数从
而考虑各种特征），可以建模观察序列和多个状态的关系
，考虑了状态之间的关系。



CRF工具

参考项目：python-crfsuite

https://github.com/scrapinghub/python-crfsuite

安装： pip install python-crfsuite



CRF工具

参考任务(Chunking)：
https://www.clips.uantwerpen.be/conll2000/chunking/

示例：He reckons the current account deficit will 
narrow to only # 1.8 billion in September.

标注：He\B-NP reckons \B-VP the \B-NP current \I-NP
account \I-NP deficit \I-NP will \B-VP narrow \I-NP to 
\B-PP only \B-NP # \I-NP 1.8 \I-NP billion \I-NP in \B-PP
September \B-NP . \O

数据集：
 http://www.clips.uantwerpen.be/conll2000/chunking/train.txt.gz

 http://www.clips.uantwerpen.be/conll2000/chunking/test.txt.gz



CRF工具

特征设计：



基于CRF的命名实体识别

采用CRF模型对每个汉字标注对应实体类型的BIO标记

例如：句子“毛泽东是中国伟大的主席”

观察序列： 毛1 泽2 东3 是4 中5 国6 伟7 大8 的9 主10
席11

标注序列：

B-PER1 I-PER2 I-PER3 O4 B-LOC5 I-LOC6 O7 O8 O9 
O10 O11

特征函数：可以构建不同种类的特征

上下文特征：{yi-1= B-LOC，yi= I-LOC，xi-2=是，i=6}

{yi-1= #，yi= I-LOC，xi-2=是，i=6}

词性特征：{xi-2=v，i=6}{xi-1=n，i=6} {x0=n，i=6}

词表特征：{xi-1xi=1，i=6}



基于CRF的命名实体识别

CRF模型的参数训练

对训练语料库中每句话生成一个实例

把所有实例的列表送给CRF模型的训练工具

CRF的训练工具将学习到模型的参数（每个特征的权重）

CRF模型的测试

对于输入串整体作为一个实例

对这每个实例，生成其所有激活的特征，计算这些特征所
对应的概率

选取可能性最大的标记序列为该句子的标记



LSTM+CRF命名实体识别（Lample NAACL16）

动机1

领域内资源（例如地理资源集gazetteers）或特征的获取耗
时耗力，避免使用领域内的资源或特征

动机2

传统的特征提取过程中会用到复杂的NLP工具，会造成误
差传递

利用神经网络自动从文本中学习特征



LSTM+CRF命名实体识别联合模型

每个句子按照词序逐个输入双向LSTM中，结合正反向隐层输出得到包
含每个词类别信息的表示，输入CRF中，优化目标函数，从而得到每个词
所属的实体类别

LSTM+CRF命名实体识别（Lample NAACL16）

LSTM学习得到的特征相当于
传统的CRF中的状态特征S（yi|x）



词级别特征与字符级别特征

词级别的特征即每个词的词向量作为词的表示，字符级别特征是通过将每个词拆成字符
序列，通过双向LSTM得到该词的表示，将两种表示结合，作为该词的LSTM+CRF模型输入

LSTM+CRF命名实体识别（Lample NAACL16）



数据集与实验

数据集：CoNLL2003

LSTM+CRF命名实体识别（Lample NAACL16）



汉语分词与实体识别联合模型（PengACL16）

动机1

词边界能提供实体类别的有用信息，所以将词边界信息融
入到命名实体识别中

动机2

汉语分词困难，与英语相比较分词准确率低，先分词，后
实体识别，分词时的误差会传递到实体识别中，所以将分词
与实体识别联合训练



汉语分词与实体识别联合模型
首先，利用和上一篇类似的模型去做分词

然后，将分词阶段LSTM隐层输出得到分词特征、词向量特征和传统的NER
特征融合，输入到CRF模型中，进行实体识别，分词和实体识别分别定义损
失函数，最后将两个损失函数融合，实现两个任务的联合学习。

汉语分词与实体识别联合模型（PengACL16）



结果
实体识别模型中，除了基础的词汇特征外，还有词语特征与LSTM隐层特征，
9/10/11三组实验分别代表单独使用词语特征、单独使用LSTM隐层特征和共
同使用词语特征和隐层特征，可以看出，三个特种共同使用效果最好

汉语分词与实体识别联合模型（PengACL16）



命名实体识别的评测

国际会议：MUC、SigHAN、CoNLL、IEER 和ACE 

MUC-6和MUC-7设立的命名实体识别专项评测大大推动了英语命名
实体识别技术的发展

MUC-6和MUC-7还设立了多语言实体识别评测任务MET，对日语、
土耳其语、汉语等多种语言命名实体识别任务进行评测

SigHAN从2003年开始举办第一届中文分词评测BAKEOFF，2006年
和2008年举行的BAKEOFF-3和BAKEOFF-4设立了命名实体识别专项
评测

2003年和2004年举办的863计划“中文信息处理与智能人机接口技术
评测”中设立了中文命名实体识别评测任务

评测指标：正确率P，召回率R和 F值
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英文命名实体识别的技术水平

不同语言，不同数据集，不同的方法能达到不同的性能

英文：Language Technology Group Summary开发的英语命名
实体识别系统在MUC-7评测中取得第一名，其准确率和召回
率分别达到95%和92% （吴友政，2006）

许多英语命名实体系统已经具备了相当程度的大规模文本处
理能力

122



汉语命名实体识别的技术水平

参加MET-2评测的汉语命名实体识别系统对人名、地名、机
构名识别的最优性能指标（准确率，召回率）只有(66%，
92%)、(89%，91%)和(89%，88%) （吴友政，2006）
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汉语命名实体识别的技术水平：BAKEOFF-3

数据
来源

测试
类别

测试性能

P R F ORG- F LOC-F PER-F GPE-F

MSRC

（简）
Closed 0.8894 0.8420 0.8651 0.8310 0.8545 0.9009 ~

Open 0.9220 0.9018 0.9118 0.8590 0.9034 0.9604 ~

LDC 

（简）
Closed 0.8026 0.7265 0.7627 0.6585 0.3046 0.7884 0.8204

Open 0.7616 0.6621 0.7084 0.5209 0.2857 0.7422 0.7930

CITYU

（繁）
Closed 0.9143 0.8676 0.8903 0.8046 0.9211 0.9087 ~

Open 0.8692 0.7498 0.8051 0.6801 0.8604 0.8098 ~

数据来源 简繁体类别 训练集规模 测试集规模

MSRC 简体 1.3M/63K（词/词次） 100K/13K（词/词次）

LDC 简体 632K（词） 61K（词）

CITYU 繁体 1.6M/76K（词/词次） 220K/23K（词/词次）

(Levow, 2006 )
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汉语命名实体识别的技术水平：863

数据
来源

测试
类别

测试性能

ORG LOC PER

P R F P R F P R F

SXU (简) 开放 .6464 .5741 .6081 .8702 .7843 .8251 .8138 .8847 .8478

CITYU(繁) 开放 .3986 .2532 .3097 .6839 .7004 .6921 .3986 .2532 .3097

数据来源 简繁体类别 训练集规模（词/

词次）
测试集规模

（字）

SXU 简体 NONE 约400K

CITYU 繁体 NONE 约400K
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从评测结果看汉语命名实体识别的技术水平

在BAKEOFF-3 MSRC语料和BAKEOFF-3 CITYU语料上的评
测结果要好于BAKEOFF-3 LDC语料上的评测结果以及863语
料上的评测结果

其中一个很重要原因是：BAKEOFF-3 MSRC和CITYU评测
提供了相当规模的训练集，而BAKEOFF-3 LDC只提供了小
规模的训练集，而863评测根本不提供训练集

因为训练集和测试集在题材和体裁方面比较类似，可能使得
各个系统在BAKEOFF-3 MSRC语料和BAKEOFF-3 CITYU语
料上的评测性能较高

在真实的应用环境中，命名实体识别的性能会大打折扣

126



可选的NER工具

http://ictclas.nlpir.org/中科院计算所
(ICTCLAS)

http://www.openpr.org.cn中科院自
动化所(Urheen)

http://www.fnlp.org/复旦大学
http://nlp.stanford.edu/software/tag

ger.shtml  Stanford University



小结

受限于训练语料规模，系统的自适应能力不强
网页信息：不规范、存在很多噪音，有些根本就不构成自然语言

句子，因此通常的命名实体识别模型所依赖的上下文特征发生了
明显变化，使得识别性能剧烈下降

类别数限定，不满足实际的应用
摩托罗拉V8088折叠手机、第6届苏迪曼杯羽毛球混合团体赛、胆

结石腹腔镜手术等

需要开放域实体抽取
实体类型更多、更细，而且有些实体类别是未知、或者是随时间

演化的

基于深度学习的分词和命名实体识别
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提纲

引言

信息抽取概述

中文分词

命名实体识别

开放域实体识别



开放类别实体抽取

不限定实体类别

不限定目标文本

任务：给定某一类别的实体实例，从网页中抽
取同一类别其他实体实例
给出<中国，美国，俄罗斯>（称为“种子”）

找出其他国家<德国，英国，法国……>

Input

Output

130



开放类别实体抽取：主要方法

基本思路
 种子词与目标词在网页中具有相同或者类似的上下文

 网页结构

 上下文

 Step1：种子词模板

 Step2：模板更多同类实体

处理实例扩展问题的主流框架

利用不同数据源（例如查询日志、网页文档、知识库文档
等）的不同特点，设计方法

种子 候选 结果
抽取器
(抽取模

板)

打分器
(计算候选
置信度)
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开放类别实体抽取: Query Log 
(Pasca CIKM 2007)

通过分析种子实例在查询日志中的上下文学得模板，再利用
模板找到同类别的实例

联想 笔记本 如何

苹果 笔记本 如何

戴尔 笔记本 如何

构造候选与种子上下文向量，计算相似度
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开放类别实体抽取: Web Page 
(Wang ICDM 2007) (1/2)

Motivation

处理列表型网页

在列表中，种子与目标实体具有相同的网页结构

133



开放类别实体抽取的主要方法: Web Page 
(Wang ICDM 2007) (2/2)

爬取模块（Fetcher）
把种子送到搜索引擎，把返回的前100个网页抓取下来作为语料

抽取模块（Extractor）
针对单个网页学习模板，再使用模板抽取候选实例

排序模块（Ranker）
利用种子、网页、模板、候选构造一个图，综合考虑网页和模板的

质量，使用Random Walk算法为候选打分并排序

一个网页包含的高质量模板越
多，则该网页质量越高（反之
亦然）

一个模板抽取出的正确实例越多，
则该模板的质量越高（反之亦然）
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开放类别实体抽取的主要方法: 融合多个数据源
(Pennacchiotti EMNLP 2009) 

针对不同数据源，选取不同特征分别进行实例扩展，对结果
进行融合
6亿个网页

1年的查询日志

Wikipedia

针对不同数据源选取不同的模板和特征

使用不同特征计算候选的置信度
结果融合
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评价指标与技术水平

针对实例扩展问题，目前缺少公认的评测，研究者在自己构建的数据
上进行测试

评价方法：以平均准确度MAP为主；召回无法评价，覆盖度替代

因为系统输出是一个ranked list，单纯考察准确率无法体现出rank的
作用

采用TREC中常用的MAP（平均正确率均值）

Prec: 列表中到目前为止的准确率；NewEntity(r)当前实体是否正确
的0-1函数

每个类别做N次实验，每次都随机选取种子，对其求平均
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评价指标与技术水平

Wang 2007在12个自制数据集的结果，
取前100个网页作为语料
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小结

针对不同数据源的特点设计方法，其针对性、灵活性很强

方法一般分为模板抽取和实例候选置信度计算两个模块，
两部分迭代进行，相互依赖

以无监督的方法为主

缺少公认的数据集或相关评测
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总结

自然语言处理技术的历史

信息抽取技术概述：四个任务

中文分词和命名实体识别

任务介绍

难点

典型方法

评测指标

技术水平
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总结

命名实体识别

任务介绍

难点

典型方法

技术水平

开放域实体识别

任务介绍

难点

典型方法

评测指标

技术水平
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概述

实体消歧概述

基于无监督的实体消歧

基于知识库链接的实体消歧

2



实体消歧定义

命名实体的歧义指的是一个实体指称项可对应到多个真实世
界实体，例如，给定如下的四个实体指称项“Michael 
Jordan ”

MJ1: Michael Jordan is a researcher in machine learning.

MJ2: Learning in Graphical Models: Michael Jordan

MJ3: M. Jordan wins NBA MVP.

MJ4 : Michael Jordan plays basketball in Chicago Bulls.

确定一个实体指称项所指向的真实世界实体，这就是命名实
体消歧

3



Morph Target Motivation

Blind Man (瞎子) Chen Guangcheng(陈光诚) Sensitive

Kimchi Country (泡菜国) Korea (韩国) Vivid

Rice Country (米国) United States (美国) Pronunciation

Miracle Brother (奇迹哥) Wang Yongping (王勇平) Irony

网络媒体中的实体歧义

Chen Guangcheng

4



实体消歧分类

基于聚类的实体消歧
把所有实体指称项按其指向的目标实体进行聚类

每一个实体指称项对应到一个单独的类别
MJ1: Michael Jordan is a researcher in machine learning.

MJ2: Research in Graphical Models: Michael Jordan

MJ3: M. Jordan wins NBA MVP.

MJ4 : Michael Jordan plays basketball in Chicago Bulls

基于实体链接的实体消歧
将实体指称项与目标实体列表中的对应实体进行链接实现消歧
MJ4 : Michael Jordan plays basketball in Chicago Bulls
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概述

实体消歧概述

基于无监督的实体消歧

基于知识库链接的实体消歧

6



基于聚类的实体消歧

基本思路
同一指称项具有近似的上下文

利用聚类算法进行消歧

核心问题：选取何种特征对于指称项进行表示

词袋模型(Bagga et al., COLING, 1998)

语义特征(Pederson et al., CLITP, 2005)

社会化网络(Bekkerman et al., WWW, 2005)

维基百科的知识(Han and Zhao, CIKM, 2009)

多源异构语义知识融合(Han and Zhao, ACL, 2010)
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基于聚类的实体消歧:词袋模型
(Bagga et al. COLING 1998)

利用待消歧实体周边的词来构造向量

利用向量空间模型来计算两个实体指称项的相似度，进行
聚类

MJ1:  Michael Jordan is a researcher in machine
learning.

MJ1:  Michael Jordan plays basketball in Chicago Bulls

MJ1 researcher machine learning

MJ4 plays basketball Chicago Bulls
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基于聚类的实体消歧: 语义特征
(Pederson et al. CLITP 2005)

词袋模型，没有考虑词的语义信息

利用SVD分解挖掘词的语义信息

利用词袋和浅层语义特征，共同表示指称项，利用余弦相
似度来计算两个指称项的相似度
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基于聚类的实体消歧：社会化网络
(Bekkerman et al. WWW 2005)

不同的人具有不同的社会关系
MJ（BasketBall）: Pippen, Buckley, Ewing, Kobe…

MJ（Machine Learning）: Liang, Mackey, Wauthier…

MJ, Pippen, Buckley, Ewing, Kobe等的社会化关联信息所表
现出来的网页链接特征，对网页进行聚类，从而实现网页
内的人名聚类消歧。
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基于聚类的实体消歧: Wikipedia
(Han CIKM 2009) (1/3)

Wikipedia中相关实体具有链接关系

这种链接关系反映条目之间的语义相关度
 D. Milne and Ian H. Witten 2008: The  higher  semantic  related  

Wikipedia concepts will  share more  semantic  related  
concepts.

GlobalizationBank

Capitalism
Dependency 

theory

Illegal 

immigration
Trade

MasterCard

Overnight 

rate

World 

Bank
Mergers & 

Aquisitions

Assets 

inflation

Mixed 

economy

Debit card

Financial 

market

Automated teller 

machine

Human 

migration

European 

Union

Corporation

Accenture

Division of 

labour

Imperialism

Colonization

The concepts has links with a and b

The Whole Wikipedia concepts

The concepts has links with a and b
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基于聚类的实体消歧: Wikipedia 
(Han CIKM 2009) (2/3)

用实体上下文的维基条目对于实体进行向量表示
MJ1: Michael Jordan is a Researcher in machine learning.

MJ2: Research in Graphical Models: Michael Jordan

利用维基条目之间的相关度计算指称项之间的相似度（解决
数据稀疏问题）

MJ1

MJ2

Researcher(0.42) Machine learning(0.54)

Graphic model(0.51)Research(0.47)

MJ1 Researcher Machine learning

MJ2 Research Graphic model
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实验比较
(Han CIKM 2009) (3/3)

使用WePS数据集测试

使用结构化关联语义核的实体相似度能够提升10.7%的消
歧性能
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基于聚类的实体消歧: 多源异构知识
(Han ACL 2010) (1/3)

仅仅考虑Wikipedia一种知识源，覆盖度有限

多源异构知识的挖掘与集成
知识源中存在大量的多源异构知识

挖掘和集成多源异构知识可以提高实体消歧的性能

Wikipedia

用于捕捉概念之间的语义关联

WordNet

用于捕捉词语之间的语言学关联

Web网页库

用于捕捉命名实体之间的社会化关联
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基于聚类的实体消歧：多源异构知识
(Han ACL 2010) (2/3)

多源异构知识的表示框架：语义图
等同概念识别

概念连接
 同时捕捉显式语义知识和结构化语义知识

语义图的边（显式语义知识）——建模了所有从知识源中直接抽取出的
概念之间的显式语义关联

语义图的结构（结构化语义知识）——建模了概念之间的隐藏语义关联

语义图中语义知识的挖掘和融合算法
计算原则：“如果一个概念的邻居概念与另一个概念存在语义关联，则这

个概念也与另一个概念存在语义关联”

语义关联在图中的传递性
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基于聚类的实体消歧:多源异构知识
(Han ACL 2010) (3/3)

实验比较
使用WePS数据集测试

使用多源知识能够有效提高消歧的准确度
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基于聚类的实体消歧：评测(1/2)

WePS： Web People Search Evaluation

 WePS1是SEMEVAL2007的子任务

 WePS2是WWW的一个workshop

 任务：Web环境中的人名消歧，即给定一个包含某个歧义人名的
网页集合，按照网页中人名指称项所指向的人物概念来对网页进
行聚类，以及抽取一个网页中关于某个人的特定属性来辅助进行
人名消歧

 评测方法
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基于聚类的实体消歧：评测(2/2)

WePS 1 WePS 2
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小结

主要研究集中在实体指称项的语义表示

已有工作大多是通过扩展特征，增加更多的知识来提高消歧
精度

挑战

消歧目标难以确定

缺乏实体的显式表示
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概述

实体消歧概述

基于无监督的实体消歧

基于知识库链接的实体消歧
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实体链接的任务

 任务
 给定实体指称项和它所在的文本，将其链接到给定知识库中的相应

实体上
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实体链接主要步骤

 主要步骤
 候选实体的发现

 给定实体指称项，链接系统根据知识、规则等信息找到实体指称项的
候选实体

 候选实体的链接
 系统根据指称项和候选实体之间的相似度等特征，选择实体指称项的

目标实体

实体指称项文本：Michael Jordan is 
a former NBA player, active 
businessman and majority owner of 
the Charlotte Bobcats.

候选实体：
Michael Jordan (basketball player)

Michael Jordan (mycologist）
Michael Jordan (footballer)

Michael B. Jordan
Michael H. Jordan

Michael-Hakim Jordan
Michael Jordan (Irish polotician)

…
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候选实体发现

 如何根据实体指称项找出候选实体
 利用Wikipedia的信息

 利用上下文信息
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利用Wikipedia信息获取候选实体

利用Wikipedia中锚文本的超级链接关系
Michal Jordan is a former NBA player

利用Wikipedia中的消歧页面

利用Wikipedia中的重定向页面
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利用上下文获取缩略语候选实体
(Zhang IJCAI 2011)

问题
 缩略语在实体指称项中十分常见，据统计，在KBP2009的测试数

据，在3904个实体指称项中有827个为缩略语

动机
 缩略语指称项具有很强的歧义性，但它的全称往往是没有歧义的

 ABC和American Broadcasting Company, AI和Artificial 
Intelligence等

 在实体指称项文本中，缩略语的全称出现过

解决方法
 利用人工规则抽取实体候选
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候选实体链接

如何进行实体链接
 基本方法：计算实体指称项和候选实体的相似度，选择相似度最大

的候选实体

 单一实体链接
 BOW模型 (Honnibal TAC 2009, Bikel TAC 2009)

 加入候选实体的类别特征（Bunescu et al., EACL 2006）

 加入候选实体的流行度等特征（Han et al., ACL 2011）

 协同实体链接
 利用实体之间类别的共现特征（Cucerzan, EMNLP 2007）

 利用实体之间链接关系（Kulkarni et al., KDD 2009）

 利用同一篇文档中不同实体之间存在的语义关联特征（Han et al., 
SIGIR 2011）
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实体链接的基本方法
(Honnibal TAC 2009, Bikel TAC 2009)

基于词袋子模型计算相似度

 将实体指称项上下文文本与候选实体上下文文本表示成词袋子向量
形式，通过计算向量间的夹角确定指称项与候选实体相似度，系统
选择相似度最大的候选实体进行链接
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类别特征
(Bunescu EACL 2006)

 动机
 候选实体的文本内容可能太短，会导致相似度计算的不准确

 加入指称项文本中的词与候选实体类别的共现特征
 例：除了计算待消歧文本和实体Wikipedia文本John Williams (composer)的相

似度外，还考虑当前文本中的词语与Music, Art 等类别的共现信息

 方法
 训练SVM分类器对候选实体进行选择

 训练数据由Wikipedia中的超级链接获得

 所采用的特征

 文本相似度

 指称项文本中词与候选实体

类别的共现信息

Williams has also composed

numerous classical concerti, and he 

served as the principal conductor of 

the Boston Pops Orchestra from 

1980 to 1993 

John Williams (composer): Category={Music, Art…}

John Williams (wrestler): Category={Sport,…}

John Williams (VC): Category={Bank,…}

类别：music
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实体流行度等特征
（Han ACL 2011）

 动机
 传统的方法仅仅是计算实体指称项与候选实体的相似度，忽略了候

选实体的背景知识与先验信息，如实体本身的流行度、实体与指称
项的关系等

 方法
 考虑实体的背景知识，将实体的背景知识融入到实体链接的过程，

实体的背景知识和先验信息主要有
 实体流行度：实体e在知识库中的概率P(e)

 名称的知识：指称项s指向实体e的概率P(s|e)

 上下文知识：实体e出现在特定上下文环境c的概率P(c|e)
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During his standout career at           ,  

also acts in the movie Space Jam .Jordan

Bulls

协同实体链接

•实体指称项与目标实体的语义相似度
•目标实体之间的语义相似度
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协同学习策略

 动机
 同一篇文档中实体之间具有语义相关性

 利用Pairwise优化策略

 目标实体的语义相关度计算方法：
 利用实体类别重合度计算目标实体语义相似度（Cucerzan, EMNLP 2007）

 利用实体之间链接关系计算目标实体语义相似度（Kulkarni , KDD 2009 ）

任意两个目标实体
之间的语义相关度

实体指称项到目标
实体的语义相似度
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基于图的协同链接
（Han SIGIR 2011）

 动机
 Pairwise策略只考虑两两实体关系，结果不是全局最优的

 采用图方法，全局考虑目标实体之间的语义关联

 方法：Referent Graph，两种关系构成

 指称项与实体之间的关系：该指称项文本与实体文本的相似度，由传统的
VSM模型得到

 实体之间的语义关系：利用目标实体之间的链接关系计算实体之间的语义
相关度
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基于深度学习的方法
（He ACL 2013）

 动机
 传统的方法中，计算待消歧实体上下文和目标实体语义相似度的

方法（点乘，余弦相似度，KL距离等）可扩展性差，没有考虑各
个概念间的内在联系

 在协同过滤的方法中，计算待消歧实体上下文和目标实体语义相
似度也是基础工作。

 方法
提出利用深度学习的方法自动联合学习实体和文档的表示，进而完成实
体链接任务（数据集：TAC-KBP 2010 和 AIDA）
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跨语言实体链接
（Zhang IJCAI 2013）

 动机
 给定一种语言的实体指称项和其所在的上下文，将其链接到另外一种语言

的知识库中

 传统方法要先翻译成目标语言，可能产生错误传递，需要大量的句子级平
行的双语训练语料

 方法：利用双语隐含主题模型将实体指称项与候选实体映射到同一
个主题空间中（数据集：TAC-KBP 2011）
 每一个隐含主题有两种不同的分布，分别对应两种不同语言

 处于同一个主题分布下的两种不同语言的词的分布具有一些共性
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结构化数据中的实体链接
（Shen SIGKDD 2012）

 动机
 没有上下文

 任务与传统的实体链接不同

 方法
 主要利用实体的流行度和实体共现类型去消歧

取自王建勇老师报告（第三届中文知识图谱研讨会）
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社交数据中的实体链接
（Shen SIGKDD 2013）

 动机
 社交媒体（Twitter）是一种重要的信息来源

 社交媒体的上下文较短，语言表述不规范

 方法
 利用tweet的用户信息和tweet的交互信息

取自王建勇老师报告（第三届中文知识图谱研讨会）
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实体链接评测 (1/2)

TAC-KBP (2009-Now)：Entity Linking
任务：将文本中的目标实体链接到Wikipedia中的真实概念，达到

消歧的目的

评测方法： 以指称项为单位计
算的准确率

以实体为单位计算
的准确率
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实体链接评测 (2/2)

2013评测结果(Micro Accuracy)
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小结

目前实体链接方法主要是如何更有效挖掘实体指称项信息，
如何更准确地计算实体指称项和实体概念之间的相似度

由单一实体链接向协同实体链接发展

难点：未登录实体的处理
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关系抽取

2017-2018学年-春季学期: 知识图谱导论



概述

关系抽取任务定义

传统关系抽取

开放域关系抽取

41



实体间关系抽取的定义

 Alexander Schutz等人认为关系抽取是自动识别由一对概
念和联系这对概念的关系构成的相关三元组
 Example1: 比尔盖茨是微软的CEO

CEO(比尔盖茨, 微软)

 Example2: CMU坐落于匹兹堡

Located-in(CMU, 匹兹堡)

 高阶关系：Michael Jordan获得1997/98赛季的MVP

Award(Michael Jordan, 1997/98赛季, MVP)
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网络文本信息结构

结构化数据（Infobox）
置信度高

规模小

缺乏个性化的属性信息

半结构化数据
置信度较高

规模较大

个性化的信息

形式多样

含有噪声

纯文本
置信度低

复杂多样

规模大
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结构化 vs. 半结构化 vs. 非结构化

随机抽取100篇百科文档（共5类）
 对于其中三部分都包含的网页进行了统计

人物 地理 电影 动物 图书

InfoBox 87 182 260 183 104

非结构化 79 147 109 107 36

半结构化 119 96 327 129 76

OverLap Info vs. 非 62 101 87 72 26

OverLap Info vs. 半 11 11 21 7 17

OverLap 非 vs. 半 8 7 4 4 10

三方OverLap 7 7 3 4 9

816

Infobox

半结构化 非结构化

47

8
747

30

318

3

37
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结构化与半结构化的关系抽取方法

结构化与半结构化文本信息（利用网页结构）
 信息块的识别

 模板的学习

 属性值的抽取

Infobox中的属
性名

身高

语言

国籍

体重

……
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非结构化文本的关系抽取分类

传统关系抽取
评测语料（MUC,  ACE, …）
专家制订类别，人工标注语料

开放域关系抽取
类别自动获取

语料自动生成

语言证据清晰表达的关系

46



概述

关系抽取任务定义

传统关系抽取

开放域关系抽取
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传统关系抽取

任务
给定实体关系类别，给定语料，抽取目标关系对

评测语料（MUC, ACE, KBP, SemEval）
专家标注语料，语料质量高

抽取的目标类别已经定义好

有公认的评价方式
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ACE抽取的目标关系列表
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TAC-KBP抽取的目标关系列表
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SemEval-2010 Task 8

目标关系列表：19种

关 系 比 例

Other 280 (31.43%)

Cause-Effect 156 (17.51%)

Product-Producer 114 (12.79%)

Entity-Origin 102 (11.45%)

Instrument-Agency 85 ( 9.54%)

Component-Whole 71 ( 7.97%)

Content-Container 57 ( 6.40%)

Entity-Destination 13 ( 1.46%)

Member-Collection 8 ( 0.90%)

Message-Topic 5 ( 0.56%)
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ACE(2005-2007)评测结果

(http://www.nist.gov/speech/tests/ace/ace05/doc/acee05eval_official_results_20060110.htm

http://www.nist.gov/speech/tests/ace/ace05/doc/acee05eval_official_results_20070402.htm)

针对每个句子的
关系识别，评测

指标是F值

52



TAC-KBP 2009 Slot Filling Track评测结果

(Paul McNamee, 2009)

针对一个文本库的关系抽取，
评测指标是SF值

因为大部分slots是空的，
所以non-NIL指标反映

了系统的性能
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KBP 2013 Slot Filling Track评测结果
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SemEval-2010 Task 8 评测结果
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传统关系抽取方法

目前主要采用统计机器学习的方法，将关系实例转换成高
维空间中的特征向量或直接用离散结构来表示，在标注语
料库上训练生成分类模型，然后再识别实体间关系
基于特征向量方法：最大熵模型(Kambhatla 2004)和支持向量机

(Zhao et al., 2005；Zhou et al., 2005; Jiang et al., 2007)等

基于核函数的方法：浅层树核（Zelenko et al., 2003)、依存树核（
Culotta et al., 2004)、最短依存树核（Bunescu et al., 2005)、卷积树
核（Zhang et al., 2006；Zhou et al., 2007）

基于神经网络的方法：递归神经网络（ Socher et al., 2012)、基于矩
阵空间的递归神经网络（ Socher et al., 2012)、卷积神经网络（Zeng 
et al., 2014）
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传统关系抽取方法

基于特征向量方法:

主要问题：如何获取各种有效的词法、句法、语义等特征，并把
它们有效地集成起来，从而产生描述实体语义关系的各种局部特
征和简单的全局特征

特征选取：从自由文本及其句法结构中抽取出各种词汇特征以及
结构化特征

实体词汇及其上下文特征

实体类型及其组合特征（PER，LOC等）

交叠特征（两个实体或词组块是否在同一个名词短语、动词短
语或者介词短语之中、两个实体或者词组块之间单词的个数等
）

句法树特征（连接两个实体的语法路径）
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传统关系抽取方法

基于核函数方法:

主要问题：如何有效挖掘反映语义关系的结构化信息及如何有效
计算结构化信息之间的相似度

卷积树核：用两个句法树之间的公共子树的数目来衡量它们之间
的相似度

标准的卷积树核(CTK)
在计算两棵子树的相似度时，只考虑子树本身，不考虑子树的上下文信息

上下文相关卷积树核函数(CS-CTK)

在计算子树相似度时，同时考虑子树的祖先信息，如子树根结点的父结点
、祖父结点信息，并对不同祖先的子树相似度加权平均
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传统关系抽取方法

基于神经网络的方法:

主要问题：如何设计合理的网络结构，从而捕捉更多的信息，进
而更准确地完成关系的抽取

网络结构：不同的网络结构捕捉文本中不同的信息

递归神经网络（RNN）
网络的构建过程更多的考虑到句子的句法结构，但是需要依赖复杂的句法

分析工具

卷积神经网络（CNN）
通过卷积操作完成句子级信息的捕获，不需要复杂的NLP工具

循环神经网络（RNN）
通过循环神经网络建模词语之间的依赖关系，自动捕获句子级信息
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自然语言处理过程

伦齐在宪改公投惨败后，宣布有意辞职。

分类, 聚类, （结构）预测, 排序…

特征

符号特征：特征抽取

数值特征：表示学习



自然语言的表示学习

基本语言单元的语义表示
 词的表示

 分布式原则

更大语言单元的语义表示
 句子的表示

 语义组合原则

深度学习的本质：用数值（向量，矩阵等）表示各个语
言单元的语义（特征）



词表示

一般认为，词是语言处理中最基本的语言单元

词以及词间关系的表示和建模是NLP任务中重要基础工作

WordNet [Miller 1995] FrameNet [Baker 1998]

人工方法：刻画词之间多维度关系，例如：聚合关系，组合关系
深度学习：用数值化的方法表示词的语义信息



词的分布表示

The first thing you do with a word symbol is you convert it to a word 
vector. And you learn to do that, you learn for each word how to turn a 
symbol into a vector, say, 300 components, and after you’ve done 
learning, you’ll discover the vector for Tuesday is very similar to the 
vector for Wednesday.

[Geoffrey E. Hinton. 2015]

 深度学习框架下，词的语义表示为向量的形式，也就是分布表示。



词的分布表示

Harris和firth的分布假说：上下文相似的词 → 词义相似
词的语义可以通过大规模语料库统计获得

词语的语义相似度可以度量
[Harris 1954]

向量 & 内积/余弦

江西省地处中国东南部
携程带你玩转江西省

四川省地处中国西南腹地
携程带你玩转四川省



词的分布表示：历史的角度

[Harris 1954]

[Firth 1957]

[Hinton 2006]

[Bengio 2003]

[Dagan 1993]
[Schütze 1992]

[Brown 1992]

基于矩阵的
分布表示

基于聚类的
分布表示

基于神经网络
的分布表示

分布假说

[Church 2011] 
《钟摆摆得太远

》



词表示学习

上下文的表示：文档、词、n元词组

相似度的衡量：向量的内积（余弦）

词间关系一般分为聚合关系和组合关系，分布式表示学习常常从聚合关

系的角度去建模

Syntagmatic Relation

Paradigmatic Relation

几乎没有 校园

清华 景色很好校园

中科院



词表示学习方法

词向量
“词-上下文”

词-文档 词-词

LSA

PLSA

……

Brown Clustering

HAL

GloVe

……

Skip-gram

CBOW

NNLM

LBL

C&W

Skip-gram可以看做某种词-词矩阵分解
[Pennington et al 2014][Li et al. 2015]

神经网络

 传统方法：也是从分布的角度建模，但是没有用到神经网络的方法
 LSA：矩阵分解
 Brown Clustering：聚类

 神经网络：NNLM, Skip-gram, CBOW, GloVe，LBL，C&W



NNLM: Neural Network Language Model

三层前馈神经网络，以前n-1个词作为输入，第n个词作为输出，进而
完成网络参数的优化，实现词向量的表示学习

拼接输入词词向量

隐藏层

输出层

通过调节输入词向量、输出词向量以及网络的
参数，使得网络每次都能正确地预测出第N个词



CBOW & Skip-gram

Continuous Bag of Word

特点：
去除隐藏层

去除词序

研表究明，汉字序顺并不定一影阅
响读！事证实明了也许当你看这完
句话之后才发字现都乱是的。

NNLM CBOW
用周边词预测当前词

Skip-gram
用当前词预测周边的词



工具示例

Word2vec：Google在2013年年中开源的一款将词表征为实数
值向量的高效工具，采用的模型有CBOW和Skip-Gram两种。

代码链接：https://code.google.com/p/word2vec/

输入文本：英文（token后的文本）中文（分词后的文本）

输出：指定维度的词向量



自然语言的表示学习

基本语言单元的语义表示

词的表示

分布式原则

更大语言单元的语义表示

句子的表示

语义组合原则



组合语义

• 一个复杂对象的意义是由其各
组成部分的意义以及它们的组
合规则来决定

• The meaning of a complex 
expression is determined by 
the meanings of its 
constituent expressions and 
the rules used to combine 
them.伦齐在宪改公投惨败后，宣布有意辞职。

分类, 聚类, 预测, 排序…



意义的组合和具体任务相关

北京天气糟糕

上海天气很好

二锅头太猛了，受不了

山西汾酒不错

山西汾酒不错

上海天气很好

北京天气糟糕

二锅头太猛了，受不了

情感分类 主题分类



语义组合模型

基于词语等基本语义单元表示句子等更大语义单元的过程

语义组合模型就是要建模句子的句法/语义结构

两类最基本语义组合模型

局部空间的特征提取 词语之间的时序关系



基础：多层前馈神经网络

在前馈神经网络中，各神经元分别属于不同的层。整个网络中无反馈
，信号从输入层向输出层单向传播，可用一个有向无环图表示。
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多层前馈神经网络



基础：多层前馈神经网络

示例
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基础：多层前馈神经网络

全连接层：相邻两层的任何两个不同层神经元之间都存在连接。在全
连接前馈神经网络中

如果第l 层有nl个神经元，L表示神经网络的层数

则参数个数： 𝑙=1
𝐿 𝑛𝑙

权重矩阵参数非常多，训练效率低下

数据不足时，欠学习
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多层前馈神经网络



卷积神经网络

Convolutional Neural Networks，CNN

是一种前馈神经网络

是受生物学上感受野（Receptive Field）的机制而提出的。

感受野主要是指听觉系统、感觉系统和视觉系统中神经元
的一些性质。
 例如：在视觉神经系统中，一个神经元的感受野是指视网膜上的

特定区域，只有这个区域内的刺激才能够激活该神经元。

特性：卷积神经网络有三个结构上的特性
局部连接

权重共享

采样

这些特性使得卷积神经网络具有一定程度上的平移、缩放和扭曲不变性
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全连接 vs 卷积

不同
全连接 vs 局部连接

权重独立 vs 权重共享

一般不采样 vs 一般采样

79

全连接 CNN



例子：参数规模（全连接 vs 卷积）

80

1000*1000*1000000=1012 10*10*100=104

• 左边的图表示全连接，输入为1000*1000，假设下一层神经元的数目为1M，参数
规模为1012。

• 右边的图是卷积网络示意，当一个滤波器的大小为10*10时，一个滤波器处理图片
不同区域时权重共享，所以卷积结果规模为991*991，已经接近1M；即使使用100
个滤波器，参数规模也为10*10*100=104，参数个数远小于全连接的情况。



一维卷积

信号X，信号长度n，X可以表示为（x1，x2，…，xn）

xi：i+j表示（ xi， xi+1， … ， xi+j ）

滤波器（filter）W，滤波器长度为m，W可以表示为（
w1,w2,…,wm）

则卷积后的输出值Y中的每个位置可以如下表示

81

𝑦𝑖 = 𝑓(𝑊𝑥𝑖:𝑖+𝑚−1 + 𝑏) = 𝑓( 

𝑘=1

𝑚

𝑤𝑘𝑥i+𝑘−1 + b)
偏置



全连接 vs 卷积
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全连接

CNN

𝑦𝑖 = 𝑓(𝑊𝑥𝑖:𝑖+𝑚−1 + 𝑏) = 𝑓( 

𝑘=1

𝑚

𝑤𝑘𝑥i+𝑘−1 + b)

𝑦𝑖 = 𝑓(𝑊i𝑥1:𝑛 + 𝑏) = 𝑓( 

𝑘=1

𝑛

𝑤i𝑘𝑥𝑘 + b)

权重共享

局部连接

f是神经元的激活函数，一般取非线性变换函数

n是输入层神经元个数

m是滤波器窗口大小



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）
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0 1 2 1 0

0

-1 -3

1 -1

-2

步长为1的卷积过程



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）

84

0 1 2 1 0

0

2

-1 -3

1 -1

-2

步长为1的卷积过程



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）

85

0 1 2 1 0

0

2 1

-1 -3

1 -1

-2

步长为1的卷积过程



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）
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0 1 2 1 0

0

2 1 2

-1 -3

1 -1

-2

步长为1的卷积过程



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）
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0 1 2 1 0

0

2 1 2 1

-1 -3

1 -1

-2

步长为1的卷积过程



卷积的参数

卷积窗口：滤波器的参数数目，表征了每次编码的信息单元
的大小

卷积步长：滤波器编码信息时每次移动的距离

例子：窗口为3，步长为2
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0 1 2 1 0

0

-1 -3

1 -1

-2



卷积步长

卷积窗口：滤波器的参数数目，表征了每次编码的信息单元
的大小

卷积步长：滤波器编码信息时每次移动的距离

例子：窗口为3，步长为2
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卷积步长

卷积窗口：滤波器的参数数目，表征了每次编码的信息单元
的大小

卷积步长：滤波器编码信息时每次移动的距离

例子：窗口为3，步长为2
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0 1 2 1 0

0

1 1

-1 -3

1 -1
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以下如无特殊说明，步长取1



窄卷积、宽卷积、等长卷积

窄卷积：输出长度n-m+1，不补零。

宽卷积：输出长度n + m -1，对于不在[1,n] 范围之外的xt 用
零补齐（zero-padding）。（Padding=m-1）

等长卷积：输出长度n，对于不在[1,n]范围之外的xt 用零补齐
（zero-padding）。(Padding=(m-1)/2)

在这里除了特别声明，我们一般说的卷积默认为窄卷积。 91
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二维卷积

两维卷积经常用在图像和自然语言处理中

给定一个图像或句子X=[xij], i∈ 1,M , j ∈ 1,𝑁

滤波器W=[wij], i∈ 1,m , j ∈ 1, n 一般m << M; n << N

则卷积后的输出值Y中的每个位置如下表示
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𝑦𝑖j = 𝑓 𝑊𝑥𝑖:𝑖+𝑚−1,𝑗:𝑖+𝑛−1 + 𝑏

= 𝑓( 

𝑢=1

𝑚

 

𝑣=1

𝑛

𝑤𝑢𝑣𝑥i+𝑢−1,𝑗+𝑣−1 + b)



二维卷积示例

输入X(5，5)

滤波器（3，3）
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滤波器：特征提取器

如果把滤波器看成一个特征提取器，每一组输出都可以看成
是输入经过一个特征抽取后得到的特征。因此，在卷积神经
网络中每一组输出也叫作一个特征映射（Feature Map）。
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多个滤波器

为了增强卷积层的表示能力，可以使用K 个不同的滤波器来
得到K 组输出，即K个特征映射。
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输入

两个滤波器

两个特征映射

01 -1

2 1 2 1-2

每个滤波器的参数随机初始化，滤波器个数是网络中重要的参数



卷积层作用

提取一个局部区域的特征，每一个滤波器相当于一个特征提
取器。
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子采样层：池化操作

虽然卷积层通过局部连接和权重共享显著减少了连接的个数
，但是每一个特征映射的维度并没有显著减少。

这样，如果后面接一个分类器，分类器的输入维数依然很高
，很容易出现过拟合。

为了解决这个问题，卷积神经网络一般会在卷积层之后再加
一个池化（Pooling）操作，即子采样（Subsampling），
构成一个子采样层。通过子采样显著降低特征维数，避免过
拟合。
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子采样层

对于卷积层得到的一个特征映射𝑋(𝑙)，则采样层输出有：

其中，𝑤 𝑙+1 和 𝑏
(𝑙+1)

分别是可训练的权重和偏置参数

𝑑𝑜𝑤𝑛(𝑋
(𝑙)
)是指子采样后的特征映射
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𝑋
(𝑙+1)
= 𝑓(𝑤

𝑙+1
∙ 𝑑𝑜𝑤𝑛(𝑋

(𝑙)
) + 𝑏

(𝑙+1)
)



子采样层

最大值采样（Maximum Pooling）

最小值采样（Minimum Pooling）

平均值（Average Pooling）

TopK采样（Average Pooling）
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𝑝𝑜𝑜𝑙𝑚𝑎𝑥(𝑋
(𝑙)
) = max
𝑖∈𝑋
(𝑙)
𝑋𝑖
(𝑙)

𝑝𝑜𝑜𝑙𝑚𝑖𝑛(𝑋
(𝑙)
) = m𝑖𝑛
𝑖∈𝑋
(𝑙)
𝑋𝑖
(𝑙)

𝑝𝑜𝑜𝑙𝑎𝑣𝑔(𝑋
(𝑙)
) =
1

|𝑋
(𝑙)
|
 

𝑖∈𝑋
(𝑙)

|𝑅𝑘|

𝑋𝑖
(𝑙)

𝑝𝑜𝑜𝑙𝑘(𝑋
(𝑙)
) = top
𝑖∈𝑋
(𝑙)
𝑋𝑖
(𝑙)



子采样层示例
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采样区域
自行设定



参数训练

任务：一个滤波器，就是训练W和b

采用反向传播算法

选择一个样本 x，信息从输入层经过逐级的变换，传送到
输出层

计算该样本的实际输出 o 与相应的理想输出 t 的差

按极小化误差反向传播方法调整权矩阵，也可以调整输入
词向量
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𝑦𝑖 = 𝑓(𝑊𝑥𝑖:𝑖+𝑚−1 + 𝑏) = 𝑓( 

𝑘=1

𝑚

𝑤𝑘𝑥i+𝑘−1 + b)



示例

102
Softmax层



基于卷积网络的关系抽取
(Zeng et al., Coling 2014) 

任务：判别句子中实体之间的语义关系

 语义关系分类

S: 2013年4月20日8时02分四川省雅安市[芦山县]e1 发生了7.0级[地震]e2

震中 (e1,e2)

汶川地震震中在汶川县

智利首都圣地亚哥发生了一场毁
灭性的大地震

唐山在一场没有任何征兆的特大地
震中夷成废墟

……

训练 关系
分类器

S: 2013年4月20日8时02分四川省雅安市[芦山县]e1 发生了7.0级[地震]e2

震中 (e1,e2)
✔

✖
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传统特征提取需要NLP预处理+人工设计的特征

2013年4月20日8时02分四川省雅安市[芦山县]e1 发生了7.0级[地震]e2

震中 (e1,e2)

Words： 芦山县m11, 地震b1, 发生b2, 在21

Entity Type： Nounm1 , Locationm2

Parse Tree： Location-VP-PP-Noun

Kernel Feature:

• 问题1：对于缺少NLP处理工具和资源的语言，无法提取文本特征

• 问题2：NLP处理工具引入的“错误累积”

• 问题3：人工设计的特征不一定适合当前任务

基于神经网络的特征抽取：
传统特征：

104

基于卷积网络的关系抽取
(Zeng et al., Coling 2014) 



解决方法

基于卷积神经网络的实体关系分类方法

通过CNN学习文本语义特征

不需要人工设计特征

通过Word Embeddings挖掘词汇的语义表
示

Lexical Level Features:  实体本身的语义特
征
Sentence Level Features: 通过CNN网络挖
掘句子级别的文本特征
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词汇级特征

利用词向量（Word Embedding）信息作为词汇级特征
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The [haft]e1 of the [axe]e2 is made of yew wood.

0.1 , 0.3, -.01, 0.40.5 , 0.2, -0.1, 0.4 0.1 , -0.3, 0.1, 0.4



句子级特征

利用CNN捕获句子级特征
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Convolution

词向量

位置向量

Softmax分类器



实验结果
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# of training instance # of test instance # of relationships

8,000 2,717 19



实验结果
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# of training instance # of test instance # of relationships

8,000 2,717 19



前馈神经网络的缺点

输入和输出的维数都是固定的，不能任意改变。无法处理
变长的序列数据

句子是有长有短，图像大小也不固定

连接存在于层与层之间，每层的节点之间是无连接的，假
设每次输入都是独立的，无法建模时序或者位置信息

110

全连接层 卷积层



循环神经网络

是一种反馈神经网络
全部或者部分神经元可以接受来自其它神经元或自身的神经元信

号（cf. 前馈神经网络只接受前一层的神经元信号）

可以建立同层神经元的关联，从而每层节点之间有连接，因此可
以建模时序或者位置信息，处理变长的序列数据

循环神经网络：至少包含一个反馈连接的神经网络结构。
因此，网络的激励可以沿着一个loop 进行流动。这种网
络结构特别适合于处理时序数据。
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A

yt

xt

= A

y0

x0
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y1
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h0 h1 h2 ht−1 ht



循环神经网络

假设时刻𝑡时，输入为𝑥𝑡，隐层状态为ℎ𝑡。 ℎ𝑡不仅和当前
时刻的输入相关，也和上一个时刻的隐层状态ℎ𝑡−1相关。

A代表一个RNN单元，由一套参数组成

一般使用如下函数：

这里，𝜑是非线性函数，一般为tanh 函数。

由上述公式可见，ht的目的是编码从0到t时刻的所有信息
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𝒉𝑡 = 𝜑(𝑾𝒙𝒕 +𝑼𝒉𝒕−𝟏 + 𝑏) 𝒚𝑡 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑉𝒉𝑡)
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隐层



循环神经网络：应用场景

输入：任意长度的序列

输出：同样长度的序列

适合：序列标注任务

例如：命名实体识别
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循环神经网络：应用场景

输入：任意长度的序列

输出：关于该序列的一个向量表示

适合：输入序列的统一表示

应用：文本分类（ht是文本的表示，再加一个分类层）
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循环神经网络：应用场景

输入：任意长度的序列

输出：关于该序列的多个向量表示

适合：输入序列中每个时刻的表示

应用：关系分类
 xt是句子中的一个词，ht是这个词在当前上下文的表示

 hk和hj是待分类的两个实体的表示

再加一个分类器完成关系分类
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参数学习

循环神经网络（4个参数），其中U,W,V是矩阵，b是向量

参数训练可以利用反向传播算法（Backpropagation
Through Time，BPTT）
详细参考P. J. Werbos. “Backpropagation through time: what 

it does and how to do it”. In: Proceedings of the IEEE 10 
(1990).

问题：序列长度过长时会导致梯度爆炸或者梯度消失问题
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𝒉𝑡 = 𝜑(𝑾𝒙𝒕 +𝑼𝒉𝒕−𝟏 + 𝑏) 𝒚𝑡 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑉𝒉𝑡)



长短时记忆神经网络：LSTM

长短时记忆神经网络：Long Short-Term Memory 
Neural Network，LSTM）

RNN的一个变体，可以有效地解决简单循环神经网络的梯
度爆炸或消失问题

关键：引入了一组记忆单元（Memory Units），允许网
络可以学习何时遗忘历史信息，何时用新信息更新记忆单
元。具体地，

在时刻 t ，记忆单元 ct 记录了到当前时刻为止的所有
历史信息，并受三个“门”控制：输入门 it , 遗忘门ft

和输出门ot 。三个门的元素的值在 [0, 1] 之间。
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长短时记忆神经网络

RNN vs LSTM
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RNN：



长短时记忆神经网络

RNN vs LSTM
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LSTM：



长短时记忆神经网络

RNN vs LSTM
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LSTM：
输入门 it是一个0-1向量，控制

每一个记忆单元加入多少新的
信息

𝒉𝑡 = 𝜑(𝑾𝒙𝒕 +𝑼𝒉𝒕−𝟏 + 𝑏)



长短时记忆神经网络

RNN vs LSTM
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LSTM：
遗忘门 ft也是一个0-1向量，

控制每一个记忆单元需要遗忘
多少信息



长短时记忆神经网络

RNN vs LSTM
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LSTM：
输出门ot也是一个0-1向量，控

制每一个记忆单元输出多少信
息。



长短时记忆神经网络

RNN vs LSTM

123

LSTM：
输入控制ut（不是0-1向量）是t时
刻当前信息的编码，和输入门it共
同决策当前输入对记忆单元 ct 的
贡献



长短时记忆神经网络

RNN vs LSTM
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LSTM：
记忆单元 ct 记录了到当前时刻为
止的所有历史信息



双向循环神经网络
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A和A’可以为任意具有循环结构的网络，例如：RNN,LSTM,GRU(只有更新门和重置门)



层叠(Stack)循环神经网络

本质就是多个循环网络逐层使用



递归神经网络

递归神经网络：Recursive Neural Network (RecNN) 

根据一个给定的拓扑结构，
进行词语的语义组合。



利用LSTM做关系抽取（ Zhou  ACL2016）

动机：

句子级语义信息对关系抽取任务至关重要

句子中的不同位置的词有不同程度的重要性

传统方法依赖NLP工具，人工提取特征，造成错误传递

CNN的方法难以建模句子中长距离的依赖关系



利用LSTM做关系抽取（ Zhou  ACL2016）

方法：

利用双向LSTM编码每个词的表示

ℎ1, ℎ2, … , ℎ𝑇 = 𝐿𝑆𝑇𝑀(𝑥1, … , 𝑥𝑇)

ℎ1, ℎ2, … , ℎ𝑇 = 𝐿𝑆𝑇𝑀(𝑥1, … , 𝑥𝑇)

ℎ𝑖 = ℎ2⊗ℎ2 （⊗是对应位置求和）



利用LSTM做关系抽取（ Zhou  ACL2016）

方法：

关注机制（通过对隐层的softmax得到关注的权重）

𝐻 = ℎ1, ℎ2, … , ℎ𝑇 ，𝑀 = tanh 𝐻

𝛼 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 𝜔𝑇𝑀 ，𝑟 = 𝐻𝛼𝑇

ℎ∗ = tanh(𝑟)



利用LSTM做关系抽取（ Zhou  ACL2016）

实验结果：



实体和关系联合抽取（ Zheng ACL2017）

动机：
真实世界中很多情况下要实体和关系联合抽取

传统的方法大多数都假定给出了待抽取的两个实体



实体和关系联合抽取（ Zheng ACL2017 ）

方法：
对每个关系，将其与（Begin，Inside，End，Single）以及表示

第几个实体的序号（1，2）组合，一共构成八个标签

额外考虑一个Other标签，表示不属于任何一个关系

如果总共有|𝑅|个关系，那么一共有2 ∗ 4 ∗ 𝑅 + 1个标签

根据标注结果得到三元组

标注方法尝试了

 LSTM+CRF

 LSTM+LSTM

 LSTM+LSTM+bias



实体和关系联合抽取（ Zheng ACL2017 ）

实验：
数据集：使用弱监督的NYT数据集，并且将其视为监督数据。训

练集包括353k个三元组，测试集包括3880个三元组，一个24个关
系。

实验结果



传统关系抽取方法

基于特征向量方法 vs. 基于核函数方法 vs.基于神经网络方法

基于特征向量方法 基于核函数方法 基于神经网络方法

优

点

简单实用

计算速度较快

能够有效挖掘结构
化信息

人工干预小，可扩性好
，适用于大规模数据环

境

缺

点

难以进一步挖掘有效
的平面特征，性能很
难进一步提高

句法分析的错误引
入了噪声，同时由
于树核的计算速度
非常慢，很难开发
实用系统

可解释性差

训练时间长
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小结

传统的人工标注语料+机器学习算法模式无法满足开放域
开放语料下的信息抽取
语料构建成本过高

跨领域跨文本类别时抽取性能严重下降

需要抽取的信息类别通常未预先指定

需要开放域关系抽取
关系类型更多

语料规模不受限

抽取实体类型也更丰富
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概述

引言

实体识别与抽取

实体消歧

关系抽取和发现

关系抽取任务定义

传统关系抽取

开放域关系抽取

开放域关系发现

事件抽取

问题与挑战
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开放域关系抽取特点

不限定关系类别

不限定目标文本
 Web Page

 Wikipedia

 Query Log

难点问题
 如何获取训练语料

 如何获取实体关系类别

 如何针对不同类型目标文本抽取关系

需要研究新的抽取方法
 按需抽取—Bootstrapping，模板

 开放抽取—Open IE

 知识监督抽取—Distant Supervision

138



按需抽取：Bootstrapping

Bootstrapping：模板生成->实例抽取->迭代直至收敛

语义漂移问题：迭代会引入噪音实例和噪音模板
首都：Rome  城市模板 “* is a city of ”

 Paris is a city of France. 

 Paris is a city of Romance. 

 COLING 14：引入负实例来限制语义漂移
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: NELL(Never-Ending Language Learning)
（Tom Mitchell AAAI2009）

输入
 Initial ontology

500 million web pages

目标
Extract new instances of categories and relations

Learn to read better than yesterday

1,994,282 Instances of 874 different categories and relations
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开放抽取

 通过识别表达语义关系的短语来抽取实体之间的关系
− (华为，总部位于, 深圳），(华为，总部设置于，深圳)，(华为，

将其总部建于，深圳)

 同时使用句法和统计数据来过滤抽取出来的三元组
− 关系短语应当是一个以动词为核心的短语

− 关系短语应当匹配多个不同实体对

 优点：无需预先定义关系类别

 缺点：语义没有归一化，同一关系有不同表示

关系短语的句法结构约束
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开放域关系抽取: Web Page
(Banko IJCAI 2007) (1/2)

TextRunner

用户输入特定的谓词和论元

利用搜索引擎返回与用户输入相关的句子

用TextRunner抽取出谓词论元三元组的三元组

Input

Output

TextRunner
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开放域关系抽取: Web Page
(Banko IJCAI 2007) (1/2)

步骤：
离线的训练集产生：利用简单的启发式

规则，在宾州树库上产生训练语料
离线的分类器训练：提取一些浅层句法

特征，训练分类器，用来判断一个元组
是否构成关系

在线关系抽取：在网络语料上，找到候
选句子，提取浅层句法特征，利用分类
器，判断抽取的关系对是否“可信”

在线的关系可信度评估：利用网络海量
语料的冗余信息，对可信的关系对，进
行评估

出发点：
关系类别的产生：动词作为关系类别

训练语料的产生：通过句法关系引出语
义关系

Self-Supervised
Learner

Single-Pass
Extractor

Redundancy Based
Assessor
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Machine Reading

TextRunner、ReVerb、WOE、OLLIE
从Wikipedia Infobox获得关系名

通过在句法树上回标获得句法关系模板

144



开放域关系抽取: Wikipedia (Wu CIKM 2007）

任务：在Wikipedia文本中抽取关系（属性）信息

难点
无法确定关系类别

无法获取训练语料

方法
在Infobox抽取关系信息

在Wikipedia条目文本中进行回标，产生训练语料

Wu's
Extractor

Input

Output
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开放域关系抽取: Wikipedia (Wu CIKM 2007)

Its county seat is Clearfield. 

As of 2005, the population density 

was 28.2/km². 

Clearfield County was created on 1804 from 

parts of Huntingdon and Lycoming Counties 

but was administered as part of Centre 

County until 1812. 

2,972 km²(1,147 mi²) of it is land and 

17 km² (7 mi²) of it (0.56%) is water. 
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知识监督开放抽取：Distant Supervision

开放域信息抽取的一个主要问题是缺乏标注语料

Distant Supervision: 使用知识库中的关系启发式的标注
训练语料

CEO_Of(乔布斯, 苹果公司)

Founder_Of(乔布斯, 苹果公司)

知识库

Relation Instance Label

S1: 乔布斯是苹果公司的创始
人之一

Founder-of,

CEO-of

S2: 乔布斯回到了苹果公司 Founder-of,

CEO-of

标注训练语料
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简单远距离监督方法
(Mintz et al.,  ACL09)

DS假设: 每一个同时包含两个实体的句子都会表述这两
个实体在知识库中的对应关系

基于上述假设标注所有句子作为训练语料

使用最大熵分类器来构建IE系统

最大的问题：噪音训练实例

噪音训练实例

Relation Instance Label
S1:乔布斯是苹果公司的创始人之一 Founder-of

S1:乔布斯是苹果公司的创始人之一 CEO-of

S2:乔布斯回到了苹果公司 Founder-of

S2:乔布斯回到了苹果公司 CEO-of

√

x
x
x
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)

实体类别和关系类别巨大
Freebase：4000多万实体，上万个属性关系，24多亿个事实三元组

DBpeida：400多万实体，48,293种属性关系，10亿个事实三元组

NELL： 519万实体，306种关系， 5亿候选三元组

Knowledge Vault:  4500万实体，4469种关系，2.7亿三元组

人工标注训练集不可行，需要寻求无指导或弱指导的关系
抽取方法
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将弱监督关系抽取看作是多示例问题，每次选择回标的包
中分类概率最大的那个示例更新参数
Steve Jobs was the co-founder and CEO of Apple and formerly Pixar. 

Steve Jobs passed away the day before Apple unveiled iPhone 4S in late 
2011. 

The history of Microsoft began on April 4, 1975, when it was founded 
by Bill Gates and Paul Allen in Albuquerque.

开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)
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利用分段卷积网络自动学习特征
设计分段最大池化层，根据两个实体把句子分成三段，在每段里利

用最大池化技术，更好地保留句子的结构化信息
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)



数据集：Riedel等开发
设计分段最大池化层，保留句子中结构化信息

知识库：Freebase

文本：纽约时报（NYT）

评价方法
Held-out 评价：以Freebase 中存在关系的三元组作为标准

人工评价：去掉已经在Freebase 中存在的实体对，人工标注top N 
结果
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)



实验结果

Held out实验结果

Top N Mintz MultiR MIML PCNNs+MIL

Top 100 0.77 0.83 0.85 0.86

Top 200 0.71 0.74 0.75 0.80

Top 500 0.55 0.59 0.61 0.69

Average 0.676 0.720 0.737 0.783

人工评价实验结果
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)



开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)

动机：

传统方法：NLP工具抽取句子特征，概率图模型选择多个有效的句
子，然后分类。

神经网络方法：卷积神经网络抽取特征，效果最好，但是Zeng的方
法只能选择一个有效句子，不能充分利用监督信息。

动机一：两种方法优点的结合，既能选择多个有效的句子，又使用
卷积神经网络抽取特征。
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)

动机：

句子S1需要知道Nevada是个地名，不然根据其中单词sanctioned(批
准)容易判断Nevada是个官员的名字，那么就没有
location/location/contains的关系。

动机二：利用实体描述补充背景知识
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)

基于句子级关注机制和实体描述的弱监督关系模型

利用背景知识库信息得到两个实体的关系，再利用这个
关系向量和每个句子计算相似度，归一化后作为句子的
关注度



数据集：Riedel等开发
 由(Riedel, Yao, and McCallum 2010) 发布的数据集，通过对齐

Freebase和NTY的语料形成，共包含52种关系。数据统计如下：

训练和预测的对象均是多示例包，包中的句子均没有标签。新版本
的数据统计：
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)

训练集 测试集

包的个数 67,946 96,676

训练集 测试集

包的个数 522,611 96,676



评价指标
自动评价：测试集中的标签以知识谱图的标注为准，如果预测的标

签与标注相同，则预测正确；否则预测错误。结果以精度-召回率
曲线给出。

人工评价：由于知识图谱不完善，测试集中标注为”NA”的样本
也可能真实地表达了某种关系，只是知识图谱标注错误了。此时选
取被知识图谱标注为”NA”,但是模型预测出其他关系的样本，按
照置信度的排列，选取top-k个样本进行人工评价，只报告正确率。
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)



实验结果：自动评价
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)



实验结果：人工评价
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)



动机：弱监督数据中包含了误标记的数据，为了减轻误标
记句子对分类结果的影响，引入了关注机制（Attention），
每个包中可以选多个示例。

方法：

给定一个句子集合 S = 𝑥1, 𝑥2, … , 𝑥𝑛
将每个句子通过CNN表示成一个向量

𝑋_𝑖=𝐶𝑁𝑁(𝑥_𝑖)

句子集合表示为句子表示的加权和 S=  𝑖 𝛼𝑖𝑋𝑖
最后通过 softmax 分类器对句子集合进行分类

关注机制𝛼𝑖 =
exp 𝑒𝑖
 𝑘 exp 𝑒𝑘

 𝑒𝑖 = 𝑥𝑖𝐴𝑟，𝐴 是权重对角矩阵 𝑟 是关系r的向量表示
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Lin ACL 2016)



实验：
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Lin ACL 2016)



动机：

有些隐含的关系需要从多句话中抽取证据才能确定

同一个实体对可以对应多个关系

方法：
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Jiang COLING 2016)

1.通过跨句子的
pooling实现多句

话语义的联合考
虑
2.通过多目标的

损失函数实现一
个实体对多关系
的发现



实验结果
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Jiang COLING 2016)



关系发现：链接预测（知识库补全）

利用知识图谱中现有的知识推断未知知识（未知的链接）

知识图谱本身就蕴涵着推理模式（第10课时 王泉老师）
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小结

由识别到抽取
规范文本有噪音、有冗余的海量网络数据

限定类别开放类别

难点：关系类别缺乏体系结构
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实体消歧

2017-2018学年-春季学期: 知识图谱导论

赵 军 （jzhao@nlpr.ia.ac.cn）

中国科学院自动化研究所

模式识别国家重点实验室
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概述

实体消歧概述

基于无监督的实体消歧

基于知识库链接的实体消歧

2



实体消歧定义

命名实体的歧义指的是一个实体指称项可对应到多个真实世
界实体，例如，给定如下的四个实体指称项“Michael 
Jordan ”

MJ1: Michael Jordan is a researcher in machine learning.

MJ2: Learning in Graphical Models: Michael Jordan

MJ3: M. Jordan wins NBA MVP.

MJ4 : Michael Jordan plays basketball in Chicago Bulls.

确定一个实体指称项所指向的真实世界实体，这就是命名实
体消歧

3



Morph Target Motivation

Blind Man (瞎子) Chen Guangcheng(陈光诚) Sensitive

Kimchi Country (泡菜国) Korea (韩国) Vivid

Rice Country (米国) United States (美国) Pronunciation

Miracle Brother (奇迹哥) Wang Yongping (王勇平) Irony

网络媒体中的实体歧义

Chen Guangcheng

4



实体消歧分类

基于聚类的实体消歧
把所有实体指称项按其指向的目标实体进行聚类

每一个实体指称项对应到一个单独的类别
MJ1: Michael Jordan is a researcher in machine learning.

MJ2: Research in Graphical Models: Michael Jordan

MJ3: M. Jordan wins NBA MVP.

MJ4 : Michael Jordan plays basketball in Chicago Bulls

基于实体链接的实体消歧
将实体指称项与目标实体列表中的对应实体进行链接实现消歧
MJ4 : Michael Jordan plays basketball in Chicago Bulls
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概述

实体消歧概述

基于无监督的实体消歧

基于知识库链接的实体消歧

6



基于聚类的实体消歧

基本思路
同一指称项具有近似的上下文

利用聚类算法进行消歧

核心问题：选取何种特征对于指称项进行表示

词袋模型(Bagga et al., COLING, 1998)

语义特征(Pederson et al., CLITP, 2005)

社会化网络(Bekkerman et al., WWW, 2005)

维基百科的知识(Han and Zhao, CIKM, 2009)

多源异构语义知识融合(Han and Zhao, ACL, 2010)
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基于聚类的实体消歧:词袋模型
(Bagga et al. COLING 1998)

利用待消歧实体周边的词来构造向量

利用向量空间模型来计算两个实体指称项的相似度，进行
聚类

MJ1:  Michael Jordan is a researcher in machine
learning.

MJ1:  Michael Jordan plays basketball in Chicago Bulls

MJ1 researcher machine learning

MJ4 plays basketball Chicago Bulls
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基于聚类的实体消歧: 语义特征
(Pederson et al. CLITP 2005)

词袋模型，没有考虑词的语义信息

利用SVD分解挖掘词的语义信息

利用词袋和浅层语义特征，共同表示指称项，利用余弦相
似度来计算两个指称项的相似度
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基于聚类的实体消歧：社会化网络
(Bekkerman et al. WWW 2005)

不同的人具有不同的社会关系
MJ（BasketBall）: Pippen, Buckley, Ewing, Kobe…

MJ（Machine Learning）: Liang, Mackey, Wauthier…

MJ, Pippen, Buckley, Ewing, Kobe等的社会化关联信息所表
现出来的网页链接特征，对网页进行聚类，从而实现网页
内的人名聚类消歧。
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基于聚类的实体消歧: Wikipedia
(Han CIKM 2009) (1/3)

Wikipedia中相关实体具有链接关系

这种链接关系反映条目之间的语义相关度
 D. Milne and Ian H. Witten 2008: The  higher  semantic  related  

Wikipedia concepts will  share more  semantic  related  
concepts.

GlobalizationBank

Capitalism
Dependency 

theory

Illegal 

immigration
Trade

MasterCard

Overnight 

rate

World 

Bank
Mergers & 

Aquisitions

Assets 

inflation

Mixed 

economy

Debit card

Financial 

market

Automated teller 

machine

Human 

migration

European 

Union

Corporation

Accenture

Division of 

labour

Imperialism

Colonization

The concepts has links with a and b

The Whole Wikipedia concepts

The concepts has links with a and b
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基于聚类的实体消歧: Wikipedia 
(Han CIKM 2009) (2/3)

用实体上下文的维基条目对于实体进行向量表示
MJ1: Michael Jordan is a Researcher in machine learning.

MJ2: Research in Graphical Models: Michael Jordan

利用维基条目之间的相关度计算指称项之间的相似度（解决
数据稀疏问题）

MJ1

MJ2

Researcher(0.42) Machine learning(0.54)

Graphic model(0.51)Research(0.47)

MJ1 Researcher Machine learning

MJ2 Research Graphic model
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实验比较
(Han CIKM 2009) (3/3)

使用WePS数据集测试

使用结构化关联语义核的实体相似度能够提升10.7%的消
歧性能
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基于聚类的实体消歧: 多源异构知识
(Han ACL 2010) (1/3)

仅仅考虑Wikipedia一种知识源，覆盖度有限

多源异构知识的挖掘与集成
知识源中存在大量的多源异构知识

挖掘和集成多源异构知识可以提高实体消歧的性能

Wikipedia

用于捕捉概念之间的语义关联

WordNet

用于捕捉词语之间的语言学关联

Web网页库

用于捕捉命名实体之间的社会化关联
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基于聚类的实体消歧：多源异构知识
(Han ACL 2010) (2/3)

多源异构知识的表示框架：语义图
等同概念识别

概念连接
 同时捕捉显式语义知识和结构化语义知识

语义图的边（显式语义知识）——建模了所有从知识源中直接抽取出的
概念之间的显式语义关联

语义图的结构（结构化语义知识）——建模了概念之间的隐藏语义关联

语义图中语义知识的挖掘和融合算法
计算原则：“如果一个概念的邻居概念与另一个概念存在语义关联，则这

个概念也与另一个概念存在语义关联”

语义关联在图中的传递性
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基于聚类的实体消歧:多源异构知识
(Han ACL 2010) (3/3)

实验比较
使用WePS数据集测试

使用多源知识能够有效提高消歧的准确度
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基于聚类的实体消歧：评测(1/2)

WePS： Web People Search Evaluation

 WePS1是SEMEVAL2007的子任务

 WePS2是WWW的一个workshop

 任务：Web环境中的人名消歧，即给定一个包含某个歧义人名的
网页集合，按照网页中人名指称项所指向的人物概念来对网页进
行聚类，以及抽取一个网页中关于某个人的特定属性来辅助进行
人名消歧

 评测方法
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基于聚类的实体消歧：评测(2/2)

WePS 1 WePS 2
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小结

主要研究集中在实体指称项的语义表示

已有工作大多是通过扩展特征，增加更多的知识来提高消歧
精度

挑战

消歧目标难以确定

缺乏实体的显式表示
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概述

实体消歧概述

基于无监督的实体消歧

基于知识库链接的实体消歧
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实体链接的任务

 任务
 给定实体指称项和它所在的文本，将其链接到给定知识库中的相应

实体上

21



实体链接主要步骤

 主要步骤
 候选实体的发现

 给定实体指称项，链接系统根据知识、规则等信息找到实体指称项的
候选实体

 候选实体的链接
 系统根据指称项和候选实体之间的相似度等特征，选择实体指称项的

目标实体

实体指称项文本：Michael Jordan is 
a former NBA player, active 
businessman and majority owner of 
the Charlotte Bobcats.

候选实体：
Michael Jordan (basketball player)

Michael Jordan (mycologist）
Michael Jordan (footballer)

Michael B. Jordan
Michael H. Jordan

Michael-Hakim Jordan
Michael Jordan (Irish polotician)

…

22



候选实体发现

 如何根据实体指称项找出候选实体
 利用Wikipedia的信息

 利用上下文信息

23



利用Wikipedia信息获取候选实体

利用Wikipedia中锚文本的超级链接关系
Michal Jordan is a former NBA player

利用Wikipedia中的消歧页面

利用Wikipedia中的重定向页面
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利用上下文获取缩略语候选实体
(Zhang IJCAI 2011)

问题
 缩略语在实体指称项中十分常见，据统计，在KBP2009的测试数

据，在3904个实体指称项中有827个为缩略语

动机
 缩略语指称项具有很强的歧义性，但它的全称往往是没有歧义的

 ABC和American Broadcasting Company, AI和Artificial 
Intelligence等

 在实体指称项文本中，缩略语的全称出现过

解决方法
 利用人工规则抽取实体候选
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候选实体链接

如何进行实体链接
 基本方法：计算实体指称项和候选实体的相似度，选择相似度最大

的候选实体

 单一实体链接
 BOW模型 (Honnibal TAC 2009, Bikel TAC 2009)

 加入候选实体的类别特征（Bunescu et al., EACL 2006）

 加入候选实体的流行度等特征（Han et al., ACL 2011）

 协同实体链接
 利用实体之间类别的共现特征（Cucerzan, EMNLP 2007）

 利用实体之间链接关系（Kulkarni et al., KDD 2009）

 利用同一篇文档中不同实体之间存在的语义关联特征（Han et al., 
SIGIR 2011）
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实体链接的基本方法
(Honnibal TAC 2009, Bikel TAC 2009)

基于词袋子模型计算相似度

 将实体指称项上下文文本与候选实体上下文文本表示成词袋子向量
形式，通过计算向量间的夹角确定指称项与候选实体相似度，系统
选择相似度最大的候选实体进行链接
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类别特征
(Bunescu EACL 2006)

 动机
 候选实体的文本内容可能太短，会导致相似度计算的不准确

 加入指称项文本中的词与候选实体类别的共现特征
 例：除了计算待消歧文本和实体Wikipedia文本John Williams (composer)的相

似度外，还考虑当前文本中的词语与Music, Art 等类别的共现信息

 方法
 训练SVM分类器对候选实体进行选择

 训练数据由Wikipedia中的超级链接获得

 所采用的特征

 文本相似度

 指称项文本中词与候选实体

类别的共现信息

Williams has also composed

numerous classical concerti, and he 

served as the principal conductor of 

the Boston Pops Orchestra from 

1980 to 1993 

John Williams (composer): Category={Music, Art…}

John Williams (wrestler): Category={Sport,…}

John Williams (VC): Category={Bank,…}

类别：music
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实体流行度等特征
（Han ACL 2011）

 动机
 传统的方法仅仅是计算实体指称项与候选实体的相似度，忽略了候

选实体的背景知识与先验信息，如实体本身的流行度、实体与指称
项的关系等

 方法
 考虑实体的背景知识，将实体的背景知识融入到实体链接的过程，

实体的背景知识和先验信息主要有
 实体流行度：实体e在知识库中的概率P(e)

 名称的知识：指称项s指向实体e的概率P(s|e)

 上下文知识：实体e出现在特定上下文环境c的概率P(c|e)
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During his standout career at           ,  

also acts in the movie Space Jam .Jordan

Bulls

协同实体链接

•实体指称项与目标实体的语义相似度
•目标实体之间的语义相似度
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协同学习策略

 动机
 同一篇文档中实体之间具有语义相关性

 利用Pairwise优化策略

 目标实体的语义相关度计算方法：
 利用实体类别重合度计算目标实体语义相似度（Cucerzan, EMNLP 2007）

 利用实体之间链接关系计算目标实体语义相似度（Kulkarni , KDD 2009 ）

任意两个目标实体
之间的语义相关度

实体指称项到目标
实体的语义相似度
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基于图的协同链接
（Han SIGIR 2011）

 动机
 Pairwise策略只考虑两两实体关系，结果不是全局最优的

 采用图方法，全局考虑目标实体之间的语义关联

 方法：Referent Graph，两种关系构成

 指称项与实体之间的关系：该指称项文本与实体文本的相似度，由传统的
VSM模型得到

 实体之间的语义关系：利用目标实体之间的链接关系计算实体之间的语义
相关度
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基于深度学习的方法
（He ACL 2013）

 动机
 传统的方法中，计算待消歧实体上下文和目标实体语义相似度的

方法（点乘，余弦相似度，KL距离等）可扩展性差，没有考虑各
个概念间的内在联系

 在协同过滤的方法中，计算待消歧实体上下文和目标实体语义相
似度也是基础工作。

 方法
提出利用深度学习的方法自动联合学习实体和文档的表示，进而完成实
体链接任务（数据集：TAC-KBP 2010 和 AIDA）
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跨语言实体链接
（Zhang IJCAI 2013）

 动机
 给定一种语言的实体指称项和其所在的上下文，将其链接到另外一种语言

的知识库中

 传统方法要先翻译成目标语言，可能产生错误传递，需要大量的句子级平
行的双语训练语料

 方法：利用双语隐含主题模型将实体指称项与候选实体映射到同一
个主题空间中（数据集：TAC-KBP 2011）
 每一个隐含主题有两种不同的分布，分别对应两种不同语言

 处于同一个主题分布下的两种不同语言的词的分布具有一些共性
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结构化数据中的实体链接
（Shen SIGKDD 2012）

 动机
 没有上下文

 任务与传统的实体链接不同

 方法
 主要利用实体的流行度和实体共现类型去消歧

取自王建勇老师报告（第三届中文知识图谱研讨会）
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社交数据中的实体链接
（Shen SIGKDD 2013）

 动机
 社交媒体（Twitter）是一种重要的信息来源

 社交媒体的上下文较短，语言表述不规范

 方法
 利用tweet的用户信息和tweet的交互信息

取自王建勇老师报告（第三届中文知识图谱研讨会）
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实体链接评测 (1/2)

TAC-KBP (2009-Now)：Entity Linking
任务：将文本中的目标实体链接到Wikipedia中的真实概念，达到

消歧的目的

评测方法： 以指称项为单位计
算的准确率

以实体为单位计算
的准确率
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实体链接评测 (2/2)

2013评测结果(Micro Accuracy)
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小结

目前实体链接方法主要是如何更有效挖掘实体指称项信息，
如何更准确地计算实体指称项和实体概念之间的相似度

由单一实体链接向协同实体链接发展

难点：未登录实体的处理
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关系抽取

2017-2018学年-春季学期: 知识图谱导论



概述

关系抽取任务定义

传统关系抽取

开放域关系抽取
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实体间关系抽取的定义

 Alexander Schutz等人认为关系抽取是自动识别由一对概
念和联系这对概念的关系构成的相关三元组
 Example1: 比尔盖茨是微软的CEO

CEO(比尔盖茨, 微软)

 Example2: CMU坐落于匹兹堡

Located-in(CMU, 匹兹堡)

 高阶关系：Michael Jordan获得1997/98赛季的MVP

Award(Michael Jordan, 1997/98赛季, MVP)
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网络文本信息结构

结构化数据（Infobox）
置信度高

规模小

缺乏个性化的属性信息

半结构化数据
置信度较高

规模较大

个性化的信息

形式多样

含有噪声

纯文本
置信度低

复杂多样

规模大
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结构化 vs. 半结构化 vs. 非结构化

随机抽取100篇百科文档（共5类）
 对于其中三部分都包含的网页进行了统计

人物 地理 电影 动物 图书

InfoBox 87 182 260 183 104

非结构化 79 147 109 107 36

半结构化 119 96 327 129 76

OverLap Info vs. 非 62 101 87 72 26

OverLap Info vs. 半 11 11 21 7 17

OverLap 非 vs. 半 8 7 4 4 10

三方OverLap 7 7 3 4 9

816

Infobox

半结构化 非结构化

47

8
747

30

318

3

37
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结构化与半结构化的关系抽取方法

结构化与半结构化文本信息（利用网页结构）
 信息块的识别

 模板的学习

 属性值的抽取

Infobox中的属
性名

身高

语言

国籍

体重

……
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非结构化文本的关系抽取分类

传统关系抽取
评测语料（MUC,  ACE, …）
专家制订类别，人工标注语料

开放域关系抽取
类别自动获取

语料自动生成

语言证据清晰表达的关系
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概述

关系抽取任务定义

传统关系抽取

开放域关系抽取
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传统关系抽取

任务
给定实体关系类别，给定语料，抽取目标关系对

评测语料（MUC, ACE, KBP, SemEval）
专家标注语料，语料质量高

抽取的目标类别已经定义好

有公认的评价方式

48



ACE抽取的目标关系列表
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TAC-KBP抽取的目标关系列表
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SemEval-2010 Task 8

目标关系列表：19种

关 系 比 例

Other 280 (31.43%)

Cause-Effect 156 (17.51%)

Product-Producer 114 (12.79%)

Entity-Origin 102 (11.45%)

Instrument-Agency 85 ( 9.54%)

Component-Whole 71 ( 7.97%)

Content-Container 57 ( 6.40%)

Entity-Destination 13 ( 1.46%)

Member-Collection 8 ( 0.90%)

Message-Topic 5 ( 0.56%)
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ACE(2005-2007)评测结果

(http://www.nist.gov/speech/tests/ace/ace05/doc/acee05eval_official_results_20060110.htm

http://www.nist.gov/speech/tests/ace/ace05/doc/acee05eval_official_results_20070402.htm)

针对每个句子的
关系识别，评测

指标是F值
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TAC-KBP 2009 Slot Filling Track评测结果

(Paul McNamee, 2009)

针对一个文本库的关系抽取，
评测指标是SF值

因为大部分slots是空的，
所以non-NIL指标反映

了系统的性能
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KBP 2013 Slot Filling Track评测结果
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SemEval-2010 Task 8 评测结果
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传统关系抽取方法

目前主要采用统计机器学习的方法，将关系实例转换成高
维空间中的特征向量或直接用离散结构来表示，在标注语
料库上训练生成分类模型，然后再识别实体间关系
基于特征向量方法：最大熵模型(Kambhatla 2004)和支持向量机

(Zhao et al., 2005；Zhou et al., 2005; Jiang et al., 2007)等

基于核函数的方法：浅层树核（Zelenko et al., 2003)、依存树核（
Culotta et al., 2004)、最短依存树核（Bunescu et al., 2005)、卷积树
核（Zhang et al., 2006；Zhou et al., 2007）

基于神经网络的方法：递归神经网络（ Socher et al., 2012)、基于矩
阵空间的递归神经网络（ Socher et al., 2012)、卷积神经网络（Zeng 
et al., 2014）
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传统关系抽取方法

基于特征向量方法:

主要问题：如何获取各种有效的词法、句法、语义等特征，并把
它们有效地集成起来，从而产生描述实体语义关系的各种局部特
征和简单的全局特征

特征选取：从自由文本及其句法结构中抽取出各种词汇特征以及
结构化特征

实体词汇及其上下文特征

实体类型及其组合特征（PER，LOC等）

交叠特征（两个实体或词组块是否在同一个名词短语、动词短
语或者介词短语之中、两个实体或者词组块之间单词的个数等
）

句法树特征（连接两个实体的语法路径）
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传统关系抽取方法

基于核函数方法:

主要问题：如何有效挖掘反映语义关系的结构化信息及如何有效
计算结构化信息之间的相似度

卷积树核：用两个句法树之间的公共子树的数目来衡量它们之间
的相似度

标准的卷积树核(CTK)
在计算两棵子树的相似度时，只考虑子树本身，不考虑子树的上下文信息

上下文相关卷积树核函数(CS-CTK)

在计算子树相似度时，同时考虑子树的祖先信息，如子树根结点的父结点
、祖父结点信息，并对不同祖先的子树相似度加权平均
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传统关系抽取方法

基于神经网络的方法:

主要问题：如何设计合理的网络结构，从而捕捉更多的信息，进
而更准确地完成关系的抽取

网络结构：不同的网络结构捕捉文本中不同的信息

递归神经网络（RNN）
网络的构建过程更多的考虑到句子的句法结构，但是需要依赖复杂的句法

分析工具

卷积神经网络（CNN）
通过卷积操作完成句子级信息的捕获，不需要复杂的NLP工具

循环神经网络（RNN）
通过循环神经网络建模词语之间的依赖关系，自动捕获句子级信息
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自然语言处理过程

伦齐在宪改公投惨败后，宣布有意辞职。

分类, 聚类, （结构）预测, 排序…

特征

符号特征：特征抽取

数值特征：表示学习



自然语言的表示学习

基本语言单元的语义表示
 词的表示

 分布式原则

更大语言单元的语义表示
 句子的表示

 语义组合原则

深度学习的本质：用数值（向量，矩阵等）表示各个语
言单元的语义（特征）



词表示

一般认为，词是语言处理中最基本的语言单元

词以及词间关系的表示和建模是NLP任务中重要基础工作

WordNet [Miller 1995] FrameNet [Baker 1998]

人工方法：刻画词之间多维度关系，例如：聚合关系，组合关系
深度学习：用数值化的方法表示词的语义信息



词的分布表示

The first thing you do with a word symbol is you convert it to a word 
vector. And you learn to do that, you learn for each word how to turn a 
symbol into a vector, say, 300 components, and after you’ve done 
learning, you’ll discover the vector for Tuesday is very similar to the 
vector for Wednesday.

[Geoffrey E. Hinton. 2015]

 深度学习框架下，词的语义表示为向量的形式，也就是分布表示。



词的分布表示

Harris和firth的分布假说：上下文相似的词 → 词义相似
词的语义可以通过大规模语料库统计获得

词语的语义相似度可以度量
[Harris 1954]

向量 & 内积/余弦

江西省地处中国东南部
携程带你玩转江西省

四川省地处中国西南腹地
携程带你玩转四川省



词的分布表示：历史的角度

[Harris 1954]

[Firth 1957]

[Hinton 2006]

[Bengio 2003]

[Dagan 1993]
[Schütze 1992]

[Brown 1992]

基于矩阵的
分布表示

基于聚类的
分布表示

基于神经网络
的分布表示

分布假说

[Church 2011] 
《钟摆摆得太远

》



词表示学习

上下文的表示：文档、词、n元词组

相似度的衡量：向量的内积（余弦）

词间关系一般分为聚合关系和组合关系，分布式表示学习常常从聚合关

系的角度去建模

Syntagmatic Relation

Paradigmatic Relation

几乎没有 校园

清华 景色很好校园

中科院



词表示学习方法

词向量
“词-上下文”

词-文档 词-词

LSA

PLSA

……

Brown Clustering

HAL

GloVe

……

Skip-gram

CBOW

NNLM

LBL

C&W

Skip-gram可以看做某种词-词矩阵分解
[Pennington et al 2014][Li et al. 2015]

神经网络

 传统方法：也是从分布的角度建模，但是没有用到神经网络的方法
 LSA：矩阵分解
 Brown Clustering：聚类

 神经网络：NNLM, Skip-gram, CBOW, GloVe，LBL，C&W



NNLM: Neural Network Language Model

三层前馈神经网络，以前n-1个词作为输入，第n个词作为输出，进而
完成网络参数的优化，实现词向量的表示学习

拼接输入词词向量

隐藏层

输出层

通过调节输入词向量、输出词向量以及网络的
参数，使得网络每次都能正确地预测出第N个词



CBOW & Skip-gram

Continuous Bag of Word

特点：
去除隐藏层

去除词序

研表究明，汉字序顺并不定一影阅
响读！事证实明了也许当你看这完
句话之后才发字现都乱是的。

NNLM CBOW
用周边词预测当前词

Skip-gram
用当前词预测周边的词



工具示例

Word2vec：Google在2013年年中开源的一款将词表征为实数
值向量的高效工具，采用的模型有CBOW和Skip-Gram两种。

代码链接：https://code.google.com/p/word2vec/

输入文本：英文（token后的文本）中文（分词后的文本）

输出：指定维度的词向量



自然语言的表示学习

基本语言单元的语义表示

词的表示

分布式原则

更大语言单元的语义表示

句子的表示

语义组合原则



组合语义

• 一个复杂对象的意义是由其各
组成部分的意义以及它们的组
合规则来决定

• The meaning of a complex 
expression is determined by 
the meanings of its 
constituent expressions and 
the rules used to combine 
them.伦齐在宪改公投惨败后，宣布有意辞职。

分类, 聚类, 预测, 排序…



意义的组合和具体任务相关

北京天气糟糕

上海天气很好

二锅头太猛了，受不了

山西汾酒不错

山西汾酒不错

上海天气很好

北京天气糟糕

二锅头太猛了，受不了

情感分类 主题分类



语义组合模型

基于词语等基本语义单元表示句子等更大语义单元的过程

语义组合模型就是要建模句子的句法/语义结构

两类最基本语义组合模型

局部空间的特征提取 词语之间的时序关系



基础：多层前馈神经网络

在前馈神经网络中，各神经元分别属于不同的层。整个网络中无反馈
，信号从输入层向输出层单向传播，可用一个有向无环图表示。
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多层前馈神经网络



基础：多层前馈神经网络

示例
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基础：多层前馈神经网络

全连接层：相邻两层的任何两个不同层神经元之间都存在连接。在全
连接前馈神经网络中

如果第l 层有nl个神经元，L表示神经网络的层数

则参数个数： 𝑙=1
𝐿 𝑛𝑙

权重矩阵参数非常多，训练效率低下

数据不足时，欠学习
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多层前馈神经网络



卷积神经网络

Convolutional Neural Networks，CNN

是一种前馈神经网络

是受生物学上感受野（Receptive Field）的机制而提出的。

感受野主要是指听觉系统、感觉系统和视觉系统中神经元
的一些性质。
 例如：在视觉神经系统中，一个神经元的感受野是指视网膜上的

特定区域，只有这个区域内的刺激才能够激活该神经元。

特性：卷积神经网络有三个结构上的特性
局部连接

权重共享

采样

这些特性使得卷积神经网络具有一定程度上的平移、缩放和扭曲不变性
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全连接 vs 卷积

不同
全连接 vs 局部连接

权重独立 vs 权重共享

一般不采样 vs 一般采样

79

全连接 CNN



例子：参数规模（全连接 vs 卷积）

80

1000*1000*1000000=1012 10*10*100=104

• 左边的图表示全连接，输入为1000*1000，假设下一层神经元的数目为1M，参数
规模为1012。

• 右边的图是卷积网络示意，当一个滤波器的大小为10*10时，一个滤波器处理图片
不同区域时权重共享，所以卷积结果规模为991*991，已经接近1M；即使使用100
个滤波器，参数规模也为10*10*100=104，参数个数远小于全连接的情况。



一维卷积

信号X，信号长度n，X可以表示为（x1，x2，…，xn）

xi：i+j表示（ xi， xi+1， … ， xi+j ）

滤波器（filter）W，滤波器长度为m，W可以表示为（
w1,w2,…,wm）

则卷积后的输出值Y中的每个位置可以如下表示

81

𝑦𝑖 = 𝑓(𝑊𝑥𝑖:𝑖+𝑚−1 + 𝑏) = 𝑓( 

𝑘=1

𝑚

𝑤𝑘𝑥i+𝑘−1 + b)
偏置



全连接 vs 卷积

82

全连接

CNN

𝑦𝑖 = 𝑓(𝑊𝑥𝑖:𝑖+𝑚−1 + 𝑏) = 𝑓( 

𝑘=1

𝑚

𝑤𝑘𝑥i+𝑘−1 + b)

𝑦𝑖 = 𝑓(𝑊i𝑥1:𝑛 + 𝑏) = 𝑓( 

𝑘=1

𝑛

𝑤i𝑘𝑥𝑘 + b)

权重共享

局部连接

f是神经元的激活函数，一般取非线性变换函数

n是输入层神经元个数

m是滤波器窗口大小



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）
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0 1 2 1 0

0

-1 -3

1 -1

-2

步长为1的卷积过程



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）

84

0 1 2 1 0

0

2

-1 -3

1 -1

-2

步长为1的卷积过程



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）

85

0 1 2 1 0

0

2 1

-1 -3

1 -1

-2

步长为1的卷积过程



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）
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0 1 2 1 0

0

2 1 2

-1 -3

1 -1

-2

步长为1的卷积过程



一维卷积示例

输入：X（0，1，2，-1，1，-3，0）

滤波器f（1,0,-1）

87

0 1 2 1 0

0

2 1 2 1

-1 -3

1 -1

-2

步长为1的卷积过程



卷积的参数

卷积窗口：滤波器的参数数目，表征了每次编码的信息单元
的大小

卷积步长：滤波器编码信息时每次移动的距离

例子：窗口为3，步长为2
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0 1 2 1 0

0

-1 -3

1 -1

-2



卷积步长

卷积窗口：滤波器的参数数目，表征了每次编码的信息单元
的大小

卷积步长：滤波器编码信息时每次移动的距离

例子：窗口为3，步长为2

89

0 1 2 1 0

0

1

-1 -3

1 -1

-2



卷积步长

卷积窗口：滤波器的参数数目，表征了每次编码的信息单元
的大小

卷积步长：滤波器编码信息时每次移动的距离

例子：窗口为3，步长为2
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0 1 2 1 0

0

1 1

-1 -3

1 -1

-2

以下如无特殊说明，步长取1



窄卷积、宽卷积、等长卷积

窄卷积：输出长度n-m+1，不补零。

宽卷积：输出长度n + m -1，对于不在[1,n] 范围之外的xt 用
零补齐（zero-padding）。（Padding=m-1）

等长卷积：输出长度n，对于不在[1,n]范围之外的xt 用零补齐
（zero-padding）。(Padding=(m-1)/2)

在这里除了特别声明，我们一般说的卷积默认为窄卷积。 91

0 1 2 1 0

0

-1 -3

1 -1

0 0

-1

等长卷积



二维卷积

两维卷积经常用在图像和自然语言处理中

给定一个图像或句子X=[xij], i∈ 1,M , j ∈ 1,𝑁

滤波器W=[wij], i∈ 1,m , j ∈ 1, n 一般m << M; n << N

则卷积后的输出值Y中的每个位置如下表示

92

𝑦𝑖j = 𝑓 𝑊𝑥𝑖:𝑖+𝑚−1,𝑗:𝑖+𝑛−1 + 𝑏

= 𝑓( 

𝑢=1

𝑚

 

𝑣=1

𝑛

𝑤𝑢𝑣𝑥i+𝑢−1,𝑗+𝑣−1 + b)



二维卷积示例

输入X(5，5)

滤波器（3，3）
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1 0 0 0 0

2 1 1 2 1

1 1 2 2 0

2 2 1 0 0

2 1 2 1 1

1 1 1

0 1

1 2

1

-1

-1



滤波器：特征提取器

如果把滤波器看成一个特征提取器，每一组输出都可以看成
是输入经过一个特征抽取后得到的特征。因此，在卷积神经
网络中每一组输出也叫作一个特征映射（Feature Map）。
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0 1 2 1 0

0

2 1 2 1

-1 -3

1 -1

-2

输入

一个滤波器

一个特征映射



多个滤波器

为了增强卷积层的表示能力，可以使用K 个不同的滤波器来
得到K 组输出，即K个特征映射。
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0 1 2 1 0

0

2 1 2 1

-1 -3

1 -1

-2

输入

两个滤波器

两个特征映射

01 -1

2 1 2 1-2

每个滤波器的参数随机初始化，滤波器个数是网络中重要的参数



卷积层作用

提取一个局部区域的特征，每一个滤波器相当于一个特征提
取器。
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子采样层：池化操作

虽然卷积层通过局部连接和权重共享显著减少了连接的个数
，但是每一个特征映射的维度并没有显著减少。

这样，如果后面接一个分类器，分类器的输入维数依然很高
，很容易出现过拟合。

为了解决这个问题，卷积神经网络一般会在卷积层之后再加
一个池化（Pooling）操作，即子采样（Subsampling），
构成一个子采样层。通过子采样显著降低特征维数，避免过
拟合。
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子采样层

对于卷积层得到的一个特征映射𝑋(𝑙)，则采样层输出有：

其中，𝑤 𝑙+1 和 𝑏
(𝑙+1)

分别是可训练的权重和偏置参数

𝑑𝑜𝑤𝑛(𝑋
(𝑙)
)是指子采样后的特征映射

98

𝑋
(𝑙+1)
= 𝑓(𝑤

𝑙+1
∙ 𝑑𝑜𝑤𝑛(𝑋

(𝑙)
) + 𝑏

(𝑙+1)
)



子采样层

最大值采样（Maximum Pooling）

最小值采样（Minimum Pooling）

平均值（Average Pooling）

TopK采样（Average Pooling）
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𝑝𝑜𝑜𝑙𝑚𝑎𝑥(𝑋
(𝑙)
) = max
𝑖∈𝑋
(𝑙)
𝑋𝑖
(𝑙)

𝑝𝑜𝑜𝑙𝑚𝑖𝑛(𝑋
(𝑙)
) = m𝑖𝑛
𝑖∈𝑋
(𝑙)
𝑋𝑖
(𝑙)

𝑝𝑜𝑜𝑙𝑎𝑣𝑔(𝑋
(𝑙)
) =
1

|𝑋
(𝑙)
|
 

𝑖∈𝑋
(𝑙)

|𝑅𝑘|

𝑋𝑖
(𝑙)

𝑝𝑜𝑜𝑙𝑘(𝑋
(𝑙)
) = top
𝑖∈𝑋
(𝑙)
𝑋𝑖
(𝑙)



子采样层示例

100

采样区域
自行设定



参数训练

任务：一个滤波器，就是训练W和b

采用反向传播算法

选择一个样本 x，信息从输入层经过逐级的变换，传送到
输出层

计算该样本的实际输出 o 与相应的理想输出 t 的差

按极小化误差反向传播方法调整权矩阵，也可以调整输入
词向量
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𝑦𝑖 = 𝑓(𝑊𝑥𝑖:𝑖+𝑚−1 + 𝑏) = 𝑓( 

𝑘=1

𝑚

𝑤𝑘𝑥i+𝑘−1 + b)



示例

102
Softmax层



基于卷积网络的关系抽取
(Zeng et al., Coling 2014) 

任务：判别句子中实体之间的语义关系

 语义关系分类

S: 2013年4月20日8时02分四川省雅安市[芦山县]e1 发生了7.0级[地震]e2

震中 (e1,e2)

汶川地震震中在汶川县

智利首都圣地亚哥发生了一场毁
灭性的大地震

唐山在一场没有任何征兆的特大地
震中夷成废墟

……

训练 关系
分类器

S: 2013年4月20日8时02分四川省雅安市[芦山县]e1 发生了7.0级[地震]e2

震中 (e1,e2)
✔

✖
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传统特征提取需要NLP预处理+人工设计的特征

2013年4月20日8时02分四川省雅安市[芦山县]e1 发生了7.0级[地震]e2

震中 (e1,e2)

Words： 芦山县m11, 地震b1, 发生b2, 在21

Entity Type： Nounm1 , Locationm2

Parse Tree： Location-VP-PP-Noun

Kernel Feature:

• 问题1：对于缺少NLP处理工具和资源的语言，无法提取文本特征

• 问题2：NLP处理工具引入的“错误累积”

• 问题3：人工设计的特征不一定适合当前任务

基于神经网络的特征抽取：
传统特征：

104

基于卷积网络的关系抽取
(Zeng et al., Coling 2014) 



解决方法

基于卷积神经网络的实体关系分类方法

通过CNN学习文本语义特征

不需要人工设计特征

通过Word Embeddings挖掘词汇的语义表
示

Lexical Level Features:  实体本身的语义特
征
Sentence Level Features: 通过CNN网络挖
掘句子级别的文本特征

105



词汇级特征

利用词向量（Word Embedding）信息作为词汇级特征

106

The [haft]e1 of the [axe]e2 is made of yew wood.

0.1 , 0.3, -.01, 0.40.5 , 0.2, -0.1, 0.4 0.1 , -0.3, 0.1, 0.4



句子级特征

利用CNN捕获句子级特征

107

Convolution

词向量

位置向量

Softmax分类器



实验结果

108

# of training instance # of test instance # of relationships

8,000 2,717 19



实验结果
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# of training instance # of test instance # of relationships

8,000 2,717 19



前馈神经网络的缺点

输入和输出的维数都是固定的，不能任意改变。无法处理
变长的序列数据

句子是有长有短，图像大小也不固定

连接存在于层与层之间，每层的节点之间是无连接的，假
设每次输入都是独立的，无法建模时序或者位置信息

110

全连接层 卷积层



循环神经网络

是一种反馈神经网络
全部或者部分神经元可以接受来自其它神经元或自身的神经元信

号（cf. 前馈神经网络只接受前一层的神经元信号）

可以建立同层神经元的关联，从而每层节点之间有连接，因此可
以建模时序或者位置信息，处理变长的序列数据

循环神经网络：至少包含一个反馈连接的神经网络结构。
因此，网络的激励可以沿着一个loop 进行流动。这种网
络结构特别适合于处理时序数据。
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A

yt

xt

= A

y0

x0

ht
A

y1

x1

A

y2

x2

A

yt

xt

…

h0 h1 h2 ht−1 ht

A是RNN单元（RNN的参数）；t时刻A的输入为t-1时刻的隐层ht-1和t时刻的输入xt ；
ht为t时刻的隐层，编码了x0-xt的信息；yt为t时刻的输出；最后根据y0-yt完成A的参数更新



循环神经网络

假设时刻𝑡时，输入为𝑥𝑡，隐层状态为ℎ𝑡。 ℎ𝑡不仅和当前
时刻的输入相关，也和上一个时刻的隐层状态ℎ𝑡−1相关。

A代表一个RNN单元，由一套参数组成

一般使用如下函数：

其中，𝜑是非线性函数，一般为tanh 函数。

ht编码了从0到t时刻的所有信息；ht经过softmax分类得到分类结果
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𝒉𝑡 = 𝜑(𝑾𝒙𝒕 +𝑼𝒉𝒕−𝟏 + 𝑏) 𝒚𝑡 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑉𝒉𝑡)

A

yt

xt

= A

y0

x0

ht
A

y1

x1

A

y2

x2

A

yt

xt

…

h0 h1 h2 ht−1 ht

输入序列

输出序列

隐层



循环神经网络：应用场景（一）

输入：任意长度的序列

输出：同样长度的序列

适合：序列标注任务等

例如：命名实体识别
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A

y0

x0

A

y1

x1

A

y2

x2

A

yt

xt

…

h0 h1 h2 ht−1hstart ht



循环神经网络：应用场景（二）

输入：任意长度的序列

输出：关于该序列的一个向量表示

适合：对输入序列进行统一表示

应用：文本分类、关系分类（ht是文本的表示，再加一个
分类层）
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A

y0

x0

A

y1

x1

A

y2

x2

A

yt

xt

…

h0 h1 h2 ht−1hstart ht



循环神经网络：应用场景（三）

输入：任意长度的序列

输出：关于该序列的多个向量表示

适合：输入序列中每个时刻的表示

应用：关系分类
 hk和hj是待分类的两个实体的表示

再加一个分类器完成关系分类
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A

y0

x0

A

y1

x1

A

y2

x2

A

yt

xt

…

h0 h1 h2 ht−1hstart ht



参数学习

循环神经网络（4个参数），其中U,W,V是矩阵，b是向量

参数训练可以利用反向传播算法（Backpropagation
Through Time，BPTT）
详细参考P. J. Werbos. “Backpropagation through time: what 

it does and how to do it”. In: Proceedings of the IEEE 10 
(1990).

问题：序列长度过长时会导致梯度爆炸或者梯度消失问题

解决办法：RNN的典型变形-LSTM和GRU

LSTM：Long Short-Term Memory

GRU: Gated Recurrent Unit
116

𝒉𝑡 = 𝜑(𝑾𝒙𝒕 +𝑼𝒉𝒕−𝟏 + 𝑏) 𝒚𝑡 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑉𝒉𝑡)



长短时记忆神经网络：LSTM

长短时记忆神经网络

RNN的一个变体，可以有效地解决简单循环神经网络的梯
度爆炸或消失问题

关键：引入了一组记忆单元（Memory Units），允许网
络可以学习何时遗忘历史信息，何时用新信息更新记忆单
元。具体地，

在时刻 t ，记忆单元 ct 记录了到当前时刻为止的所有
历史信息，并受三个“门”控制：输入门 it , 遗忘门ft

和输出门ot 。三个门的元素的值在 [0, 1] 之间。
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长短时记忆神经网络

RNN vs LSTM

118

RNN：



长短时记忆神经网络

RNN vs LSTM

119

LSTM：



长短时记忆神经网络：结构

LSTM：输入门

120

LSTM：
输入门 it是一个0-1向量，控制

每一个记忆单元加入多少新的
信息

𝒉𝑡 = 𝜑(𝑾𝒙𝒕 +𝑼𝒉𝒕−𝟏 + 𝑏)



长短时记忆神经网络：结构

LSTM：遗忘门

121

LSTM：
遗忘门 ft也是一个0-1向量，

控制每一个记忆单元需要遗忘
多少信息



长短时记忆神经网络：结构

LSTM：输出门

122

LSTM：
输出门ot也是一个0-1向量，控

制每一个记忆单元输出多少信
息。



长短时记忆神经网络：结构

LSTM：输入控制

123

LSTM：
输入控制ut（不是0-1向量）是t时
刻当前信息的编码，和输入门it共
同决策当前输入对记忆单元 ct 的
贡献



长短时记忆神经网络：结构

LSTM：记忆单元

124

LSTM：
记忆单元 ct 记录了到当前时刻为
止的所有历史信息



双向循环神经网络

125

A和A’可以为任意具有循环结构的网络，例如：RNN,LSTM,GRU(只有更新门和重置门)

单向的循环神经网络只能建模单一方向的信息，忽略了另一方向
的信息



层叠(Stack)循环神经网络

本质就是多个循环网络逐层使用，用更多的层建模更高层的特征



递归神经网络

递归神经网络：Recursive Neural Network (RecNN) 

根据一个给定的拓扑结构，
进行词语的语义组合。



利用LSTM做关系抽取（ Zhou  ACL2016）

动机：

句子级语义信息对关系抽取任务至关重要

句子中的不同位置的词有不同程度的重要性

传统方法依赖NLP工具，人工提取特征，造成错误传递

CNN的方法难以建模句子中长距离的依赖关系



利用LSTM做关系抽取（ Zhou  ACL2016）

方法：

利用双向LSTM编码每个词的表示

ℎ1, ℎ2, … , ℎ𝑇 = 𝐿𝑆𝑇𝑀(𝑥1, … , 𝑥𝑇)

ℎ1, ℎ2, … , ℎ𝑇 = 𝐿𝑆𝑇𝑀(𝑥1, … , 𝑥𝑇)

ℎ𝑖 = ℎ2⊗ℎ2 （⊗是对应位置求和）



利用LSTM做关系抽取（ Zhou  ACL2016）

方法：

关注机制（通过对隐层的softmax得到关注的权重）

𝐻 = ℎ1, ℎ2, … , ℎ𝑇 ，𝑀 = tanh 𝐻

𝛼 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 𝜔𝑇𝑀 ，𝑟 = 𝐻𝛼𝑇

ℎ∗ = tanh(𝑟)



利用LSTM做关系抽取（ Zhou  ACL2016）

实验结果：



实体和关系联合抽取（ Zheng ACL2017）

动机：
真实世界中很多情况下要实体和关系联合抽取

传统的方法大多数都假定给出了待抽取的两个实体



实体和关系联合抽取（ Zheng ACL2017 ）

方法：
对每个关系，将其与（Begin，Inside，End，Single）以及表示

第几个实体的序号（1，2）组合，一共构成八个标签

额外考虑一个Other标签，表示不属于任何一个关系

如果总共有|𝑅|个关系，那么一共有2 ∗ 4 ∗ 𝑅 + 1个标签

根据标注结果得到三元组

标注方法尝试了

 LSTM+CRF

 LSTM+LSTM

 LSTM+LSTM+bias



实体和关系联合抽取（ Zheng ACL2017 ）

实验：
数据集：使用弱监督的NYT数据集，并且将其视为监督数据。训

练集包括353k个三元组，测试集包括3880个三元组，一个24个关
系。

实验结果



传统关系抽取方法

基于特征向量方法 vs. 基于核函数方法 vs.基于神经网络方法

基于特征向量方法 基于核函数方法 基于神经网络方法

优

点

简单实用

计算速度较快

能够有效挖掘结构
化信息

人工干预小，可扩性好
，适用于大规模数据环

境

缺

点

难以进一步挖掘有效
的平面特征，性能很
难进一步提高

句法分析的错误引
入了噪声，同时由
于树核的计算速度
非常慢，很难开发
实用系统

可解释性差

训练时间长
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小结

传统的人工标注语料+机器学习算法模式无法满足开放域
开放语料下的信息抽取
语料构建成本过高

跨领域跨文本类别时抽取性能严重下降

需要抽取的信息类别通常未预先指定

需要开放域关系抽取
关系类型更多

语料规模不受限

抽取实体类型也更丰富
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概述

引言

实体识别与抽取

实体消歧

关系抽取和发现

关系抽取任务定义

传统关系抽取

开放域关系抽取

开放域关系发现

事件抽取

问题与挑战
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开放域关系抽取特点

不限定关系类别

不限定目标文本
 Web Page

 Wikipedia

 Query Log

难点问题
 如何获取训练语料

 如何获取实体关系类别

 如何针对不同类型目标文本抽取关系

需要研究新的抽取方法
 按需抽取—Bootstrapping，模板

 开放抽取—Open IE

 知识监督抽取—Distant Supervision
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按需抽取：Bootstrapping

Bootstrapping：模板生成->实例抽取->迭代直至收敛

语义漂移问题：迭代会引入噪音实例和噪音模板
首都：Rome  城市模板 “* is a city of ”

 Paris is a city of France. 

 Paris is a city of Romance. 

 COLING 14：引入负实例来限制语义漂移
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: NELL(Never-Ending Language Learning)
（Tom Mitchell AAAI2009）

输入
 Initial ontology

500 million web pages

目标
Extract new instances of categories and relations

Learn to read better than yesterday

1,994,282 Instances of 874 different categories and relations
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开放抽取

 通过识别表达语义关系的短语来抽取实体之间的关系
− (华为，总部位于, 深圳），(华为，总部设置于，深圳)，(华为，

将其总部建于，深圳)

 同时使用句法和统计数据来过滤抽取出来的三元组
− 关系短语应当是一个以动词为核心的短语

− 关系短语应当匹配多个不同实体对

 优点：无需预先定义关系类别

 缺点：语义没有归一化，同一关系有不同表示

关系短语的句法结构约束
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开放域关系抽取: Web Page
(Banko IJCAI 2007) (1/2)

TextRunner

用户输入特定的谓词和论元

利用搜索引擎返回与用户输入相关的句子

用TextRunner抽取出谓词论元三元组的三元组

Input

Output

TextRunner
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开放域关系抽取: Web Page
(Banko IJCAI 2007) (1/2)

步骤：
离线的训练集产生：利用简单的启发式

规则，在宾州树库上产生训练语料
离线的分类器训练：提取一些浅层句法

特征，训练分类器，用来判断一个元组
是否构成关系

在线关系抽取：在网络语料上，找到候
选句子，提取浅层句法特征，利用分类
器，判断抽取的关系对是否“可信”

在线的关系可信度评估：利用网络海量
语料的冗余信息，对可信的关系对，进
行评估

出发点：
关系类别的产生：动词作为关系类别

训练语料的产生：通过句法关系引出语
义关系

Self-Supervised
Learner

Single-Pass
Extractor

Redundancy Based
Assessor
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Machine Reading

TextRunner、ReVerb、WOE、OLLIE
从Wikipedia Infobox获得关系名

通过在句法树上回标获得句法关系模板
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开放域关系抽取: Wikipedia (Wu CIKM 2007）

任务：在Wikipedia文本中抽取关系（属性）信息

难点
无法确定关系类别

无法获取训练语料

方法
在Infobox抽取关系信息

在Wikipedia条目文本中进行回标，产生训练语料

Wu's
Extractor

Input

Output
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开放域关系抽取: Wikipedia (Wu CIKM 2007)

Its county seat is Clearfield. 

As of 2005, the population density 

was 28.2/km². 

Clearfield County was created on 1804 from 

parts of Huntingdon and Lycoming Counties 

but was administered as part of Centre 

County until 1812. 

2,972 km²(1,147 mi²) of it is land and 

17 km² (7 mi²) of it (0.56%) is water. 
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知识监督开放抽取：Distant Supervision

开放域信息抽取的一个主要问题是缺乏标注语料

Distant Supervision: 使用知识库中的关系启发式的标注
训练语料

CEO_Of(乔布斯, 苹果公司)

Founder_Of(乔布斯, 苹果公司)

知识库

Relation Instance Label

S1: 乔布斯是苹果公司的创始
人之一

Founder-of,

CEO-of

S2: 乔布斯回到了苹果公司 Founder-of,

CEO-of

标注训练语料
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简单远距离监督方法
(Mintz et al.,  ACL09)

DS假设: 每一个同时包含两个实体的句子都会表述这两
个实体在知识库中的对应关系

基于上述假设标注所有句子作为训练语料

使用最大熵分类器来构建IE系统

最大的问题：噪音训练实例

噪音训练实例

Relation Instance Label
S1:乔布斯是苹果公司的创始人之一 Founder-of

S1:乔布斯是苹果公司的创始人之一 CEO-of

S2:乔布斯回到了苹果公司 Founder-of

S2:乔布斯回到了苹果公司 CEO-of

√

x
x
x
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)

实体类别和关系类别巨大
Freebase：4000多万实体，上万个属性关系，24多亿个事实三元组

DBpeida：400多万实体，48,293种属性关系，10亿个事实三元组

NELL： 519万实体，306种关系， 5亿候选三元组

Knowledge Vault:  4500万实体，4469种关系，2.7亿三元组

人工标注训练集不可行，需要寻求无指导或弱指导的关系
抽取方法
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将弱监督关系抽取看作是多示例问题，每次选择回标的包
中分类概率最大的那个示例更新参数
Steve Jobs was the co-founder and CEO of Apple and formerly Pixar. 

Steve Jobs passed away the day before Apple unveiled iPhone 4S in late 
2011. 

The history of Microsoft began on April 4, 1975, when it was founded 
by Bill Gates and Paul Allen in Albuquerque.

开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)
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利用分段卷积网络自动学习特征
设计分段最大池化层，根据两个实体把句子分成三段，在每段里利

用最大池化技术，更好地保留句子的结构化信息
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)



数据集：Riedel等开发
设计分段最大池化层，保留句子中结构化信息

知识库：Freebase

文本：纽约时报（NYT）

评价方法
Held-out 评价：以Freebase 中存在关系的三元组作为标准

人工评价：去掉已经在Freebase 中存在的实体对，人工标注top N 
结果
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)



实验结果

Held out实验结果

Top N Mintz MultiR MIML PCNNs+MIL

Top 100 0.77 0.83 0.85 0.86

Top 200 0.71 0.74 0.75 0.80

Top 500 0.55 0.59 0.61 0.69

Average 0.676 0.720 0.737 0.783

人工评价实验结果
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Zeng EMNLP 2015)



开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)

动机：

传统方法：NLP工具抽取句子特征，概率图模型选择多个有效的句
子，然后分类。

神经网络方法：卷积神经网络抽取特征，效果最好，但是Zeng的方
法只能选择一个有效句子，不能充分利用监督信息。

动机一：两种方法优点的结合，既能选择多个有效的句子，又使用
卷积神经网络抽取特征。
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)

动机：

句子S1需要知道Nevada是个地名，不然根据其中单词sanctioned(批
准)容易判断Nevada是个官员的名字，那么就没有
location/location/contains的关系。

动机二：利用实体描述补充背景知识
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)

基于句子级关注机制和实体描述的弱监督关系模型

利用背景知识库信息得到两个实体的关系，再利用这个
关系向量和每个句子计算相似度，归一化后作为句子的
关注度



数据集：Riedel等开发
 由(Riedel, Yao, and McCallum 2010) 发布的数据集，通过对齐

Freebase和NTY的语料形成，共包含52种关系。数据统计如下：

训练和预测的对象均是多示例包，包中的句子均没有标签。新版本
的数据统计：
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)

训练集 测试集

包的个数 67,946 96,676

训练集 测试集

包的个数 522,611 96,676



评价指标
自动评价：测试集中的标签以知识谱图的标注为准，如果预测的标

签与标注相同，则预测正确；否则预测错误。结果以精度-召回率
曲线给出。

人工评价：由于知识图谱不完善，测试集中标注为”NA”的样本
也可能真实地表达了某种关系，只是知识图谱标注错误了。此时选
取被知识图谱标注为”NA”,但是模型预测出其他关系的样本，按
照置信度的排列，选取top-k个样本进行人工评价，只报告正确率。
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)



实验结果：自动评价
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)



实验结果：人工评价
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Ji AAAI 2017)



动机：弱监督数据中包含了误标记的数据，为了减轻误标
记句子对分类结果的影响，引入了关注机制（Attention），
每个包中可以选多个示例。

方法：

给定一个句子集合 S = 𝑥1, 𝑥2, … , 𝑥𝑛
将每个句子通过CNN表示成一个向量

𝑋_𝑖=𝐶𝑁𝑁(𝑥_𝑖)

句子集合表示为句子表示的加权和 S=  𝑖 𝛼𝑖𝑋𝑖
最后通过 softmax 分类器对句子集合进行分类

关注机制𝛼𝑖 =
exp 𝑒𝑖
 𝑘 exp 𝑒𝑘

 𝑒𝑖 = 𝑥𝑖𝐴𝑟，𝐴 是权重对角矩阵 𝑟 是关系r的向量表示
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Lin ACL 2016)



实验：
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Lin ACL 2016)



动机：

有些隐含的关系需要从多句话中抽取证据才能确定

同一个实体对可以对应多个关系

方法：
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Jiang COLING 2016)

1.通过跨句子的
pooling实现多句

话语义的联合考
虑
2.通过多目标的

损失函数实现一
个实体对多关系
的发现



实验结果
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开放域关系抽取: 从NYT中抽取Freebase的关系类别
(Jiang COLING 2016)



关系发现：链接预测（知识库补全）

利用知识图谱中现有的知识推断未知知识（未知的链接）

知识图谱本身就蕴涵着推理模式（第10课时 王泉老师）
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小结

由识别到抽取
规范文本有噪音、有冗余的海量网络数据

限定类别开放类别

难点：关系类别缺乏体系结构
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概述

事件抽取的任务定义

事件抽取评测及语料资源

事件抽取的典型方法

事件抽取的相关应用
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背景

信息抽取技术

实体抽取
关系抽取
事件抽取

知识图谱



背景

事件抽取是信息抽取中的难点问题

例：1992 年10 月3 日，奥巴马与米歇尔在三一联合基督教堂结婚。

事件抽取依赖实体抽取和关系抽取

相较于实体抽取和关系抽取，事件抽取难度更大

实体抽取：
1992年10月3日， 奥巴马，米歇尔，三一联合基督教堂

关系抽取：
夫妻关系：奥巴马，米歇尔

奥巴马 米歇尔 三一联合基督教堂1992 年10 月3 日 结婚

事件抽取：
事件类型：结婚事件，配偶：奥巴马，配偶：米歇尔

，时间： 1992年10月3日，地点：三一联合基督教堂



事件的定义

事件起源于认知科学，常常在哲学、语言学、计算机科学等领域
被广泛讨论。但遗憾的是目前对事件还没有统一的定义，在不同领
域，针对不同的应用，不同的人对事件有不同的描述。



事件的定义

事件是发生在某个特定的时间点或时间段、某个特定的地域范围内，由一个
或者多个角色参与的一个或者多个动作组成的事情或者状态的改变

不同的动作或者状态的改变代表不同类型的事件

同一个类型的事件中不同的元素代表了不同的事件实例
同一个类型的事件中不同粒度的元素代表不同粒度的事件实例

第二次世界大战 抗日战争 淞沪会战



事件抽取的定义

事件触发词 结婚(a “Life/Marry”event)

事件元素

角色 = 配偶 奥巴马

角色 = 配偶 米歇尔

角色 = 时间 1992年10月3日

角色=地点 三一联合基督教堂

事件抽取的定义
从自然语言文本中抽取出用户感兴趣的事件信息并以结构化的形式呈现出
来，如什么人，什么时间，在什么地方，做了什么事

事件抽取相关的术语
事件描述（Event mention），事件触发词（Event Trigger），事件元素（

Event argument），元素角色（Argument role）

例：1992 年10 月3 日，奥巴马与米歇尔在三一联合基督教堂结婚。奥巴马 米歇尔 三一联合基督教堂1992 年10 月3 日 结婚
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事件抽取的相关应用
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事件抽取评测及语料

MUC TDT ACE(KBP)

全 称
Message Understanding 

Conference

Topic Detection and 

Tracking

Automatic Content 

Extraction

举办方 Defense Advanced 

Research Projects 

Agency（DARPA）
DARPA

National Institute of 

Standards and 

Technology(NIST)

时 间 1987-1997 1998-2004 ACE：2000-2008
KBP：2014-2017

评测内容

抽取指定的事件，包
括参与这些事件的各

个实体、属性和关系。
例如：MUC-2是从海
军军事情报中抽取事

件填入预定义模板中，
共10个槽

将文本切割为不同
的新闻报道，监控其
中新事件的报道，并
且将同一话题下的分
散的报道按照某种结
构有效组织起来。
TDT-3:240个topic

指定的源语言数据
中发现特定类型的事
件，并且识别出与事
件相关的信息填入预
设的事件模板中。

ACE中共计8大类33
个小类的事件
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ACE事件类型示例

Event Type

… … … …

Be-born
Marry

Divorce
Die

transport

Transfer-
ownership
Transfer-

money

Start-org
Merge-org

Declare-bankruptcy
End-org

life transactionmovement business

conflict personalcontact justice
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基于模式匹配的方法

平面模式主要基于词袋等字符串特征构成模式

结构模式更多地考虑了句子的结构信息，融入句法分析特征

缺点：
领域相关，可扩展性差

需要大量的人工标注，耗时耗力

相关工作：
（Riloff 1993, Kim 1995, Yangarber 2001, Califf 2003等）

模式匹配的信息抽取基本框架
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基于机器学习的方法

目前主要采用统计机器学习的方法，将事件实例转换成高维
空间中的特征向量或直接用离散结构来表示，在标注语料库
上训练生成模型，然后再识别事件及其元素
基于特征向量方法：利用最大熵、朴素贝叶斯和支持向量机等（

Ralph Grishman 2005, Ahn 2006, Ji 2008, Ji 2009, Liao 2010
Hong 2011）

基于结构的方法：依存树结构、自定义联合结构等 （ McClosky et 
al. 2011 ，Li et al.2013，Li et al. 2014 ）

基于神经网络的方法：多层感知机、卷积神经网络、循环神经网络等
（Chen et al. 2015，Feng et al. 2016， Liu et al. 2017，Chen et al. 
2017，Liu et al. 2017 ）
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基于机器学习的方法

基于特征向量的方法：
主要问题：如何获取各种有效的词法、句法、语义等特征，并把它们

有效地集成起来，从而产生描述单词或者词组触发事件和候选事件元
素扮演事件角色的各种局部特征和简单的全局特征

基于句子级信息： 从句子中提取特征，利用最大熵、朴素贝叶斯和
支持向量机等模型去完成事件抽取 （ Ralph Grishman 2005, Ahn
2006,）

基于篇章和背景信息的： 在句子级信息基础上更多地考虑篇章级信
息和丰富的背景知识（跨文档信息、跨语言信息、跨文本事件信息、
跨实体信息）（Ji 2008, Ji 2009, Liao 2010, Hong 2011, Liu 2016等）
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基于机器学习的方法

基于结构的方法:

主要问题：将事件抽取看成一个结构预测的问题。如何建模事件的结
构并有效地挖掘反映事件的结构化的信息及特征

看做依存树结构预测问题：生物事件 （McClosky et al. 2011）

自定义联合结构的预测问题：触发词和事件元素联合预测（Li et 
al.2013，Li et al. 2014）
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基于机器学习的方法

基于神经网络的方法:

主要问题：如何设计合理的网络结构，从而捕捉更多的信息，进而更
准确的完成关系的抽取

网络结构：不同的网络结构捕捉文本中不同的信息

卷积神经网络（CNN）（Chen et al. 2015, Nguyen et al. 
2015, Chen et al.2017）

循环神经网络（RNN）(Feng et al. 2016, Nguyen et al. 2016 
)

多层感知机（MLN）(Liu et al. 2016, Liu et al.2017)
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基于特征向量的方法：
句子级特征（传统特征+多分类器）

The stages of event extraction （Ahn，ACL 2006）

Trigger Detection (33+1)类的Classifier1

Argument 

Classification 
(35+1)类的 Classifier

2

Attributes Classification Classifier：判断事件的属性
(General/Specific等四个属性)

3

Reportability

Classification
Classifier: 判断事件是否需要
上报

4

Related entity

dependency

wordnet

Lexical

Add any feature 
useful

17
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基于特征向量的方法：
句子级特征（传统特征+多分类器）

The stages of event extraction （Ahn，ACL 2006）

实验
数据集

ACE 2005

结果



基于特征向量的方法：
句子级特征+背景信息（cross-entity）

Using Cross-Entity Inference to Improve Event Extraction 
（Hong，ACL 2011）

动机
实体的类别信息能辅助事件抽取

 E.g. left (End-position or Transport)
 1)He left the bathroom

 2)He left the Microsoft
 (what are their event types?)



基于特征向量的方法：
句子级特征+背景信息（ cross-entity ）

Using Cross-Entity Inference to Improve Event Extraction 
（Hong，ACL 2011）

方法

20

Here is the step-by-

step cross-entity 

inference

Entity type clustering and 

detection



基于特征向量的方法：
句子级特征+背景信息（ cross-entity ）

Using Cross-Entity Inference to Improve Event Extraction 
（Hong，ACL 2011）

实验
数据集

ACE 2005

结果



基于结构的方法

Joint Event Extraction via Structured Prediction with 

Global Features（Li et al., ACL 2013）

动机

传统方法

 将事件抽取分成多个步骤错误会由上层向下层传递

 没有考虑触发词和事件元素之间的相互影响

Trigger Detection
Pattern matching / 

Classifier1

Argument 

Classification
Maxent / SVMs Binary 

Classifier2

Argument Role 

Classification

Maxent / SVMs Muticlass 

Classifier3

Reportability

Classification

Maxent / SVMs Binary 

Classifier4
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基于结构的方法

动机
1）In Baghdad, a cameraman died when an American tank

fired on the Palestine Hotel.

2)   He has fired his air defense chief. 

“fired”存在歧义：Attack, End-Position, NULL…

同时考虑事件元素和事件触发词的标注会提升最终效果

American tank: 

Instrument (Attack)

Air defense chief: 

Position (End-Position)

23



基于结构的方法

方法
将事件抽出看成一个结构预测问题

利用beam search缩小搜索解空间

代表句子的实例

代表这句话中的事件元素候选集

代表预测的整个结构

实验对比
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Event Extraction via Dynamic Multi-Pooling 
Convolutional Neural Networks（Chen et al., ACL 2015）

动机
传统方法主要提取两类特征：词汇特征和句子级特征

词汇特征：过于依赖人工；是一种独热表示，缺乏语义
S1: Obama beats McCain. (Elect Event)   

S2: Tyson beats his opponent.  (Attack Event)

Beat有两种语义，触发不同的事
件。如果知道Obama和mccain是
总统，Tyson是拳击选手这些，能
更好地判别beat的类型。

基于神经网络的方法：
基于动态最大池化技术的卷积神经网络

25

我们用词向量的方法捕捉这种语
义信息。



Event Extraction via Dynamic Multi-Pooling 
Convolutional Neural Networks（Chen et al., ACL 2015）

动机
传统方法主要提取两类特征：词汇特征和句子级特征

句子级特征：会用到复杂的NLP工具，引起错误传递

nsubj -> (cameraman plays the Victim role in die event)

?????  -> (cameraman plays the Target role in Attack event)

基于神经网络的方法：
基于动态最大池化技术的卷积神经网络
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基于神经网络的方法：
基于动态最大池化技术的卷积神经网络

方法-DMCNN

由4部分组成：word-embedding learning; lexical-level 
feature representation； sentence-level feature extraction；
argument classifier output

传统的CCN利用最大池化技术，选取最大值代表每个feature map
但是事件抽取任务中一句话存在两个或者多个事件所以提出动态
最大池化技术来根据trigger和argument候选的位置，在不损失最
大值的前提下，获取更多的有用信息 27



实验比较

28

基于神经网络的方法：
基于动态最大池化技术的卷积神经网络



Exploiting Argument Information to Improve Event 
Detection via Supervised Attention Mechanisms（Liu et al., 
ACL 2017）

动机
事件的主要元素：

触发词和事件角色

事件角色为事件识别任务提供重要线索

29

基于神经网络的方法：
基于有监督关注机制的多层感知机模型

Mohanmad fired Anwar, his former  protege, in 1998.

袭击事件 or 结束职位事件?



模型

30

基于神经网络的方法：
基于有监督关注机制的多层感知机模型

2 / 70



构建标准关注向量

31

基于神经网络的方法：
基于有监督关注机制的多层感知机模型

策略1：只关注角色词

策略2：同时关注角色词及其周围的词，距离角色词越近的
词受到的关注度越高



实验

32

基于神经网络的方法：
基于有监督关注机制的多层感知机模型



FrameNet
语言学家定义及标注的语义框架资源

层级的组织结构

FrameNet规模
1000+  框架

10000+  词法单元

150000+  标注例句

融合FrameNet的事件识别方法
（Liu et al., ACL 2016）



结构相似性
框架：一个词法单元和若干框架元素

事件： 一个触发词和若干事件角色

含义相似性

融合FrameNet的事件识别方法
（Liu et al., ACL 2016）



系统框架图

融合FrameNet的事件识别方法
（Liu et al., ACL 2016）



• 实验

融合FrameNet的事件识别方法
（Liu et al., ACL 2016）



基于世界知识和语言学知识的事件语料大规
模自动生成方法 （Chen et al.,  ACL2017）
现有方法的问题

有监督的事件抽取方法：

过分依赖人工标注的数据

耗时、费力、成本高昂，规模小，覆盖度低

无监督的事件抽取方法：

抽取的结果没有规范的语义标签

很难直接映射到现有知识库
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基于世界知识和语言学知识的事件语料大规
模自动生成方法 （Chen et al.,  ACL2017）
动机

自动生成标注语料

开放域环境

大规模自动抽取

远距离监督的方法在关系抽取中取得成功

38



基于世界知识和语言学知识的事件语料大规
模自动生成方法 （Chen et al.,  ACL2017）
方法

利用世界知识和语言学知识

自动生成大规模事件语料
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基于世界知识和语言学知识的事件语料大规
模自动生成方法 （Chen et al.,  ACL2017）
实验

自动生成的数据

40

-当仅利用两个核心元素回标时，生成421,602个标注数据，但是这个数
据中没有标注触发词信息
-当同时利用核心元素和事件触发词回标时，生成72,611个标注数据
-与ACE人工标注的将近6,000个的标注数据相比，我们提出的方法能自
动生成大规模训练数据



基于世界知识和语言学知识的事件语料大规
模自动生成方法 （Chen et al.,  ACL2017）
实验

标注数据的人工评价

标注数据的自动评价
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事件关系：无监督学习叙事事件链

背景

尽管特定场景下发生的一系列事件有多个参与者，但是有一个是主导参
与者。

叙事事件链(Narrative Event Chain)是指围绕主导参与者发生的部分有
序的一系列事件。

 e1~e4构成了一个描述了一个围绕参与人X的叙事事件链：

e1:X进餐馆->e2:X点餐->e3:为X上菜->e4:X吃饭

Unsupervised Learing of Narrative Event Chains（ Nathael 
Chambers ACL2008）
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事件表示

利用主导参与者和事件指示词之间的句法角色表示事件，例如：

John pulled Tom aside and told him he’d start. =>

Tom是主导参与者

e1: (pulled, object) -> e2:(told, object) -> e3:(start, subject)} 

有了事件表示，对候选事件进行聚类可得到叙事事件链。

事件关系：无监督学习叙事事件链

Unsupervised Learing of Narrative Event Chains（ Nathael 
Chambers ACL2008）
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事件之间相关性

用互信息表示事件e(w, d)和e(v, g)之间的相关性：

其中，C(a, b)指a和b同时出现的频次。

事件关系：无监督学习叙事事件链

Unsupervised Learing of Narrative Event Chains（ Nathael 
Chambers ACL2008）
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应用

给定叙事序列的前n个事件，预测接下来要发生的事件。

方法

将所有事件当做候选，选择候选中和给定的n个事件互信息之
和最大的事件作为答案。

事件关系：无监督学习叙事事件链

Unsupervised Learing of Narrative Event Chains（ Nathael 
Chambers ACL2008）
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实验
BaseLine:只用动词表示事件，
同样利用互信息表示两个动词间的相关性

Protagonist：只用动词表示事件，但选择答案时加
上共同参与者的限制。

Typed Deps:本文所提方法，用动词、
及其与主导参与者之间的
句法关系表示事件，选择答案时加上共
同参与者的限制。

 评价标准：每个缺失的事件在预测事件列表中排序后的位置，位置越小，表示系统越好。

事件关系：无监督学习叙事事件链

Unsupervised Learing of Narrative Event Chains（ Nathael 
Chambers ACL2008）
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事件框架学习：基于模板的事件抽取系统

任务

无监督地学习事件框架。

事件框架描述了一类事件的结构，例如下图描述了爆炸事件
的框架：

Template-Based Information Extraction without 
Templates （ Nathael Chambers ACL2011）
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方法

Step1：从文本语料中抽取事件元素（和上一工作类似，用参与者，动词
以及参与者与动词之间的句法关系表示事件元素）。

Step2：对抽取到的事件元素进行初步聚类（相似度算法和上一工作类似
，利用互信息衡量）。

Step3：对每个聚类结果，在搜索引擎中搜索类内的事件元素，将返回的
文档作为扩充语料。

Step4：利用扩充语料对每个初步聚类结果内的元素进行再聚类，再聚类
的结果作为事件框架（每个聚类结果是一个事件，结果内的元素是该事
件的元素）。

事件框架学习：基于模板的事件抽取系统

Template-Based Information Extraction without Templates
（ Nathael Chambers ACL2011）
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结果：两个聚类结果

蓝色的词表示事件类别，绿色的词表示事
件的参与者。其中，第一个事件框架Kidnap
（绑架）是MUC定义的事件；

第二个事件框架Weapons Smuggling是
新的事件类别。

聚类结果中，一个聚类结果是一个事件类
别，并没有事件的名称，这里的事件名称是
人工标记的。事件角色同样如此。

Template-Based Information Extraction without 
Templates （ Nathael Chambers ACL2011）
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事件框架学习：大规模语料中生成事件框架

任务
和上一工作类似，无监督地在大规模语料中生成事件框架

方法
Step1：利用关系抽取的方法（Reverb等）获得大量三

元组<arg1, rel, arg2>
Step2：根据这些三元组在文档中的共现信息建立一个无

向图，边权反应两个元组共现的可能性
Step3：选取图中边权最高的一些点作为种子，每个种子

认为是一个事件的中心
Step4：针对每个种子，利用Personalized PageRank算

法求解和其最相关的点集，每个点集表示一个事件

Generating Coherent Event Schemas at Scale（ Oren Etzioni 
EMNLP2013）

50



概述

事件抽取的任务定义

事件抽取评测及语料资源

事件抽取的典型方法

事件抽取的相关应用

生成故事大纲

预测新事件

51



生成故事大纲

一篇文章中多个事件
Task Joint Inference for Event Timeline Construction（Quang 
Xuan Do et al.,）ACL2012

一个事件在多篇文章
Building Event Threads out of Multiple News Articles（Xavier 
Tannier et al.,）EMNLP2013

社交媒体中的故事大纲生成
Generating Event Storylines from Microblogs（li et al.,）
CIKM2012
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生成故事大纲

一篇文章中多个事件（Quang Xuan Do EMNLP2012）
任务: 输入一篇文章，将文章中的事件按时序排序

基本概念:

1.事件：同ACE中的事件

2.时序关系： before, after, 

overlap and no relation

3.时间间隔： pairs of time endpoints

共有两类：Explicit intervals，Implicit intervals
The litigation covers buyers in auctions outside the United States between January 1,

1993 and February 7, 2000.

January 1, 1993->[1993-01-01 00:00:00, 1993-01-01 23:59:59] 

February7, 2000 ->[2000-02-07 00:00:00, 2000-02-07 23:59:59]

January 1, 1993 and February 7, 2000 -> [1993-01-01 00:00:00, 2000-02-07 23:59:59].
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生成故事大纲

一篇文章中多个事件（Quang Xuan Do EMNLP2012）
方法

 识别时间构建Timeline

 识别事件

 建立事件和时间的关系

 同一个时间段内建立事件间的时序关系

实验

选自ACE2005中的20篇newswire

人工标注E-T 和E-E
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生成故事大纲

一个事件在多篇文档中（Xavier Tannier EMNLP 2013）
任务: 从多篇文章中抽取同一事件的不同阶段

方法：层级分类器

A:区分事件对之间有关

系还是没有关系

B:区分相同事件或者

顺承事件

C:从顺承事件中寻找

反应事件
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生成故事大纲

一个事件在多篇文档中（Xavier Tannier EMNLP 2013）
Dataset

选自French news agency（AFP），定义了一系列复杂的规则来指
导标注

Result
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生成故事大纲

社交媒体中的故事大纲生成
任务: 给定一个关键词的查询，根据tweet消息生成故事大纲
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生成故事大纲

方法
检索得到相关的Tweet

选取每个阶段中代表性的Tweet

由各个阶段中代表性的Tweet联合起来得到最终的故事大纲
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 Experiment

 Dataset

 Tweets2011 corpus for TREC 2011 microblog track 

 Result

59

检索模型的结果

Storyline 的结果

生成故事大纲



预测新事件

预测自然事件
Mining the Web to Predict Future Events（Kira Radinsky et al.,）
WSDM 2013

预测股票事件
Using Structured Events to Predict Stock Price Movement : An 
Empirical  Investigation （ Ding et al.,）EMNLP2014
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预测新事件

预测自然事件
Mark Twain famously said that “the past does not repeat 

itself, but it rhymes.”

Traditional method(heuristic assessments, shorter time 
horizons , limited knowledge)
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预测新事件

预测自然事件
典例展示

 Interesting results
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预测新事件

预测股票事件
新闻事件会影响股民的决定，股民的交易会影响股票价格

所以新闻事件会影响股票价格

事件定义
一个事件被定义为 E = (O1, P, O2, T),
The event“Sep 3, 2013- Microsoft agrees to buy Nokia’s mobile phone business for $7.2 billion. ”

(Actor =Microsoft, Action = buy, Object = Nokia’s mobile phone business, Time = Sep 3, 2013).
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预测新事件

方法
从海量新闻数据中获取结构化的事件信息

2. How to predict stock price movement using structured events accurately ?

Open IE

Event Phrase 

extraction

Argument 

Extraction

Event 

Generalization

Private sector adds 114,000 jobs in July

(private sector , multiply class, 114,000 job)

Feature

Bow Feature

Event Feature

(O1, P, O2, 

O1 + P,

P + O2, O1 

+ P + O2).
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小结

由识别到抽取
规范文本有噪音、有冗余的海量网络数据

独立抽取联合抽取、更多的考虑事件各部分之间的影响

限定类别开放类别

难点
事件的定义：没有统一的标准，基于任务的定义

事件的体系结构：现有的事件体系结构库都是人工构建，规模较
小

事件间的关系：事件之间并非相互独立，探索并建模事件之间的
关系
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Q&A

Thanks



第9章  知识图谱的存储与检索 

2017-2018学年-秋季学期: 知识图谱导论 
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 知识图谱的存储 
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知识图谱 

 知识图谱是一种有向图结构，描述了现实世界中存在的实
体、事件或者概念以及它们之间的相关关系。 

 

 
 实体：Cristiano Ronaldo, Jos 

Dinis Aveiro, Real Madrid CF、
马赛约等 

 实体类型：人物、国家、城市、
组织机构等 

 属性：人物有姓名、性别、出生
日期、兴趣爱好、职业等属性；
国家有国庆日、国家代码、货币、
时区、等属性 

 关系：人物和人物间的同事关系、
人物和国家间的国籍关系、城市
和国家间的属于关系等 

 



知识图谱中的知识表示 

 知识图谱中的知识是通过RDF的结构进行表示的，其基本
构成单元是事实，每个事实被表示为一个形如<subject, 
predicate, object>的三元组。 

 subject: 主体（也称主语），其取值通常是实体、事
件或者概念中的任何一个 

 predicate：谓词（也称谓语），其取值通常是关系或
者属性 

 object：客体（也称宾语），其取值既可以是实体、
事件、概念，也可以是普通的值（如数字、字符串等） 

 



知识图谱中的知识表示 

 知识图谱中的知识是通过RDF的结构进行表示的，其基本
构成单元是事实，每个事实被表示为一个形如<subject, 
predicate, object>的三元组。 

 实体：Pepe, Real Madrid CF、
Maceio 

 属性：gender, height, date of 
birth, capacity, short name, 
creation date, area, elevation, 
postal code 

 属性值：male, 1.88m, 1983/02/26, 
81,044, RM, 1902/03/06, 511km², 
7m, 57000-000 

 关系：team, place of birth 

 



知识图谱中的知识表示 

 知识图谱中的知识是通过RDF的结构进行表示的，其基本
构成单元是事实，每个事实被表示为一个形如<subject, 
predicate, object>的三元组。 



知识图谱的目标是构建一个能够刻画现实世界的知识库，
为自动问答、信息检索等应用提供支撑。因此，对知识
的持久化存储并提供对目标知识的高效检索是合格的知
识图谱必须具备的基本功能。 

 

 

 



提纲 

 概述 

 知识图谱的存储 

 基于表结构的存储 

 基于图结构的存储 

 知识图谱的检索 

 关系数据库查询：SQL语言 

 图数据库查询：SPARQL语言 

 本章小结 

 

 

 



知识图谱的存储 

 按照存储方式的不同，知识图谱的存储可以分为基于表结
构的存储和基于图结构的存储。 

 基于表结构的存储：利用二维的数据表对知识图谱中
的数据进行存储 

• 三元组表、类型表、关系数据库 

 基于图结构的存储：利用图的方式对知识图谱中的数
据进行存储 

• 图数据库 

 



提纲 

 概述 

 知识图谱的存储 

 基于表结构的存储 

 基于图结构的存储 

 知识图谱的检索 

 关系数据库查询：SQL语言 

 图数据库查询：SPARQL语言 

 本章小结 

 

 

 



三元组表 

 知识图谱中的事实是一个个的三元组，一种最简单直接的
存储方式是设计一张三元组表用于存储知识图谱中所有的
事实。 

 



三元组表特性 

 基于三元组表的存储方式的优点是简单直接，易于理解；
然而缺点也非常明显，主要有以下两点： 

 整个知识图谱都存储在一张表中，导致单表的规模太
大。对大表进行查询、插入、删除、修改等操作的开
销很大，这将导致知识图谱的实用性大打折扣。 

 复杂查询在这种存储结构上的开销巨大。由于数据表
只包括三个字段，因此复杂的查询只能拆分成若干简
单查询的复合操作，大大降低了查询的效率。例如，
查询“佩佩的身高和性别是什么？”需要拆分为“佩
佩的身高是多少？”和“佩佩的性别是什么？” 

 



类型表 

 为每种类型构建一张表，同一类型的实例存放在相同的表
中。表的每一列表示该类实体的一个属性，每一行存储该
类实体的一个实例。 

 



类型表的不足 

 大量数据字段的冗余存储。假设知识图谱中既有“演员”
也有“歌手”，那么同属于这两个类别的实例将会同时被
存储在这两个表中，其中它们共有的属性会被重复存储。 
 
 
 
 
 
 

 大量的数据列为空值。通常知识图谱中并非每个实体在所
有属性或关系上都有值，这种存储方式会导致表中存在大
量的空值。 

 



考虑层级关系的类型表 

 构建数据表时，将知识图谱的类别体系考虑进来。具体来
说，每个类型的数据表只记录属于该类型的特有属性，不
同类别的公共属性保存在上一级类型对应的数据表中，下
级表继承上级表的所有属性。 

 



类型表特性 

 类型表克服了三元组表面临的单表过大和结构简单的问题，
但是也有明显的不足之处： 

 由于数据表是和具体类型对应的，不同的数据表具有
不同的结构，因此在查询之前必须知道目标对象的类
型才能确定查找的数据表。 

 当查询涉及到不同类型的实体时，需要进行多表的连
接，这一操作开销巨大，限制了知识图谱对复杂查询
的处理能力。 

 知识图谱通常包含丰富的实体类型，因此需要创建大
量的数据表，并且这些数据表之间又具有复杂的关系，
这为数据的管理增加了很大的难度。 

 



关系数据库基本概念 

 关系数据库以二维表结构对数据进行组织和存储。 

 属性 (attribute)：表中的每一列称为一个属性（也称
字段），用来描述实体集的某个特征。每个属性都有
自己的取值范围，称为域。 

 元组 (tuple)：表中的每一行由一个实体的相关属性取
值构成，称为元组（也称记录），它相对完整地描述
了一个实体。元组中的一个属性值称为分量。 

 学号 姓名 性别 出生日期 身份证号 

1101 李强 男 1995-09-22 310103199509222317 

1202 张红 女 1995-11-07 410104199511072437 

1303 王鹏 男 1996-04-08 510105199604082223 



关系数据库基本概念 

 上述二维表格有以下限制： 
 每一属性必须是基本的、不能再拆分的数据类型，如整型、

实型、字符型等。结构或数组不能作为属性的类型。 

 



关系数据库基本概念 

 上述二维表格有以下限制： 
 每一属性必须是基本的、不能再拆分的数据类型，如整型、

实型、字符型等。结构或数组不能作为属性的类型。 

 
姓名 

籍贯 
省 市 

李强 黑龙江 齐齐哈尔 
张红 浙江 杭州 
王鹏 江西 南昌 

姓名 省 市 
李强 黑龙江 齐齐哈尔 
张红 浙江 杭州 
王鹏 江西 南昌 

X √ 



关系数据库基本概念 

 上述二维表格有以下限制： 
 每一属性必须是基本的、不能再拆分的数据类型，如整型、

实型、字符型等。结构或数组不能作为属性的类型。 
 属性的所有值必须是同类型、同语义的。如果某一列包含学

生的学号，则该表中所有行的此列都必须是学生的学号。 
 属性的值只能是域中的值。例如学生的性别只能在“男”或

“女”中取值。 
 属性必须有唯一的名字，但不同的属性可以出自相同的域。

列在表中的顺序可以任意交换。 

 



关系数据库基本概念 

 上述二维表格有以下限制： 
 每一属性必须是基本的、不能再拆分的数据类型，如整型、

实型、字符型等。结构或数组不能作为属性的类型。 
 属性的所有值必须是同类型、同语义的。如果某一列包含学

生的学号，则该表中所有行的此列都必须是学生的学号。 
 属性的值只能是域中的值。例如学生的性别只能在“男”或

“女”中取值。 
 属性必须有唯一的名字，但不同的属性可以出自相同的域。

列在表中的顺序可以任意交换。 

 学号 姓名 性别 出生日期 入学日期 
1101 李强 男 1995-09-22 2017-09-01 
1202 张红 女 1995-11-07 2017-09-01 
1303 王鹏 男 1996-04-08 2017-09-01 



关系数据库基本概念 

 上述二维表格有以下限制： 
 每一属性必须是基本的、不能再拆分的数据类型，如整型、

实型、字符型等。结构或数组不能作为属性的类型。 
 属性的所有值必须是同类型、同语义的。如果某一列包含学

生的学号，则该表中所有行的此列都必须是学生的学号。 
 属性的值只能是域中的值。例如学生的性别只能在“男”或

“女”中取值。 
 属性必须有唯一的名字，但不同的属性可以出自相同的域。

列在表中的顺序可以任意交换。 
 任意两个元组的值不能完全相同，即不允许有重复的行。行

在表中的顺序可以任意交换。 

 



关系数据库属性分类 
 候选码：能够唯一标识元组的最小的属性集合。 

 唯一性：候选码在整个表的范围内必须具有唯一的值，不同
元组不能具有相同的候选码值。 

 最小性：候选码所包括的属性必须都是必不可少的，缺少其
中的任何一个都不再具备唯一性。 
 
 
 
 
 

 例如，在上表中学生的学号、身份证号分别都可以作为候选
码；但是（学号, 身份证号）这一属性组不能作为候选码，
因为去掉其中任何一个剩下的属性仍然可以作为候选码，因
此不满足最小性。 

 

学号 姓名 性别 出生日期 身份证号 
1101 李强 男 1995-09-22 310103199509222317 
1202 张红 女 1995-11-07 410104199511072437 
1303 王鹏 男 1996-04-08 510105199604082223 



关系数据库属性分类 

 主码：一个数据表可以包含多个候选码，从中任意选取一
个作为主码。虽然理论上所有的候选码都可以作为主码，
但是实际操作中一般选择单属性组成的候选码作为主码。 

 
 
 
 

 在该表中有三个候选码：学号、身份证号、姓名（不重名）。 
 姓名作主码还是有些限制（不能重名）； 
 身份证号太长，使用不方便； 
 学号简洁，使用方便，在实际生活中也被用来唯一区分学生，

所以选学号作主码最合适。 
 

 

学号 姓名 性别 出生日期 身份证号 
1101 李强 男 1995-09-22 310103199509222317 
1202 张红 女 1995-11-07 410104199511072437 
1303 王鹏 男 1996-04-08 510105199604082223 



关系数据库属性分类 

 外码：如果数据表中的某个属性或属性组是其它表的候选
码，那么称该属性或属性组是当前表的外码。外码能够保
证不同数据表之间数据的一致性。 

 
 
 
 

 班号是班级表的候选码，所以班号是学生表的外码。 

 主属性与非主属性：包含在任何候选码中的属性称为主属
性；相反地，不包含在任何候选码中的属性称为非主属性。 

 

 

学号 姓名 性别 出生日期 班号 
1101 李强 男 1995-09-22 11 
1202 张红 女 1995-11-07 12 
1303 王鹏 男 1996-04-08 13 

班号 班名 专业 
11 数学01 应用数学 
12 物理01 理论物理 
13 化学01 材料化学 

学生表（外表） 班级表（主表） 



关系数据库完整性约束 

 关系数据库通过关系完整性约束条件来保证数据的正确性
和一致性。所谓关系完整性约束条件主要是指在表和属性
（列）上定义的规则，数据库管理系统会依据这些约束条
件维护数据完整性。 

 域完整性规则 

 实体完整性规则 

 参照完整性规则 

 



关系数据库完整性约束 

 域完整性：在关系数据模型定义时，由用户对属性值的数
据类型、长度、单位、精度、格式、值域范围、是否允许
为空值等进行限定，规定属性取值必须在其值域中。 

 

学号 姓名 性别 出生日期 班号 
1101 李强 男 1995-09-22 11 
1202 张红 女 1995-11-07 12 
1303 王鹏 21 1996-04-08 13 

学号 类型定义 属性限定 
学号 char(4) Primary Key 
姓名 nvarchar(20) Not Null 
性别 nchar(1) Not Null, 男/女 

出生日期 datetime >=1900-01-01 
班号 char(2) Not Null 

X 



关系数据库完整性约束 

 实体完整性：元组（记录）在构成主码的属性上不能有空
值且主码的值不能相同。实体完整性主要是为了确保主码
能唯一标识元组。 

 学号 姓名 性别 出生日期 班号 
1101 李强 男 1995-09-22 11 
1202 张红 女 1995-11-07 12 
1303 王鹏 男 1996-04-08 13 
1102 孙丽 女 1996-01-29 11 
1202 赵刚 男 1995-10-20 12 X 

√ 



关系数据库完整性约束 

 参照完整性：一个外表的外码取值必须是其主表主码的存
在值或空值。 

 
 
 
 
 

 学生表中班号的取值必须是空值或在班级表中班号属性中出
现过的值。如果学生表的班号字段允许为空，它取空值表示
该学生还没有确定班级；否则只能取班级表出现过的班号值。 
 

 

学号 姓名 性别 出生日期 班号 
1101 李强 男 1995-09-22 11 
1202 张红 女 1995-11-07 12 
1303 王鹏 男 1996-04-08 13 

班号 班名 专业 
11 数学01 应用数学 
12 物理01 理论物理 
13 化学01 材料化学 

学生表（外表） 班级表（主表） 



关系数据库操作语言 

 关系数据库的基本操作语言是SQL (Structured Query 
Language)。 

 SQL语言以简洁的语法支持关系数据库的各类操作（插入
/修改/删除/查询）。 

 SQL语言独立于关系数据库本身，独立于使用的机器、网
络和操作系统。 

 如果选择关系数据库作为知识图谱的存储引擎，那么对知识图谱的
所有操作都需要转换为SQL语句才能执行。 



关系数据库基本操作 

 关系数据库通过SQL语言为用户提一系列的操作接口，其
核心功能包括插入、修改、删除、查询四种操作。 

 插入 (INSERT)：在一个表中插入一条或多条新记录。 

 修改 (UPDATE)：在一个表中修改满足条件的记录的某
些字段的值。 

 删除 (DELETE)：从一个表中删除一条或多条满足条件
的记录。 

 查询 (SELECT)：从一个或多个表中提取满足条件的数
据、生成计算列或汇总数据。 



常见的关系数据库存储系统 
 DB2：DB2是IBM公司于1983年推出的数据库管理系统，能够

运行于各种不同的操作系统平台上，如Windows、Linux、
VMS、OS/2等。该数据库的特色之处包括支持面向对象的编
程、支持多媒体应用、支持分布式数据库的访问等。更多信息
请参考DB2官网：https://www.ibm.com/analytics/us/en/ 

    technology/db2/ 

 Oracle：Oracle是甲骨文公司于1979年推出的关系数据库管理
系统，是目前最流行的数据库之一。该数据库遵循标准SQL语
言，支持多种数据类型。和DB2相同，Oracle同样具有跨平台
的特点，可以运行于不同的操作系统之上。更多信息请参考
Oracle官网：https://www.oracle.com/database/index.html 



常见的关系数据库存储系统 
 Microsoft SQL Server：Microsoft SQL Server是微软公司推

出的应用于Windows操作系统的数据库产品，该数据库实际上
是微软基于Sybase公司提供的技术开发而成的，因此完全兼容
Sybase数据库。更多信息请参考Microsoft SQL Server官网：
https://www.microsoft.com/zh-cn/sql-server/sql-server-
2016 

 PostgreSQL：PostgreSQL是一个自由软件系统，和上面几个
数据库系统相比，该系统具有开源、免费的特点。由于
PostgreSQL可以免费地被使用、修改和分发，因此其具有非常
完善的功能，不仅支持大部分的SQL标准，还提供外键、复杂
查询、触发器等特性。更多信息请参考PostgreSQL官网：
https://www.postgresql.org/ 



常见的关系数据库存储系统 
 MySQL：MySQL 也是一个自由软件系统，最早是由瑞典的

MySQL AB公司开发的小型关系数据库管理系统，在2008年被
Sun公司收购。该系统由于具有体积小、速度快、跨平台、免
费开源等特点，是中小型网站最为青睐的数据库。更多信息请
参考MySQL官网：https://www.mysql.com/ 
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基于图结构的存储模型 

 将实体看做节点，关系看做带有标签的边，那么知识图谱
的数据很自然地满足图模型结构。 

 用节点表示实体：刘德华、刘青
云、Film：暗战 

 用边表示实体间的关系：刘德华
和暗战之间的参演关系、刘德华
和刘青云之间的朋友关系等 

 节点可以定义属性：刘德华性别
男、身高174cm、出生地香港等 

 边上也可以定义属性：刘德华参
演暗战的时间是1999年，参演
角色是张彼得等 

 无向关系需要转化为两条对称的
有向关系：刘德华和刘青云之间
互为朋友关系 

 



图数据库核心概念 

 图数据库基于有向图，其理论基础是图论。节点、边和属
性是图数据库的核心概念。 

 节点：节点用于表示实体、事件等对象，可以类比于
关系数据库中的记录或数据表中的行数据。例如人物、
地点、电影等都可以作为图中的节点。 

 边：边是指图中连接节点的有向线条，用于表示不同
节点之间的关系。例如人物节点之间的夫妻关系、同
事关系等都可以作为图中的边。 

 属性：属性用于描述节点或者边的特性。例如人物的
姓名、夫妻关系的起止时间等都是属性。 



常见的图数据库存储系统 

 Neo4j：Neo4j是一个开源的图数据库系统，它将结构化
的数据存储在图上而不是表中。Neo4j基于Java实现，它
是一个具备完全事务特性的高性能数据库，具有成熟数据
库的所有特性。Neo4j是一个本地数据库（又称基于文件
的数据库），这意味着不需要启动数据库服务器，应用程
序不用通过网络访问数据库服务，而是直接在本地对其进
行操作，因此访问速度快。因其开源、高性能、轻量级等
优势，Neo4j 受到越来越多的关注。更多信息请参考官网：
https://neo4j.com/ 



常见的图数据库存储系统 

 OrientDB：OrientDB是一个开源的文档-图混合数据库，
兼具图数据库对数据强大的表示及组织能力和文档数据库
的灵活性及很好的可扩展性。OrientDB具有多种模式可
选，包括全模式、无模式和混合模式。全模式要求数据库
中的所有类别都必须有严格的模式，所有字段都强制约束；
无模式则相反，不需要为类别定义模式，存储的数据记录
可以有任意的字段；混合模式则允许为类别定义若干字段，
同时支持自定义字段。该数据库同样是本地的，支持许多
数据库的高级特性，如事务、快速索引、SQL查询等。更
多信息请参考官网：http://orientdb.com/ 



常见的图数据库存储系统 

 HyperGraphDB：HyperGraphDB同样是开源的存储系
统，并依托于BerkeleyDB数据库。和上述图数据库相比，
HyperGraphDB最大的特点在于HyperGraph，即超图。
从数学角度讲，有向图的一条边只能指向一个节点，而超
图则可以指向多个节点。实际上，HyperGraphDB在超图
的基础上更进了一步，不仅允许一条边指向多个节点，还
允许其指向其它边。如此以来，HyperGraphDB相较于其
它图数据库具有更强大的表示能力。更多信息请参考官网：
http://www.hypergraphdb.org/ 



常见的图数据库存储系统 

 InfiniteGraph：InfiniteGraph是一个基于Java语言开发
的分布式图数据库系统。和MySQL等传统关系数据库类
似，InfiniteGraph需要作为服务项目进行安装，应用程
序只能通过访问数据库服务对数据库进行操作。Infinite 
Graph借鉴了面向对象的概念，将图中的每个节点及每条
边都看做一个对象。具体地，所有的节点都继承自基类
BaseVertex，所有的边则都继承自基类BaseEdge。更多
信息请参考官网：http://www.objectivity.com/ 
products/infinitegraph/ 



常见的图数据库存储系统 

 InfoGrid：InfoGrid是一个开源的互联网图数据库，提供
了很多额外的组件，可以很方便地构建基于图结构的网络
应用。InfoGrid实际上是一个基于Java语言的开源项目集，
其中InfoGrid图数据库项目是其核心，其它的项目包括
InfoGrid存储项目、InfoGrid用户接口项目等。更多信息
请参考官网：http://infogrid.org 



常见的图数据库存储系统 

 InfoGrid：InfoGrid是一个开源的互联网图数据库，提供
了很多额外的组件，可以很方便地构建基于图结构的网络
应用。InfoGrid实际上是一个基于Java语言的开源项目集，
其中InfoGrid图数据库项目是其核心，其它的项目包括
InfoGrid存储项目、InfoGrid用户接口项目等。更多信息
请参考官网：http://infogrid.org 

和成熟的关系数据库相比，图数据库的发展较晚，相关的标准及技
术尚不完善，在实际使用中可能会遇到一些棘手的问题，因此在选
用数据库时除了需要考虑数据库本身的特性、性能等因素以外，还
需要考虑数据库的易用性、技术文档的完整性等因素。 



提纲 
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 知识图谱的存储 

 基于表结构的存储 

 基于图结构的存储 
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 关系数据库查询：SQL语言 

 图数据库查询：SPARQL语言 

 本章小结 

 

 

 



知识图谱的检索 

 知识图谱的知识实际上是通过数据库系统进行存储的，大
部分数据库系统通过形式化的查询语言为用户提供访问数
据的接口。 

 关系数据库：标准查询语言SQL 

 图数据库：标准查询语言SPARQL 

 由于知识图谱中的数据在逻辑上本身就是一种图结构，因
此也可以通过图查询技术来完成特定查询图的查找，其核
心问题是判断查询图是否是图数据集的子图，因此也叫子
图匹配问题。 
《A Performance Comparison of Five Algorithms for Graph 
Isomorphism》 
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SQL的产生与发展 

 SQL（Structured Query Language，结构化查询语言）
是介于关系代数和元组演算之间的一种语言，用于管理关
系数据库，目前已经成为关系数据库的标准语言。 
 1972年，IBM公司开始研制实验型关系数据库管理系统

SYSTEM R，其配备的查询语言称为SQUARE（Specifying 
Queries As Relational Expression）语言，语言中使用了
较多的数学符号。 

 1974年，Boyce和Chamberlin把SQUARE修改为SEQUEL 
(Structured English Query Language) 语言。后来
SEQUEL简称为SQL (Structured Query Language)，即结
构化查询语言，SQL的发音仍是“sequel”。现在SQL已经
成为一个标准。 

 



SQL的组成 

 SQL语言从功能上可以分为四个部分：数据查询、数据操
纵、数据定义和数据控制。 
 数据查询语言，即SQL DQL，用来对已存在的数据库中的

数据按照指定的组合、条件表达式或排序进行检索。 

 数据操纵语言，即SQL DML，用来改变数据库中的数据，
分为插入、修改、删除三种操作。 

 数据定义语言，即SQL DDL，用来创建数据库中的各种对
象，包括数据库模式、表、视图、索引、同义词、聚簇等。 

 数据控制语言，即SQL DCL，用来授予或回收访问数据库
的某种特权，控制数据操纵事务的发生时间及效果、对数据
库进行监视等。 

 



SQL的组成 

 SQL语言功能极强，但由于设计巧妙，语言十分简洁，完
成数据定义、数据操纵、数据控制、数据查询的核心功能
只用了9个动词。并且SQL语言语法简单，接近英语口语，
因此易学易用。 

 功    能 动    词 

数据查询 SELECT 

数据操纵 INSERT, UPDATE, DELETE 

数据定义 CREATE, DROP, ALTER 

数据控制 GRANT, REVOKE 



数据查询 

 数据查询是指从数据表中选取满足条件的数据，查询结果
存储在一个临时的结果表中。SQL通过SELECT语句完成
该功能，其基本语法为： 
 
 
 
 
 

 主语句SELECT-FROM-WHERE的含义是：根据WHERE子句的
条件表达式，从FROM子句指定的基本表或视图中找出满足条件
的元组，再按SELECT子句中的目标列表达式，选出元组中的属性
值形成结果表。 

 

SELECT  目标表的列名或列表达式序列 
FROM  基本表名和（或）视图序列 
[ WHERE   行条件表达式 ] 
[ GROUP BY  列名序列 ] 
[ HAVING  组条件表达式 ] 
[ ORDER BY  列名 [ ASC|DESC ], … ] 



数据查询 

 完整的SELECT语句执行过程如下： 
① 读取FROM子句中基本表、视图的数据； 

② 选取满足WHERE子句中给出的条件表达式的元组； 

③ 按GROUP BY子句中指定列的值分组，同时提取满足HAVING子
句中组条件表达式的那些组； 

④ 按SELECT子句中给出的列名或列表达式求值输出； 

⑤ ORDER BY子句对输出的目标表进行排序，按附加说明ASC升序
排列，或按DESC降序排列。 

 



单表查询 

 查询仅涉及一个表，是一种最简单的查询操作： 

 选择表中的若干列 

 选择表中的若干元组 

 对查询结果排序 

 使用聚合函数 

 对查询结果分组 

 



查询表中的若干列 

 查询指定列：在很多情况下，用户只对表中的一部分属性
感兴趣，这时可以通过在SELECT子句的<目标列表达式>
中指定要查询的属性列。 

 

number name sex age birthplace 
20141001 朱晓明 男 26 江苏徐州 
20141002 王月华 女 25 山西太原 
20141003 刘子华 男 26 四川成都 

Student 

例9.1  查询以下学生表中全体学生的学号与姓名。 

SELECT  number, name 
FROM  Student; 

number name 
20141001 朱晓明 
20141002 王月华 
20141003 刘子华 



查询表中的若干列 

 查询全部列：将表中的所有属性列都选出来，可以有两种
方法。一种方法就是在SELECT关键字后面列出所有列名；
另一种方法是如果列的显示顺序与其在基表中的顺序相同，
也可以简单地将<目标列表达式>指定为“*”。 

 例9.2  查询Student表中全体学生的详细记录。 

        SELECT  * 
        FROM  Student; 

等价于： 

        SELECT  number, name, sex, age, birthplace 
        FROM  Student; 



查询表中的若干列 

 查询经过计算的值：SELECT子句的<目标列表达式>不仅
可以是表中的属性列，也可以是表达式。 

 

number name sex age birthplace 
20141001 朱晓明 男 26 江苏徐州 
20141002 王月华 女 25 山西太原 
20141003 刘子华 男 26 四川成都 

Student 

例9.3  查询Student表中全体学生的姓名及其出生年份。 

SELECT  name, 2017-age 
FROM  Student; 

name 
朱晓明 1991 
王月华 1992 
刘子华 1991 



查询表中的若干元组 

 消除取值重复的行：两个本来并不完全相同的元组，投影
到指定的某些列上后，可能变成相同的行了，这时可以用
DISTINCT消除它们。 

 
number name sex age birthplace 

20141001 朱晓明 男 26 江苏徐州 
20141002 王月华 女 25 山西太原 
20141003 刘子华 男 26 四川成都 

例9.4  查询Student表中全体学生的年龄。 

SELECT  age 
FROM  Student; 

age 
26 
25 
26 

SELECT  DISTINCT  age 
FROM  Student; 

age 
26 
25 



查询表中的若干元组 

 查询满足条件的元组：查询满足指定条件的元组可以通过
WHERE子句实现。 

 查询条件 谓    词 

比较 =, >, <, >=, <=, !=, <>, !>, !<, NOT+上述运算符 

确定范围 BETWEEN AND, NOT BETWEEN AND 

确定集合 IN, NOT IN 

字符匹配 LIKE, NOT LIKE 

空值 IS NULL, IS NOT NULL 

逻辑运算 AND, OR, NOT 



查询表中的若干元组 

 查询满足条件的元组：查询满足指定条件的元组可以通过
WHERE子句实现。 

 例9.5  查询Student表中出生于江苏徐州的学生的学号和姓名。 

SELECT  number, name 
FROM  Student 
WHERE  birthplace=’江苏徐州’; 

number name 
20141001 朱晓明 

例9.6  查询Student表中年龄大于25岁的学生的学号和出生地。 

SELECT  number, birthplace 
FROM  Student 
WHERE  age>25; 

number birthplace 
20141001 江苏徐州 
20141003 四川成都 



对查询结果排序 

 使用ORDER BY子句可以按一个或多个属性列排序。ASC
（缺省值）表示按升序排列，DESC表示按降序排列。当
排序列含空值时，ASC排序列为空值的元组最后显示，
DESC排序列为空值的元组最先显示。 

 例9.7  查询选修了3号课程的学生的学号及其成绩，查询结果按分数
的降序排列。 

SELECT  studentNo, grade 
FROM  StudentCourse 
WHERE  courseNo=’3’ 
ORDER BY grade DESC; 

studentNo grade 
95010 
95007 92 
95003 82 
95010 82 
95009 75 
95014 61 



使用聚合函数 

 聚合函数是涉及整个关系的另一类运算操作。通过聚合函
数，可以把某一列中的值形成单个值。 

 计数：COUNT ( [ DISTINCT|ALL ] * ) 
COUNT ( [ DISTINCT|ALL ] <列名> ) 

 计算总和： SUM ( [ DISTINCT|ALL ] <列名> ) 

 计算平均值： AVG ( [ DISTINCT|ALL ] <列名> ) 

 求最大值： MAX ( [ DISTINCT|ALL ] <列名> ) 

 求最小值： MIN ( [ DISTINCT|ALL ] <列名> ) 

 



使用聚合函数 

 聚合函数是涉及整个关系的另一类运算操作。通过聚合函
数，可以把某一列中的值形成单个值。 

 例9.8  查询选修了课程的学生人数。 

SELECT  COUNT ( DISTINCT studentNo ) 
FROM StudentCourse; 

例9.9  计算选修了1号课程的学生的平均成绩。 

SELECT  AVG ( grade ) 
FROM StudentCourse 
WHERE courseNo=’1’; 



对查询结果分组 

 使用GROUP BY子句分组，细化聚合函数的作用对象：未
对查询结果分组，聚合函数将作用于整个查询结果；对查
询结果分组后，聚合函数将分别作用于每个组。 

 
例9.10  查询每门课程的选课人数和平均成绩。 

SELECT  courseNo, COUNT (studentNo), AVG (grade) 
FROM  StudentCourse 
GROUP BY  courseNo; 



数据操纵 

 数据插入是指向数据表中添加新的数据记录，SQL通过
INSERT语句完成该功能。其基本语法为： 
 
 

 

 该语句的功能是将新元组插入指定表中，其中新元组的属性列1的
值为常量1，属性列2的值为常量2，依此类推。INTO子句中没有
出现的属性列，新元组在这些列上将取空值。如果INTO子句没有
指明任何属性列名，则新插入的元组必须在每个属性列上均有值。 

 

INSERT 
INTO  表名 [ ( <属性列1> [ , <属性列2>, … ] ) ] 
VALUES  ( <常量1> [ , <常量2>, … ] ) 



数据操纵 

number name sex age birthplace 
20141001 朱晓明 男 26 江苏徐州 
20141002 王月华 女 25 山西太原 
20141003 刘子华 男 26 四川成都 
20141004 陈   东 男 24 广东深圳 

例9.11  将一个新学生元组 (学号: 20141004; 姓名: 陈东; 性别: 男; 
年龄: 24; 出生地: 广东深圳) 插入到Student表中。 

INSERT 
INTO  Student 
VALUES  (’20141004’, ’陈东’, ’男’, 24, ’广东深圳’); 
 

INSERT 
INTO  Student  (number, name, sex, age, birthplace) 
VALUES  (’20141004’, ’陈东’, ’男’, 24, ’广东深圳’); 



数据操纵 

 数据修改是指修改数据表中已有记录某些列的值，SQL通
过UPDATE语句完成该功能。其基本语法为： 
 
 

 

 该语句中SET子句给出<表达式>的值用于取代相应的属性列值。
如果省略WHERE子句，则表示要修改表中的所有元组。 

 

UPDATE  表名 
SET  <列名>=<表达式> [ , <列名>=<表达式>, … ] 
[ WHERE  行条件表达式 ] 



数据操纵 

例9.12  将学号为20141003的学生的年龄改为25岁。 

UPDATE  Student 
SET  age=25 
WHERE  number=’20141003’; 

例9.13  将所有学生的年龄增加1岁。 

UPDATE  Student 
SET  age=age+1; 



数据操纵 

 数据删除是指从数据表中删除指定的数据记录，SQL通过
DELETE语句完成该功能。其基本语法为： 
 
 

 

 

DELETE  
FROM  表名 
[ WHERE  行条件表达式 ] 

例9.14  删除学号为20141003的学生记录。 

DELETE 
FROM  Student 
WHERE  number=’20141003’; 
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语义网回顾 

 本质：以Web数据的内容（即语义）为核心，用机器能够
理解和处理的方式链接起来的海量分布式数据库。 

 

 



RDF回顾 

 RDF（Resource Description Framework，资源描述框
架）是一种资源描述语言，其核心思想是利用Web标识符
（URI）来标识事物，通过指定的属性和相应的值描述资
源的性质或资源之间的关系。 

 

图1  只包含一个三元组的RDF图示例 



SPARQL语言 

 SPARQL是Simple Protocol and RDF Query Language
的缩写，是由W3C为RDF数据开发的一种查询语言和数据
获取协议，是被图数据库广泛支持的查询语言。和SQL类
似，SPARQL也是一种结构化的查询语言，用于对数据的
获取与管理。 

 数据操纵（插入、删除、更新） 

 数据查询 

 



数据操纵 

 数据插入：将新的三元组插入到已有的RDF图中。SPARQL
通过INSERT DATA语句完成该功能，其基本语法为： 

 

 三元组数据可以是多条三元组，不同的三元组通过“;” 分隔。如
果待插入的三元组在RDF图中已经存在，那么系统会忽略该三元组。 

 

INSERT  DATA  三元组数据 

例9.15  将以下两条三元组插入到图1所示的RDF图中。 

<http://example/movie1> ns:producer <http://example/person2>  
<http://example/movie1> ns:writer <http://example/person3>  



数据操纵 

其对应的SPARQL语句为： 

执行该语句后，图1中的RDF图变为： 

图2  SPARQL插入数据结果示例 



数据操纵 

 数据删除：从RDF图中删除一些三元组。SPARQL通过
DELETE DATA语句完成该功能，其基本语法为： 

 

 其中三元组数据可以是多条三元组，不同的三元组通过“;” 分隔。
对于给定的每个三元组，如果其在RDF图中，则将其从图中删除，
否则忽略该三元组。 

 

DELETE  DATA  三元组数据 

例9.16  将以下三元组从图2所示的RDF图中删除。 

<http://example/movie1> ns:producer <http://example/person2>  



数据操纵 

其对应的SPARQL语句为： 

执行该语句后，图2中的RDF图变为： 

图3  SPARQL删除数据结果示例 



数据操纵 

 数据更新：更新RDF图中指定三元组的值。和SQL不同，
SPARQL没有定义UPDATE操作，也就是说SPARQL语言没
有直接更新已有数据的方法。但是，可以通过组合INSERT 
DATA语句和DELETE DATA语句来实现该功能。 

 DELETE DATA：删除待修改的三元组； 

 INSERT DATA：插入修改后的三元组。 

 例9.17  将图3中三元组 (<http://example/movie1> ns:director 
<http://example/person1>) 的客体<http://example/person1> 
修改为<http://example/person4>。 



数据操纵 
其对应的SPARQL语句为： 

执行该语句后，图3中的RDF图变为： 

图4  SPARQL更新数据结果示例 



数据查询 

 SPARQL提供了丰富的数据查询功能，包括四种形式： 

 SELECT：最为常用的查询语句，其功能和SQL中的
SELECT语句类似，从知识图谱中获取满足条件的数据。 

 ASK：用于测试知识图谱中是否存在满足给定条件的
数据，如果存在则返回“yes”，否则返回“no”，该
查询不会返回具体的匹配数据。 

 DESCRIBE：用于查询和指定资源相关的RDF数据，这
些数据形成了对给定资源的详细描述。 

 CONSTRUCT：则根据查询图的结果生成RDF。 

 



SELECT语句 

 SELECT语句的基本语法为： 
 
 
 

 SELECT子句中的“变量1  变量2  ...”和SQL中的“列1，列2，...”
的含义类似，表示要查询的目标。不同之处在于，SQL处理的数
据存储于结构化的二维表中，语句中的“列1，列2，...”和数据表
中的列完全对应，因此查询的目标具有明确的语义；而SPARQL 
处理的数据则具有更加灵活的存储结构，“变量1  变量2  ...”在
知识图谱中没有直接的对应。 

SELECT  变量1  变量2  …  
WHERE  图模式 
[ 修饰符 ] 



SELECT语句 

 SELECT语句的基本语法为： 
 
 
 

 WHERE子句用于为SELECT子句中的变量提供约束，查询结果必
须完全匹配该子句给出的图模式。图模式主要由两类元素组成，
一类是三元组，例如“?x a Person”表示变量?x必须是Person的
一个实例；另一类是通过FILTER关键字给出的条件限制，这些条
件包括数字大小的限制、字符串格式的限制等。 

 修饰符是可选项，用于对查询结果做一些特殊处理，例如常见的
修饰符有用于表示排序的ORDER子句、用于限制结果数量的Limit
子句等。 

SELECT  变量1  变量2  …  
WHERE  图模式 
[ 修饰符 ] 



SELECT语句 
例9.18  在图4所示的RDF图中查询资源<http://example/movie1>
的导演和编剧。 

相应的SPARQL语句为： 

执行该语句的查询结果为： 



ASK语句 

 ASK语句用于测试知识图谱中是否存在满足给定图模式的
数据，其基本语法为： 

ASK  图模式 

例9.19  在图4所示的RDF图中测试是否存在由<http://example/person4>
导演的电影。 
相应的SPARQL语句为： 

该语句返回的结果为“yes”；如果查询是否存在<http://example/person5>
导演的电影，查询的结果将会返回“no”。 



DESCRIBE语句 

 DESCRIBE语句用于获取和给定资源相关的数据，其基本
语法为： 
 
 

 DESCRIBE后既可以直接跟确定的资源标识符，也可以跟变量； 

 WHERE子句是可选的，用于限定变量需要满足的图模式。 

DESCRIBE  资源或变量 
[ WHERE  图模式 ] 

例9.20  在图4所示的RDF图中获取由<http://example/person4>
导演的所有电影的相关信息。 



DESCRIBE语句 

其对应的SPARQL语句为： 

该语句的执行结果为： 



CONSTRUCT语句 

 CONSTRUCT语句用于生成满足图模式的RDF图，其基本
语法为： 
 
 

 RDF图模板确定了生成的RDF图所包含的三元组类型，它由一组三
元组构成，每个三元组既可以是包含变量的三元组模板，也可以
是不包含变量的事实三元组；图模式则和上述SELECT 等语句中介
绍的相同，用于约束语句中的变量。 

 该语句产生结果的基本流程为：首先执行WHERE子句，从知识图
谱中获取所有满足图模式的变量取值；然后针对每一个变量取值，
替换RDF图模板中的变量，生成一组三元组。 

CONSTRUCT  RDF图模板 
WHERE  图模式 



CONSTRUCT语句 
例9.21  在图4所示的知识图谱上执行如下SPARQL语句：  

?movie = <http://example/movie1>      
?director = <http://example/person4> 



CONSTRUCT语句 
该语句的执行结果为： 



提纲 

 概述 

 知识图谱的存储 

 基于表结构的存储 

 基于图结构的存储 

 知识图谱的检索 

 关系数据库查询：SQL语言 

 图数据库查询：SPARQL语言 

 图查询技术 

 本章小结 

 

 

 



知识图谱 

 知识图谱是一种有向图结构，描述了现实世界中存在的实
体、事件或者概念以及它们之间的相关关系。 

 

 
 实体：Cristiano Ronaldo, Jos 

Dinis Aveiro, Real Madrid CF、
马赛约等 

 实体类型：人物、国家、城市、
组织机构等 

 属性：人物有姓名、性别、出生
日期、兴趣爱好、职业等属性；
国家有国庆日、国家代码、货币、
时区、等属性 

 关系：人物和人物间的同事关系、
人物和国家间的国籍关系、城市
和国家间的属于关系等 

 



知识图谱 

 知识图谱中的知识是通过RDF的结构进行表示的，其基本
构成单元是事实，每个事实被表示为一个形如<subject, 
predicate, object>的三元组。 

 知识图谱的目标是构建一个能够刻画现实世界的知识库，
为自动问答、信息检索等应用提供支撑。因此，对知识的
持久化存储并提供对目标知识的高效检索是合格的知识图
谱必须具备的基本功能。 

 



知识图谱的存储 

 按照存储方式的不同，知识图谱的存储可以分为基于表结
构的存储和基于图结构的存储。 

 基于表结构的存储：利用二维的数据表对知识图谱中
的数据进行存储 

• 三元组表、类型表、关系数据库 

 基于图结构的存储：利用图的方式对知识图谱中的数
据进行存储 

• 图数据库 

 



三元组表 

 知识图谱中的事实是一个个的三元组，一种最简单直接的
存储方式是设计一张三元组表用于存储知识图谱中所有的
事实。 

 



类型表 

 为每种类型构建一张表，同一类型的实例存放在相同的表
中。表的每一列表示该类实体的一个属性，每一行存储该
类实体的一个实例。 

 



考虑层级关系的类型表 

 构建数据表时，将知识图谱的类别体系考虑进来。具体来
说，每个类型的数据表只记录属于该类型的特有属性，不
同类别的公共属性保存在上一级类型对应的数据表中，下
级表继承上级表的所有属性。 

 



关系数据库 

 关系数据库以二维表结构对数据进行组织和存储。 

 属性 (attribute)：表中的每一列称为一个属性（也称
字段），用来描述实体集的某个特征。每个属性都有
自己的取值范围，称为域。 

 元组 (tuple)：表中的每一行由一个实体的相关属性取
值构成，称为元组（也称记录），它相对完整地描述
了一个实体。元组中的一个属性值称为分量。 

 学号 姓名 性别 出生日期 身份证号 

1101 李强 男 1995-09-22 310103199509222317 

1202 张红 女 1995-11-07 410104199511072437 

1303 王鹏 男 1996-04-08 510105199604082223 



关系数据库 

 每张数据表可以由任意数量的属性组成，这些属性按照各
自的特点可以分为如下几类： 

 候选码：能够唯一标识元组的最小的属性集合。 

 主码：一个数据表可以包含多个候选码，从中任意选
取一个作为主码。 

 外码：如果数据表中的某个属性或属性组是其它表的
候选码，那么称该属性或属性组是当前表的外码。 

 主属性与非主属性：包含在任何候选码中的属性称为
主属性；相反地，不包含在任何候选码中的属性称为
非主属性。 
 

 



关系数据库完整性约束 

 通过完整性约束条件来保证数据的正确性和一致性。 

 域完整性：在关系数据模型定义时，由用户对属性值
的数据类型、长度、单位、精度、格式、值域范围、
是否允许为空值等进行限定，规定属性取值必须在其
值域中。 

 实体完整性：元组（记录）在构成主码的属性上不能
有空值且主码的值不能相同。实体完整性主要是为了
确保主码能唯一标识元组。 

 参照完整性：一个外表的外码取值必须是其主表主码
的存在值或空值。 

 



常见的关系数据库存储系统 

 DB2 (https://www.ibm.com/analytics/us/en/ 
technology/db2/) 

 Oracle (https://www.oracle.com/database/index.html) 

 Microsoft SQL Server (https://www.microsoft.com/ 
zh-cn/sql-server/sql-server-2016) 

 PostgreSQL (https://www.postgresql.org/) 

 MySQL (https://www.mysql.com/) 



图数据库 

 图数据库基于有向图，其理论基础是图论。节点、边和属
性是图数据库的核心概念。 

 节点：节点用于表示实体、事件等对象，可以类比于
关系数据库中的记录或数据表中的行数据。例如人物、
地点、电影等都可以作为图中的节点。 

 边：边是指图中连接节点的有向线条，用于表示不同
节点之间的关系。例如人物节点之间的夫妻关系、同
事关系等都可以作为图中的边。 

 属性：属性用于描述节点或者边的特性。例如人物的
姓名、夫妻关系的起止时间等都是属性。 



常见的图数据库存储系统 

 Neo4j (https://neo4j.com/) 

 OrientDB (http://orientdb.com/) 

 HyperGraphDB (http://www.hypergraphdb.org/) 

 InfiniteGraph (http://www.objectivity.com/products/ 
infinitegraph/) 

 InfoGrid (http://infogrid.org) 



知识图谱的检索 

 知识图谱的知识实际上是通过数据库系统进行存储的，大
部分数据库系统通过形式化的查询语言为用户提供访问数
据的接口。 

 关系数据库：标准查询语言SQL 

 图数据库：标准查询语言SPARQL 

 由于知识图谱中的数据在逻辑上本身就是一种图结构，因
此也可以通过图查询技术来完成特定查询图的查找，其核
心问题是判断查询图是否是图数据集的子图，因此也叫子
图匹配问题。 

 



SQL的组成 

 SQL语言从功能上可以分为四个部分：数据查询、数据操
纵、数据定义和数据控制。 

 功    能 动    词 

数据查询 SELECT 

数据操纵 INSERT, UPDATE, DELETE 

数据定义 CREATE, DROP, ALTER 

数据控制 GRANT, REVOKE 



数据查询 

 数据查询是指从数据表中选取满足条件的数据，查询结果
存储在一个临时的结果表中。SQL通过SELECT语句完成
该功能，其基本语法为： 
 
 
 
 
 

 主语句SELECT-FROM-WHERE的含义是：根据WHERE子句的
条件表达式，从FROM子句指定的基本表或视图中找出满足条件
的元组，再按SELECT子句中的目标列表达式，选出元组中的属性
值形成结果表。 

 

SELECT  目标表的列名或列表达式序列 
FROM  基本表名和（或）视图序列 
[ WHERE   行条件表达式 ] 
[ GROUP BY  列名序列 ] 
[ HAVING  组条件表达式 ] 
[ ORDER BY  列名 [ ASC|DESC ], … ] 



数据操纵 

 数据插入是指向数据表中添加新的数据记录，SQL通过
INSERT语句完成该功能。其基本语法为： 
 
 
 

 数据修改是指修改数据表中已有记录某些列的值，SQL通
过UPDATE语句完成该功能。其基本语法为： 

 

INSERT 
INTO  表名 [ ( <属性列1> [ , <属性列2>, … ] ) ] 
VALUES  ( <常量1> [ , <常量2>, … ] ) 

UPDATE  表名 
SET  <列名>=<表达式> [ , <列名>=<表达式>, … ] 
[ WHERE  行条件表达式 ] 



数据操纵 

 数据删除是指从数据表中删除指定的数据记录，SQL通过
DELETE语句完成该功能。其基本语法为： 
 
 

 

 

DELETE  
FROM  表名 
[ WHERE  行条件表达式 ] 



SPARQL语言 

 SPARQL是Simple Protocol and RDF Query Language
的缩写，是由W3C为RDF数据开发的一种查询语言和数据
获取协议，是被图数据库广泛支持的查询语言。和SQL类
似，SPARQL也是一种结构化的查询语言，用于对数据的
获取与管理。 

 数据操纵（插入、删除、更新） 

 数据查询 

 



数据操纵 

 数据插入：将新的三元组插入到已有的RDF图中。SPARQL
通过INSERT DATA语句完成该功能。 

 数据删除：从RDF图中删除一些三元组。SPARQL通过
DELETE DATA语句完成该功能。 

 数据更新：更新RDF图中指定三元组的值。和SQL不同，
SPARQL没有定义UPDATE操作，也就是说SPARQL语言没
有直接更新已有数据的方法。但是，可以通过组合INSERT 
DATA语句和DELETE DATA语句来实现该功能。 

 



数据查询 

 SPARQL提供了丰富的数据查询功能，包括四种形式： 

 SELECT：最为常用的查询语句，其功能和SQL中的
SELECT语句类似，从知识图谱中获取满足条件的数据。 

 ASK：用于测试知识图谱中是否存在满足给定条件的
数据，如果存在则返回“yes”，否则返回“no”，该
查询不会返回具体的匹配数据。 

 DESCRIBE：用于查询和指定资源相关的RDF数据，这
些数据形成了对给定资源的详细描述。 

 CONSTRUCT：则根据查询图的结果生成RDF。 

 



谢谢！ 
wangquan@iie.ac.cn 
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